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1. 基本的な自己組織化マップモデル

本報告は Kohonen型アルゴリズム [7] として知られている自己組織化マップモデルにお
ける整列化とモデル関数の性質に関するーつの理論的考察である．自己組織化マップモデ
ルにおけるノードの配列とノードの値との間に現れるある種の規則性について，モデル
の順序化，整列化の形成過程と状態クラスの閉性に注目する．本報告では，基本的な学習
ルールと異なる，ある異型学習ルールを用いた場合において，整列化についての考察およ
び数値例を与える．

自己組織化マップは非常に実用的であり広範囲に応用例を有し，アルゴリズムも非常に
シンプルであるが，その数学的構造はあまり明らかではない．
本報告では，自己組織化マップモデルをノード，ノードの値，インプット，学習プロセ

スの 4つの要素によって，以下の様に定義する．

$(I, V, X, \{m_{k}(\cdot)\}_{k=0}^{\infty})$

(i) $I$ をすべてのノードの集合とする．$I$ は，距離 $d$をもつある距離空間の加算部分集合
とする．

(ii) 各ノードは，それぞれ 1つの値をもつ．$V$ をノードの値の空間とする．$V$ はノルム

空間であると仮定する．$V$ におけるノルムを $\Vert\cdot\Vert$ とする．$m(i)$ をノード $i$ の値とし
て，その対応 $m:Iarrow V$ をモデル関数と呼ぶことにする．また，$M$ をモデル関数の
全体，$m_{0}:Iarrow V$を初期モデル関数とする．

(iii) $X\subset V$を入力集合とする．$x_{0},x_{1},x_{2},$ $\ldots\in X$ を入力列とする．

(iv) 学習プロセス

$m_{k+1}(i)=(1-\alpha_{m_{k}x_{k}})m_{k}(i)+\alpha_{m_{k},x_{k}}x_{k}$ (1)

ここで，$\alpha_{m_{k}x_{k}}$ は，$0\leq\alpha_{m_{k}x}k\leq 1$ を満たす学習率を表す．
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例えば，$n$ 個のノード $1,2,$ $\ldots,n$ がある場合を考える．そのそれぞれに対してノードの
値 $m_{0}(1),$ $m_{0}(2),$

$\ldots,$
$m_{0}(n)$ が与えられているとする．このとき，入力とこれに伴う学習

により各ノードの値が更新される．$x_{0}\in X$ が入力されたならば，

$m_{1}(i)=(1-\alpha_{mo,xo})m_{0}(i)+\alpha_{mo,xo}x_{0}$

により，ノードの値を更新する．インプット $x_{1},x_{2},x_{3},$ $\ldots$ に対して，これを繰り返すこと
により，モデル関数 $m_{1},m_{2},m_{3},$ $\ldots$ が逐次に生成され，ノードの更新が更新される．
このような学習を十分な回数，繰り返したとき，モデル関数において，単調性等，各

ノードの値の配列にある種の規則性が現れることがある．様々なノード集合，ノードの値
の空間，学習方法において，単調化等の幾つかの興味深い現象が現れる．

2. $\mathbb{R}$値ノード，1次元ノード配列モデルと異型学習

ここでは，最も単純な自己組織化マップモデルである，$\mathbb{R}$値ノード，1次元ノード配列
の場合について述べる．

(i) 有限個のノードを仮定する．$I=\{1,2, \ldots,N\}\subset \mathbb{N}.$

(ii) ノード値の空間を $\mathbb{R}$ (ユークリッドノルム) とする．$m_{0}=[m_{0}(1),m_{0}(2), \cdots,m_{0}(n)]$

などと記すことにする．

(iii) $x_{0},x_{1},x_{2},$ $\ldots\in X\subset \mathbb{R}$を入力列とする．

(iv) 学習プロセス $L_{E}$ ( $1$次元配列，$\mathbb{R}$-値ノード，$\epsilon=1$ )

(a) 学習範囲:

$I(m_{k},x_{k})= \{i^{*}\in I||m_{k}(i^{*})-x_{k}|=\inf_{i\in I}|m_{k}(i)-x_{k}|\}$

$(m_{k}\in M,x_{k}\in X)$ ,
$N_{1}(i)=\{j\in I||j-i|\leq 1\}(i\in I)$ .

(b) 学習率: $0\leq\alpha\leq 1.$

(c) 更新後の値:

$m_{k+1}(i)=\{\begin{array}{l}(1-\alpha)m_{k}(i)+\alpha x_{k} if i\in\cup,(N_{1}(i^{*})\backslash \{i^{*}\})i^{*}\in I(m_{k}x_{k})’k=0,1,2, \ldots.m_{k}(i) if i\not\in_{i^{*}\in I(m_{k}x_{k})}\cup,(N_{1}(i^{*})\backslash \{i^{*}\}) ,\end{array}$

学習範囲としてノード $i^{*}$ の近傍から $i^{*}$ を除いたものを用いる．通常，学習プロ
セスとしては，以下に述べる♂も学習範囲に含めたものを採用する．

基本的な学習プロセスとして次の 2つのタイプが挙げられる．それぞれに対して以下の
基本的な性質をもつ．
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Theorem 1 学習プロセス $L_{A}$ ($1$次元配列，$\mathbb{R}$ -値ノード，$\epsilon=1$ )
$(a)$ 学習範囲:

$I(m_{k},x_{k})= \{i^{*}\in I||m_{k}(i^{*})-x_{k}|=\inf_{i\in I}|m_{k}(i)-x_{k}|\}$

$(m_{k}\in M,x_{k}\in X)$ ,
$N_{1}(i)=\{j\in I||j-i|\leq 1\}(i\in I)$ .

$(b)$ 学習率: $0\leq\alpha\leq 1.$

$(c)$ 更新後の値:

$m_{k+1}(i)=\{\begin{array}{l}(1-\alpha)m_{k}(i)+\alpha x_{k} if i\in_{i^{*}\in I(}\bigcup_{m_{k},x_{k)}}N_{1}(i^{*}) ,k=0,1,2, \ldots.m_{k}(i) if i\not\in_{i^{*}\in I(}\bigcup_{m_{k}x_{k})},N_{1}(i^{*}) ,\end{array}$

を仮定するとき，モデル関数に対して以下が成り立つ．

(i) モデル関数 $m_{k}$ が $I$上で単調増加であるならば，モデル関数 $m_{k+1}$ も $I$上で単調増加
である．

(ii) モデル関数 $m_{k}$ が $I$上で単調減少であるならば，モデル関数 $m_{k+1}$ も $I$上で単調減少
である．

(iii) モデル関数 $m_{k}$ が $I$上で狭義単調増加であるならば，モデル関数 $m_{k+1}$ も $I$上で狭義
単調増加である．

(iv) モデル関数 $m_{k}$ が $I$上で狭義単調減少であるならば，モデル関数 $m_{k+1}$ も $I$上で狭義
単調減少である．

Theorem 2 学習プロセス $L_{m}$ ($1$次元配列，$\mathbb{R}$ -値ノード，$\epsilon=1$)
$(a)$ 学習範囲:

$J(m_{k},x_{k})= \min\{i^{*}\in I||m_{k}(i^{*})-x_{k}|=\inf_{i\in I}|m_{k}(i)-x_{k}|\}$

$(m_{k}\in M,x_{k}\in X)$ ,
$N_{1}(i)=\{j\in I||j-i|\leq 1\}(i\in I)$ .

ここで，上の $\min$ は，自然数の順序の意味での最小値を意味する．
$(b)$ 学習率: $0\leq\alpha\leq 1.$

$(c)$ 更新後の値:

$m_{k+1}(i)=\{\begin{array}{l}(1-\alpha)m_{k}(i)+\alpha x_{k} if i\in N_{1}(J(m_{k}, x_{k})) ,k=0,1,2, \ldots.m_{k}(i) if i\not\in N_{1}(J(m_{k}, x_{k})) ,\end{array}$
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を仮定するこき，モデル関数に関して，次が成り立つ．

(i) モデル関数 $m_{k}$ が $I$上で狭義単調増加であるならば，モデル関数 $m_{k+1}$ も $I$上で狭義

単調増加である．

(ii) モデル関数 $m_{k}$ が $I$上で狭義単調減少であるならば，モデル関数 $m_{k+1}$ も $I$上で狭義

単調減少である．

ここでの単調増加性，単調減少性のように，モデル関数が一度その状態になると，その
状態が保存されるという意味において，このような状態を自己組織化マップモデルの吸収
状態と呼ぶことにする．

3. 異型学習における整列化について

学習のタイプとして，$L_{E}(\epsilon=1)$ を用いた場合について考える．$L_{E}$ を用いたとき，$L_{A}$

や $L_{m}$ を用いた場合と異なり，単調性は保存されるとは限らない．しかし，以下のように
$\alpha$ を十分小さくすることにより単調性を保存するができる．

Theorem 3 学習プロセス $L_{E}(\epsilon=1)$ において，以下の学習率 $\alpha$ を用いることを仮定
する．

$I(m_{k},x_{k})= \{i^{*}\in I||m_{k}(i^{*})-x_{k}|=\inf_{i\in I}|m_{k}(i)-x_{k}|\},$

$i_{m}= \min I(m_{k},x_{k})$ ,

$i_{M}= \max I(m_{k},x_{k})$ ,
$0\leq\alpha\leq\alpha_{1}$

ただし，与えられた $\alpha_{0}(0<\alpha_{0}\leq 1)$ に対して，

$i_{m}<i_{M}$ のとき $\alpha_{1}=\alpha 0,$

$i_{m}=i_{M}$ のとき

$\alpha_{1}=\min\{\alpha_{0}, \frac{\min\{|m_{k}(i_{m})-m_{k}(i_{m}-1)|,|m_{k}(i_{m}+1)-m_{k}(i_{m})|\}}{|m_{k}(i_{m}+1)-m_{k}(i_{m}-1)|}\}$

とする．ここで，$i_{m}=i_{M}=1$のとき，$m_{k}(i_{m}-1)=x,$ $i_{m}=i_{M}=N$のとき，$m_{k}(i_{m}+1)=x$

とする．また，上の分数式において，分母が $0$ となる場合は，$\min$ として $\alpha_{0}$ を採用するこ

ととする．また，上の $\min I(m_{k},x_{k}),\max I(m_{k},x_{k})$ は，自然数の順序の意味での最小値，
最大値を意味する．
このとき，モデル関数に関して，次が成り立つ．

(i) モデル関数 $m_{k}$ が $I$上で単調増加であるならば，モデル関数 $m_{k+1}$ も $I$上で単調増加
である．

(ii) モデル関数 $m_{k}$ が $I$上で単調減少であるならば，モデル関数 $m_{k+1}$ も $I$上で単調減少
である．
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このとき，学習率が小さいので整列化するまでに時間が掛かることに注意する．応用上
は，このような場合，未修整の学習率を用いて十分な回数の学習をさせ，十分整列化した
後に上記の様に学習率を小さくすればよい．

4. EXAMPLE

Example 1
次のような，35個の 1次元配列された実数値ノードからなる自己組織化マップの数値計

算の例を与える．ノード集合を

$I=\{1,2,3, \ldots, 35\}$

とする．ノードの初期値はランダムなもの (0以上，10以下の整数) を用い，また，入カ
列は [0,10] 上の一様分布に従う確率変数によって生成させたものを使用している．学習プ
ロセスは，$L_{E}(\epsilon=1)$ および定理 3における学習率 $\alpha=\alpha_{1}$ を用いる．ここで，学習率の
上限は $\alpha_{0}=0\cdot 5$ を用いている．ノードの初期値及びこれらを学習にょり 300回，1000回，
15000回更新させたときの値は，図 1のようになった．横軸はノードを表し，縦軸はノー
ドの値を表す．例えば，ノード 1及び 2の初期値は，それぞれ 9, 0である．数百回程度
の更新により，徐々に凹凸が減り，約 12000回の更新によりモデル関数が単調化され，以
後，単調性が保存されている．入力値を離散の値にした場合，特に，入カ値の取りうる値
が少ない場合において，一定の回数の学習の後，モデル関数の変化が著しく減少する傾向
にある．

value

図 1: ノードの初期値と更新後の値 ( $k$ は更新回数: 300回，1000回，15000回)

口
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