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1. 自己組織化マップ
本報告は, 以下に示す自己組織化マツプ (self-Organizing maps) と呼ばれるアル

ゴリズムにおける諸問題についての一考察である.

自己組織化マップのモデルは, Kohonen 等による研究 [5] が有名であるが, ここで

は, ノード, ノードの値, 入力, 学習の 4要素により特徴づけることとする.

(I) $E$ をノードの空間とし, 距離空間であるものとする. ノードの集合 $I$ は $E$ のあ

る部分集合であるものとする.
(II) 各ノードは, その値をもつ. $A$ をノードの値の空間とし, ノルム空間であるも

のとする. ノード $i$ をその値 $a$ (i) に対応させる写像 $a$ 火 \rightarrow A をリファレンス関

数と呼ぷ. $R$ をリファレンス関数全体の集合とする. $R=\{a|a:Iarrow A\}$ .
(III) 入力集合 $X$ は $A$ のある部分集合であるものとする. $x\in X$ を入力と呼ぶ.

(IV) 入力 $x$ とリファレンス関数 $a$ が与えられとき, リファレンス関数 $a$ は, 学習関

数 $L_{a,x}$ : $Iarrow[0,1]$ によって定まる学習率 $L_{a,x}$ (i) に従い入力 $x$ を学習する. こ

の結果, リファレンス関数 $a$ は次のように定義されるリファレンス関数 $a’$ へと

更新される.

$a’(i)=(1-L_{a,x}(i))a(i)+L_{a,x}(i)x$

$=a(i)+L_{a,x}(i)(x-a(i))$ . (1.1)

今, 初期リファレンス関数 $a_{0}$ と入力列として $x_{0},$ $x_{1},$ $x$2, . . $‘\in X$ が与えられたとす

る. このとき,

$a_{k+1}(i)=(1-L_{a_{k},x\iota}.(i))a_{k}(i)+L_{a_{k},x_{k}}(i)x_{k}$

$=a_{k}(i)+L_{a_{h},x_{l\theta}}(i)(x_{k}-a_{k}(i))$ (1.2)

によってリファレンス関数 $a_{1},$ $a_{2}$ , a3. . $\mathrm{t}$

が逐次に生戒される. この生或過程または,

$X$ と生成されたリファレンス関数との対応を白己組織化マツプと呼ぶことにする.
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一般に, 適用する問題に応じて, 想定するノードの空間, ノード値の空間, およ

び学習方法等, 様々なバリエーションが考えられる. 通常, 応用上はノード集合 $I$ と

して, $Z$ (整数全体) または $Z^{2}$ の有限部分集合と対等な集合が用いられているが,
距離の入れ方は様々である.
本報告においては, 学習方法として等式 (1.1) および (1.2) を採用する. 学習関

数 $L_{a,x}$ として, 次のように定義されるタイプのものを考える. 各リファレンス関数
$a\in R$ , 入力 $x\in X$ に対して, 集合 $I$ (a, $x$ ) を

$I(a, x)= \{i^{*}\in I|||a_{k}(i^{*})-x_{k}||=\inf_{i\in I}||$ ak $(i)-x_{k}||\}$ $(1\cdot 3)$

によって定義する. また, 写像 $J$ : $R\cross Xarrow I$ は $J$ (a, $x$ ) $\in I$ (a, $x$ ) を満たし, 関数
$L:$ $[0, \infty)arrow[0,1]$ tJ単調減少であるものとする. このとき, 学習関数として, 次の
タイプのものがある.

(i) 学習関数 $L_{ax}^{1}$, : $I$ \rightarrow $[0,1]$ を

$L_{ax}^{1},(i)=L( \inf_{j\in I(ax)},d_{E}(j, i))$ $(1\cdot 4)$

によって定義する. ただし, $d_{E}$ (., $\cdot$ ) は $E\cross E$上で定義される距離関数を表わす
(ii) 学習関数 $L_{ax}^{2}$

, : $I$ \rightarrow $[0,1]$ を

$L_{a,x}^{2}(i)=L(d_{E}(J(a, x),$ $i))$ $(1\cdot 5)$

によって定義する.

2. 基本的な例

ここでは, 自己組織化マップの基本的な例として, 以下の例を考える.

ノード値 $\mathbb{R},$ $1$ 次元ノード配列の場合

(1) ノード集合 $I=$ $\{$ 1,2, $\ldots$ , $n\}\subset \mathrm{N}$ .
(2) ノードの値の空間を $\mathbb{R}$ (実数値全体, ユークリッドノルム) とし, 初期リファレ
ンス関数を $a_{0}$ : $Iarrow \mathbb{R}$ とする.

(3) 入力列 $x_{0},$ $x_{1},$ $x_{2},$
$\ldots\in X\subset \mathbb{R}$ .

(4) 学習方法

$J(a, x)= \min I(a, x)$ , $a\in R,$ $x\in X$ ,

$N_{\epsilon}(i)=\{j\in I||j-i|\leq\xi\}$ : $i$ の近傍,



$0\leq\alpha\leq 1$ : 学習率,

$L_{a,x}(i)=\{$
$\alpha$ $i\in N_{\epsilon}(J(a, x))$

: 学習関数,
$a_{k}$ (i) $i\not\in N_{\mathit{6}}(J(a, x))$

$a_{k+1}(i)=$ ( $1-L_{a_{k}}$ ,エバ i) $)$ ak $(i)+L_{a_{k}}$ ,エバ i)xk, $k=0,1,2,$ . .

つまり, 今 $n$ 個のノード 1, 2, . . . , $n$ があり, そのそれぞれに対してノードの値

$a_{0}$ (1), $a_{0}(2),$
$\ldots,$

$a_{0}$ (\rightarrow が与えられている. このとき, 入力とこれに伴う学習により

各ノードの値が更新される. $x_{0}\in X$ が入力されたならば, $a_{0}$ (1), $a_{0}$ (2), . . . , $a_{0}$ (n) の

なかで $x_{0}$ と最も近いものを選び, その値に対応するノード $i^{*}$ とその周囲のノー加

に対して学習

$a_{1}(i)=(1-\alpha)a10)+\alpha$x1

が適用され, それ以外のノードに対しては学習が適用されず, $a_{1}(\mathrm{i})=a_{0}$ (i) となる.

入力 $x_{1},$ $x_{2},$ $x$ 3, . . . に対して, これを繰り返すことにより, 逐次にノードの更新がお

こなわれ, 同時にリファレンス関数 $a_{1},$ $a_{2},$ $a_{3},$ . . \downarrow が逐次に生成される.
上述のような 1 次元ノード配列でノードの値が実数値の場合, ノードとノードの

値の対応を表すリファレンス関数 $a:Iarrow \mathbb{R}$ を

$a=[a(1), a(2), \ldots, a(n)]$ $(2\cdot 1)$

と表すことにする.

例 1 ノード集合を $I=$ {1,2, 3, 4, 5}, ノードの値の空間を $\mathbb{R}$ , 初期リファレンス関

数を $a_{0}=[2,3,1,5,4]$ とし, 入力列を 4, 5, 2, 1, 3, 4, 3, 5, 4, 1, 5, . . . とする. 学習方法

は次のように定める.

$J(a_{k}, x_{k})= \min I(a_{k}, x_{k})=\mathrm{m}\mathrm{i}$n $\{i^{*}\in I||a_{k}(i^{*})-x_{k}|=\inf_{i\in I}|a_{k}(i)-x_{k}|\}$ ,

$N_{1}(J(a_{k}, x_{k}))=\mathrm{t}^{j\in I}||j-J(a_{k}, x_{k})|\leq 1\}$

$=$ { $J$ (ak, $x_{k})-1,$ $J(a_{k},$ $x_{k}),$ $J($ ak, $x_{k})+1$ } $\cap I$ : 学習範囲,

$\alpha=\frac{1}{2}$ : 学習率,

$a_{k+1}(i)=\{$
$\frac{1}{2}a_{k}(i)+\frac{1}{2}x_{k}$ $i\in N_{1}(J(a_{k}, x_{k}))$ ,

$a_{k}(i)$ $i\not\in N_{1}(J(a_{k}, x_{k}))$ .
$k=0,1,2,$ . .



このとき, ノードの値は次のように更新される.
初期リファレンス関数 $a_{0}$ と入力 $x_{0}=4$ から

$J(a_{0}, x_{0})=5,$ $N_{1}(5)=\{4,5\}$ ,

$a_{1}(1)=a_{0}(1)=2,$ $a_{1}(2)=a_{0}(2)=3,$ $a_{1}(3)=a_{0}(3)=1$ ,
$a_{1}(4)= \frac{a_{0}(4}{2}\underline{+x_{0}}=4\cdot 5,$ $a_{1}(5)= \frac{a\mathrm{o}(5)+x0}{2}.=4$

$a_{1}=[2,3,1,4\cdot 5,4]$ .

リファレンス関数 $a_{1}$ と入力 $x_{1}=5$ から

$J(a_{1},x_{1})=4,$ $N_{1}(4)=\{3,4,5\}$ ,

$a_{2}(1)=a_{1}(1)=2,$ $a_{2}(2)=a_{1}(2)=3,$ $a_{2}(3)= \frac{a_{1}(3)+x_{1}}{2}=3$ ,
$a_{2}(4)= \frac{a_{1}(4)+x_{1}}{2}=4\cdot 75,$ $a_{2}(5)= \frac{a_{1}(5)+x_{1}}{2}=4\cdot 5$ ,

$a_{2}=[2,3,3,4\cdot 75,4\cdot 5]$ .

これを繰り返すことにより

$a_{3}=[2,2\cdot 5,3,4\cdot 75,4\cdot 5]$ ,
$a_{4}=[1\cdot 5,1\cdot 75,3\cdot, 4\cdot 75,4\cdot 5]$ ,

$a_{5}=[1\cdot 5$,2.375, 3., 3.875, 4.5$]$ ,

$a_{6}=[1\cdot 5,2\cdot 375, 3\cdot 5, 3\cdot 9375, 4\cdot 25]$ ,

$a_{7}=[1\cdot 5,2\cdot 6875,3\cdot 25,3\cdot 46875,4\cdot 25]$ ,

$a_{8}=[1\cdot 5,2\cdot 6875,3\cdot 25,4.23438, 4.625]$ ,
$a_{9}=[1\cdot 5$,2.6875, 3.625, 4.11719, 4.3125$]$ ,

$a_{10}=[1\cdot 25$ ,1.84375, 3.625, 4.11719, 4.3125$]$ .

が得られる. 口

上の例 1 において, 初期リファレンスおよび入力列は特別意味のある数, 数列で
はないが

$k\geq 5$ のとき $a_{k}.(1)\leq a_{k}(2)\leq a_{k}(3)\leq a_{k}(4)\leq a_{k}(5)$

が成り立っている. このように, 学習を繰り返すことにより, リファレンス関数が
単調性等の性質をもち, 各ノードの値の配列にある種の規則性が現れることがある
が, 上記の過程において現れるこのような現象は組織化とよばれている. 実際, 様々
なノード集合, ノードの値の空間, 学習方法において, このような組織化現象を含
む幾つかの興味深い現象が現れる. また, これらの性質を利用することにより, 多



くの実問題への応用が成されている. しかしながら, 組織化等の現象は常に起こる
わけではなく 2 実アプリケーションにおいては, 求めるべき結果を得る為に, モデ

ルに応じた学習方法を採用している. ここでの, どのように学習をさせるべきかと

いう問題は非常に難解であると言われている. また, 一般に巧く学習させると, 組

織化された状態, すなわちノードの値が整タルた状態に収束する. 別の言い方をす
るならば, 要求する良い状態へ収束するように学習させる. 例 1 のように, 学習率

が固定された値の場合は, いつまでも学習が繰り返され収束しないが, 多くの応用

において, 具体的には, 徐々に学習率を小さくして, 最終的に 0 にすることにより
強制的に収束させている.

3. 1 次元ノード配列の場合における基本性質について
例 1 においては, 各ステツプでのノードの値の配列は, 初期ノードの値と, 入力

列に依存することがわかる. このようなモデルにおいて学習率が一定の場合, 各ス
テップでのノードの値への影響を考えるとき, 初期ノードの値の依存度と初期の入
力値の依存度は徐々に薄れてくる. そこで, 入力を入力集合 $X$ の値をとる確率変数

の実現値として扱うことにする.
以下では, 前節で定義した実数のノード値をとる 1 次元ノード配列の場合に限定

する. $x$ を確率空間 $(S, B, P)$ 上で定義された $X=\mathbb{R}$ の値をとる確率変数であると
する.
今, 人力条件と学習方法に対して次のような条件を定義する.

入力条件 1 入力変数 $x$ に対して, $P(\{x=c\})>0$ を満たす $c$. $\in \mathbb{R}$ が存在しない.

学習方法 1 学習方法を次のように定義する.

学習範囲: $N_{1}(J(a_{k}, x_{k}))=\{j’\in I||j-J$(ak, $x_{k}$ ) $|\leq 1\}$

ただし $J$ (a,, $x_{k}$ ) $= \min\{i^{*}\in I||a_{k}(i^{*})-x_{k}|=\inf_{i\in I}|a_{k}(i)-x_{k}|\}$ ,

学習率: $0\leq\alpha\leq 1$ ,

学習 : $a_{k+1}(i)=\{$
$(1-\alpha)a_{k}(i)+\alpha x_{k}$ $i\in N_{1}(J(a_{k}, x_{k}))$ ,

$k=0,1,2,$ $\ldots$

$a_{k}(i)$ $i\not\in N_{1}(J(a_{k}, x_{k}))$ .

上記の設定のもとで以下の基本的な性質が成り立つ.

定理 1 学習方法 1 を仮定するとき, リファレンス関数 $a_{k}$ について

(1) $a_{k}$ が $I$ 上で単調増加であるならば $a_{k+1}$ も $I$ 上で単調増加である.

(2) $a_{k}$ が $I$ 上で単調減少であるならば $a_{k+1}$ も $I$ 上で単調減少である.



定理 2 人力条件 1 および学習方法 1 を仮定するとき, ある $k$ に対して: $a_{k}$ は $I$ 上

で単調となる $(\mathrm{a}\cdot \mathrm{e}\cdot)$ .

これらの性質を利用した応用として, 巡回セースルマン問題がある. 巡回セール
スマン問題においては, 通常, ノードの値の空間として, 上記の設定である 1 次元
ユークリッド空間ではないが, 2 次元のユークリッド空間を用いる. また, 入力集合
として巡回する都市全体を考え, 更に巡回を考慮させる為にノードの空間に 1 次元
配列の両端を結合したループ状の位相構造を導入する.

定理 3 人力条件 1 および学習方法 1 を仮定するとき, 期待値の極限

$\lim_{karrow\infty}E[\frac{1}{k+1}\sum_{l=0}^{k}a_{l}(i)],$ $i\in I$

が存在する.

定理 4 人力条件 1 および学習方法 1 を仮定する. $w$ (i) を

$w(i)=. \lim_{karrow\infty}E[\frac{1}{k+1}\sum_{l=0}^{k}a_{l}(i)],$ $i\in I$

によって定義する. このとき

(1) $w$ は $I$ 上で単調である.
(2) $z(i)$ を

$z(i)=\{$
$w(i)$ (w が $I$ 上で単調増加のとき)

: $i\in I$

$w(n+1-i)$ (w が $I$ 上で単調減少とき)

によって定義するとき $z$ (y, $z$ (2), . . . , $z$ (n) は次の等式を満たす,

$\int_{g(i)}^{h(i)}$ ($x-$ z(i))P(dx) $=0,$ $i\in I$

ただし

$h(i)=$
$(i=1,2, \cdots, n-2)$ ,

$(i=n-1, n)$ ,

$g(i)=$
$(i=3,4, \cdots, n)$ ,

$(\prime i=1,2)$ .



ffll 2 $i” \mathrm{E}\mathrm{E}3,4l\overline{arrow}k^{\mathrm{s}}\# f6\ovalbox{\tt\small REJECT}’\dagger\yen \mathrm{f}\mathrm{B}\mathrm{L}w(i),$ $i=1,2,$ $\ldots,$
$nB^{\backslash }\mathrm{R}^{\backslash }E)6\mathrm{A}\backslash \mathit{1}K(0\mathrm{f}\overline{9}\iotaarrow-ff6$ .

ただし $w=$ [$w$ (1), $w($2), . . . , $w($n)] である. 口

4. 2次元ノード配列の場合について
ここでは, ノードの配列が 2 次元で, ノードの値が実数である場合について考え

る. 1 次元の場合と同様に以下のように定義することができる.

(1) ノード集合 $I=$ $\{1,2, \ldots, m\}\cross\{1,2, . . . , n\}$ . 距離として $d$ (i, $j$ ) $=|i$ ー $j|$ を用

いる.

(2) ノードの値の空間を $\mathbb{R}$ (実数値全体, ユークリツドノルム) とし, 初期リファレ

ンス関数を $a_{0}$ : $Iarrow \mathbb{R}$ とする. リファレンス関数 $a:Iarrow \mathbb{R}$ を

$a=\{\begin{array}{llll}a(1,1) a(1,2) a(1,n)a(2,1) a(2,2) a(2,n)\vdots \vdots \ddots \vdots a(m,1) a(m,2) a(m,n)\end{array}\}$

と記すことにする.
(3) 入力変 $x$ は数 $\mathbb{R}$ の値をとる確率変数であるとする. $x0,$ $x_{1},$ $x_{2},$ $\ldots$ を $x$ の実現値

の列とする.



(4) 学習方法

学習範囲: $N_{\epsilon}$ ( $J$ (ak, $x_{k})$ ) $=\{$ (i, $j$ ) $\in I|d$( (i, $j),$ $J(a_{k},$ $x_{k})$ ) $\leq\epsilon\}$ ,

た $_{\tilde{\mathrm{c}}}^{\backslash ^{\backslash }}$ し

$J(a_{k}, x_{k})= \min\{(i^{*},j^{*})\in I||a_{k}(i^{*},j^{*})-x_{k}|--,\min_{(ij)\in J}|a_{k}$ (i, $j$ ) $-x_{k}|\}$ ,

ここでのにおける順序として例えば辞書式順序を用いる.

学習率: $0\leq\alpha\leq 1$ .

学習 : $a_{k+1}(i,j)=\{$
$(1-\alpha)a_{k}$ (i, $j$ ) $+\alpha x_{k}$ (’i, $j$ ) $\in N_{\epsilon}$ ( $J$ (ak, $x_{k}$ )),

$a_{k}$ (i, $j$ ) (’i, $j$ ) $\not\in N_{\mathit{6}}$ ( $J$ (ak, $x_{k}.$ )),
$k=0,1,2,$ $\ldots$

ノード配列が 2 次元の場合, 次の意味において 1 次元ノード配列の場合に成立し
た単調性の保存が成り立たなくなる.
例えば, $d$ をユークリッド距離として, 学習範囲を

$N(J(a_{k}, x_{k}))=\{(i,j)\in I|d((i, j),$ $J(a_{k}, x_{k}))\leq\sqrt{2}$}
とするとき, 各戒分を固定した場合, すべての $a_{k}$ (i

$\rangle$

.), $a_{k}($ ., $j)$ が (単調な数列とい

う意味において) 単調であっても, $a_{k+1}$ (\acute i, $\cdot$ ) および $a_{k+1}($ ., $j)$ は単調であるとは限ら
ない.

例 3 上記のような学習範囲と学習率として $\frac{1}{2}$ を用いる場合を考える. ここで, $I$

における順序として辞書式順序を用いることにする.

$a_{0}=\{\begin{array}{llll}1 2 7 82 3 8 93 4 9 104 5 10 11\end{array}\}$

であるとする. このとき, すべての $a_{0}$ (i, $\cdot$ ), $a_{0}(\cdot$ ,力は単調増加である. ここで, 入力

値として $x_{k}=4$ であったならば, 学習によりノードの値は

$a_{k+1}\dashv_{4}^{1}3\cdot 533\cdot 54\cdot 5\underline{9}4$ $6\cdot 5677$ $11109]8$

と更新され, 関数 $a_{k+1}$ (., 3) は単調ではない. 口
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