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要旨

量子多体系において, 原理的に基底状態の厳密な adiabatic ダイナミクスを記述する密度汎関数理論
(Density Functional Theory, DFT) は, 電子系のみならず原子核系においても多大な成功を収めてきた.

DFT においてダイナミクスは, 粒子数密度のみに依存したエネルギー密度汎函数 (Orbital-free Energy

Density Functional, OF-EDF) により支配される. その一方で, 実際の計算ではほとんどの場合, 粒子数密度
以外にも依存した Kohn-Sham型の EDF (KS-EDF) が用いられてきた. 現象論的に与えられた KS-EDFは
様々な現象の再現に成功してきたものの, OF-EDFとの等価性, 及び粒子数が大きい場合における計算コスト
の問題を抱えている.

また KS-EDFでは, 系を外場で制御し, 最終的な結果としてエネルギーや粒子数密度を得るという理論構造
を持つ. そこで実験という観点で, 電子系ほど自在に外場を扱えない原子核系では, 外場は数学的な道具の側面
が強い. したがって外場を通して仮想的に原子核を変形させることで, 核分裂などの変形ダイナミクスが調べ
られてきた. しかし変形のさせ方には, 外場の設計を通じて人間の強いバイアスが入り, 多重極モーメントと
いった仮定された変形モードが現象の記述に用いられてきたが, 核分裂の完全な記述はまだ成功していない.

この “外場の呪い”は集団運動の記述において深刻な問題であり, 人間のバイアスを排除した, ダイナミクスに
基づく変形モードの導出法が求められる.

本論文では, KS-EDFに起因した 2つの問題の解決に向けて, 深層学習に基づいた data-drivenアプローチ
による解析を行なった. まず KS-EDFと OF-EDFの等価性と計算コストの問題に関して, 電子系で開発され
たランダムポテンシャルに基づくアプローチを原子核系に適用することで, Skyrme KS-EDFを再現するよう
な OF-EDF の構築に取り組んだ. 10 層の隠れ層を持つ neural network と教師データ用いて, 24Mg の核子
数密度から対応する束縛エネルギーを推定するタスクを学習した. その結果, エネルギーの推定誤差は 43 keV

であり, 実験データとの比較において許容できるほどに小さい. つまり, エラーの範囲内で Skyrme KS-EDF

は OF-EDFと等価であることが示唆された. また, 与えられた密度や外場からエネルギーを推定する時間は,

従来の KS-EDFに基づく手法に比べ, 105 倍から 106 倍短い. この圧倒的な計算速度は, 研究プロセスの短縮
を可能にし, 原子核構造研究を加速させ得る.

次に, 以上の 24Mg の研究結果により示唆された Skyrme KS-EDF と等価な OF-EDF の存在に動機付け
され, DFT に基づく非経験的な集団座標の抽出を行なった. まず, 低エネルギーの 236U に関して, 核子数密
度と基底状態のエネルギーをランダムポテンシャルにより計算し, データセットを生成した. このデータを
multi-task learning を用いて, 様々な次元の潜在変数に圧縮し, もとのデータを復元する際のエラーを調べた.

結果として, 僅か 2 次元の潜在変数で低エネルギーの 236U のダイナミクスの大部分が特徴づけられることが
明らかになった. 一方で, 多重極モーメントによる密度やエネルギーの推定タスクを考え, そのエラーを調べた
ところ, 多重極モーメントがダイナミクスの情報をほとんど持たないことが明らかになった. 以上より本研究
は, 集団座標を抽出する全く新しい手法を提案しただけでなく, “外場の呪い”により仮定されてきた従来の変
形パラメータの問題点を, 定量的に示すことに成功した.
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第 1章

密度汎関数理論と原子核物理

1.1 密度汎関数理論
量子力学の基本方程式であるシュレディンガー方程式が見出されて 100年が経とうとしている.

この 100年間で計算機は著しい成長を見せた一方, 同種粒子量子多体系のシュレディンガー方程式
を厳密に解くことは, 数値的にでさえ今だに難しい. 単純な差分法や基底展開法, 近年では Physics

Informed Neural Network (PINN) [1] と呼ばれる機械学習を用いた方法など, 様々な手法が提案
されているが, どれも粒子数に対して計算コストが指数関数的に増大するボトルネックを持つため,

問題解決の兆しは現時点では見えず, 量子コンピュータの完成を待つばかりである.

一方で, 量子多体系の厳密計算において我々の興味のあるエネルギー領域は限られている. 現象
として興味のあるエネルギースケールは多くの場合基底状態近傍であり, 実際に我々の身の回りで
観測可能な量子的現象もこのエネルギースケールに密集している. したがって, Hilbert space全体
を取り扱う必要性はない. 特に電子系では, 分子構造の解析という観点から, 原子核が作るクーロン
ポテンシャル中の基底状態の性質は重要であり, 精力的に研究されている. そのような限られた範
囲では, 多体の波動関数の大部分はもはや冗長な自由度であり, より本質的な自由度が創発される.

その最たる例が密度汎函数理論 (Density Functional Theory, DFT) である.

1964年, Hohenbergと Kohnは様々な外場のもとでの電子系の基底状態を考えた時, 縮退がない
場合, 対応する電子数密度と外場の間に一対一対応が存在することを見出した [2]. この事実は次の
ように一般化することが可能である. ハミルトニアン Ĥ0 と粒子数密度演算子 ρ̂(r) で指定される空
間 d次元の同種粒子フェルミオン量子多体系に対して, 外場付き変分問題

E∗[v] := min
|Ψ⟩∈H

⟨Ψ|Ĥ0 +
∫
ddr v(r)ρ̂(r)|Ψ⟩
⟨Ψ|Ψ⟩

, (1.1)

を考える. ただし, Hは系の Hilbert空間である. この最小化問題は, 次のように分解することが可
能である [3]:

E∗[v] = min
ρ

min
|Ψ⟩→ρ

(
⟨Ψ|Ĥ0|Ψ⟩
⟨Ψ|Ψ⟩

+

∫
ddr v(r)ρ(r)

)
=: min

ρ

(
E[ρ] +

∫
ddr v(r)ρ(r)

)
. (1.2)

ただし, 左辺の二つ目の最小化は, ある密度 ρ を与える波動関数 |Ψ⟩ の範囲内で, 目的関数を最
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小化するという操作を意味している. この時, E[ρ] はエネルギー密度汎函数 (Energy Density

Functional, EDF) と呼ばれる. したがって系を固定した場合, 基底状態に縮退がなければ, 外場付
き変分問題 (1.1) は密度に関する変分問題と等価である.

一方で系を固定した場合, 変分問題 (1.1)は外場によって解が決まるため, 基底状態の波動関数も
また外場 v の汎函数として与えられる:

|Ψ[v]⟩ := argmin
|Ψ⟩∈H

⟨Ψ|Ĥ0 +
∫
ddr v(r)ρ̂(r)|Ψ⟩
⟨Ψ|Ψ⟩

. (1.3)

したがって, 波動関数が上記のように与えられる以上, 全ての可観測量も外場の汎函数で表示され
る. 粒子数密度に関しても同様に,

ρ[v](r) :=
⟨Ψ[v]|ρ̂(r)|Ψ[v]⟩
⟨Ψ[v]|Ψ[v]⟩

= argmin
ρ

(
E[ρ] +

∫
ddr v(r)ρ(r)

)
, (1.4)

という汎函数が存在し, 同時に EDFに関する最小化問題の解として表示することも可能である*1.

したがって, 形式的に
v[ρ](r) = −δE[ρ]

δρ(r)
, (1.5)

と表すことができる.

以上の議論を俯瞰すると, (1.2)式が逆 Legendre変換の形式になっていることが分かる. しかし
E[ρ]の凸性がわからないため, 逆 Legendre変換の Legendre変換により元に戻せるかは非自明で
ある. 一方で外場の汎函数 E∗[v]に関して, その定義 (1.1)から明らかなように

E∗[(1− t)v1 + tv2] ≥ (1− t)E[v1] + tE[v2], t ∈ (0, 1), (1.6)

が成り立つため, E∗ が（広義）凹関数であることがわかる. したがって,

E∗∗[ρ] = − inf
v

(∫
ddr v(r)ρ(r)− E∗[v]

)
, (1.7)

という Legendre変換を考えれば, 適切な密度と外場の定義域の設定により

E[ρ] = E∗∗[ρ], (1.8)

が期待される. この時, 密度と外場の間の対応が保証されるため, この範囲内で系の外場付き基底状
態ダイナミクスは, 相互作用のみによって決まる EDFにより完全に支配されることが分かる. 数値
的に DFTを計算する場合, 扱うべき量は粒子数密度 ρ(r)のみである. したがって粒子数に対して
計算コストが指数関数的に増大するボトルネックは存在せず, 効率的な計算が可能になる [5].

上記のように, DFTが成立するかどうかは逆変換により元に戻る Legendre変換を実現するよう
な, 適切な外場と密度の定義域が与えられるかに依存する. Coulomb 相互作用に従う電子系では,

外場の定義域は２種類の Lp 空間を用いて,

Xv := L3/2(R3) + L∞(R3), (1.9)

*1 基底状態が縮退している場合は, v から ρへの写像はユニークではないが, ρから v への写像はユニークになる [4].
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で与えられる Banach 空間で定義することが可能である [6]. この時, E∗[v] の Legendre 変換
をさらに逆 Legendre 変換することで元の汎函数 E∗[v] に戻る. 実は, 対応する密度の定義域は
Xρ = L3(R3) ∩ L1(R3)で与えられ, ρ(r) < 0となるものが含まれる. しかし, このような非物理的
な密度は計算上問題にならないことが知られている [4].

原子核系では相互作用が完全にはわかっていない上, 電子系よりも複雑である. したがって原子
核系において真に DFTが存在するかは非自明であり, 外場付きの基底状態ダイナミクスを完全に
決める E[ρ]の存在が証明されているわけではないことに注意が必要である.

1.2 Kohn-Sham scheme

DFTにおける最大の問題は, EDFを相互作用から解析的に計算することが極めて困難であると
いう点である. そこで実際の研究では, 現象論的に与えられた汎函数が用いられる場合がほとんど
である. 特に運動項の密度依存性は非自明であり, Thomas-Fermi近似 [7] と呼ばれる, 相互作用の
ない系から類推される形式の EDF なども存在するが, 現象の再現性という観点から実用的ではな
い. そこで, 多くの計算では Kohn-Shamスキーム [8]と呼ばれる方法で DFT計算が行われる:

min
ρ

(
E[ρ] +

∫
ddr v(r)ρ(r)

)
=: min

ρ
min∑N

i=1 |φi|2=ρ

(
EKS[{φi, φ

∗
i }Ni=1] +

∫
ddr v(r)ρ(r)

)
(1.10)

= min
{φ∗

i }N
i=1

(
EKS[{φi, φ

∗
i }Ni=1] +

∫
ddr v(r)

N∑
i=1

|φi(r)|2
)
.

(1.11)

ただし, N は系の粒子数である. また, {φi}Ni=1 は L2 内積の意味で正規直交化された N 個の関数
であり, Kohn-Sham軌道と呼ばれる. このとき, 以下の N 表現可能な密度,

Nρ :=

{
ρ|ρ(r) ≤ 0,

∫
ddr ρ(r) = N,

∫
ddr|∇ρ1/2(r)|2 <∞

}
, (1.12)

を与えるような Kohn-Sham 軌道が存在することは, Harriman の構成法 [9] から保証することが
可能である. つまり, ρを与えるような補助的な自由度を導入することで, 密度に対して複雑な依存
性を持った EDFを, 扱いやすい形式で記述するというのが, Kohnと Shamのアイディアの本質で
ある*2 . この時, Kohn-Sham軌道はあくまで補助的, 数学的な自由度に過ぎず, 物理的な意味を持
つかは不明であることに注意が必要である. 例えば, 形式的に Kohn-Sham軌道を用いて構成され
た Slater determinant型の多体波動関数を考えることが可能である. しかし, その波動関数を用い
て計算される粒子数密度は基底状態の密度と等価であるものの, 他の用途で使用した場合, 結果が物
理的に意味を持つかは注意深く検証する必要がある.

EKS[{φi, φ
∗
i }Ni=1]はもはや密度以外にも陽に依存した汎函数であり, 本論文では Kohn-Sham型

の EDF (KS-EDF) と呼ぶ. 一方で, 密度のみに陽に依存した EDF は Orbital-free EDF (OF-

*2 Kohn-Shamスキームは Hartree-Fock-Bogoliubov理論の U, V 関数に対して, 直ちに拡張することが可能である.
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EDF)と呼び, KS-EDFとは明確に区別する. ただし, 両者には

E[ρ] = min∑N
i=1 |φi|2=ρ

EKS[{φi, φ
∗
i }Ni=1], (1.13)

という関係が存在する. したがって, DFTがよく定義される量子多体系に対して適切なKS-EDFを
与れば, Kohn-Shamスキームにより基底状態の厳密なダイナミクスが得られる. しかし, KS-EDF

から OF-EDFの解析的な表式を復元することは困難である.

前述の運動項部分に関しては, 平均場理論から類推される KS-EDFが用いられることが多い:

TKS[τ ] :=
ℏ2

2m

∫
ddr τ(r) =:

ℏ2

2m

∫
ddr

N∑
i=1

|∇φi(r)|2. (1.14)

ただし, mは系を構成するフェルミオンの質量である. この時, EKS[{φi, φ
∗
i }Ni=1] = TKS[τ ]+IKS[ρ]

と書かれる場合, 最小化問題 (1.11)は以下と等価である:(
− ℏ2

2m
∇2 +

δIKS[ρ]

δρ(r)
+ v(r)

)
φi(r) = ϵiφi(r). (1.15)

ただし, ϵi は Kohn-Sham 軌道の正規直行化条件を課すため, Lagrange の未定乗数として導入さ
れるパラメータである. この方程式は Kohn-Sham方程式と呼ばれ, 形式的に平均場理論における
Hartree-Fock方程式とほぼ等価であるため, 同等のアルゴリズム, 計算コストで解くことが可能で
ある. ここでほぼ等価と言ったのは, １粒子ポテンシャルに相当する部分に関して, Hartree-Fock

理論ではあり得ない項が, Kohn-Sham方程式には登場し得るからである.

1.3 Skyrme EDF

原子核物理では, Skyrme 力 [10] の平均場近似から類推される以下の KS-EDF がしばしば用い
られる:

ESkrme[ρq, τq,Jq] =

∫
d3r HSkrme(r), (1.16)

HSkrme(r) =
ℏ2

2m

(
1− 1

A

)
τ +

b0
2
ρ2 − b′0

2

∑
q

ρ2q +
b3
3
ρα+2 − b′3

3
ρα
∑
q

ρ2q

+ b1ρτ − b′1
∑
q

ρqτq −
b2
2
ρ∇2ρ +

b′2
2

∑
q

ρq∇2ρq

− b4ρ∇ · J − b′4
∑
q

ρq∇ · Jq. (1.17)

ただし, 各変数, パラメータの意味等は表 1.1にまとめている. また, 原子核ではスピンの自由度を
考える必要があり, 本論文では Kohn-Sham軌道は

φq,k =

(
φ↑
q,k

φ↓
q,k,

)
, (1.18)

という spinor表記を取るものとする.
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表 1.1 Skyrme EDFの各変数・パラメータの意味. σ = (σ1, σ2, σ3)は Pauli行列.

記号 意味 定義
m nucleon mass

A mass number

q isospin neutron (n) or proton (p)

b0,1,2,3,4 model parameter

b′0,1,2,3,4 model parameter

ρq(r) number density ρq(r) =
∑N

k=1 |φq,k(r)|2

τq(r) kinetic density τq(r) =
∑N

k=1 |∇φq,k(r)|2

Jq(r) spin density Jq(r) =
∑N

k=1 φ
∗
q,k(r) (−i∇× σ)φq,k(r)

ρ(r) total number density ρn(r) + ρp(r)

τ(r) total kinetic density τn(r) + τp(r)

J(r) total spin density Jn(r) + Jp(r)

φq,k(r) Kohn-Sham orbital

k quantum number

強相関量子多体系である原子核では, even-odd staggering [10] をはじめとした, Hartree-Fock

近似では十分に説明できない現象があり, 核子の超伝導性が重要であることが古くから知られてい
る. この事実は Hartree-Fock 近似から類推された KS-EDF (1.16) 式 では, ansatz として不十分
であることを示唆している [11]. そこで実際の計算では, 超伝導理論に動機付けされた汎函数が追
加される. 以下では, 一貫して時間反転対称性が破られず, 陽子・中性子共に粒子数が偶数であるよ
うな状況に議論を限定する. 本論文でも一貫して用いる surface typeの Density Dependent Delta

Interaction (DDDI) [12] と呼ばれる KS-EDFは, 次のような形をしている:

EDDDI[ρ, ρ̃q] =
∑

q=n,p

Vq

4

∫
d3r

{
1−

(
ρ(r)

ρ0

)γ}
ρ̃q(r)2. (1.19)

ただし, γ, ρ0 はパラメータであり, 本論文では一貫して γ = 1, ρ0 = 0.16 fm−3 を用いる. また, Vq

は pairingの強さを表すパラメータであり, 平均場理論における average pairing gapとの関係式か
ら類推することで定義される. 典型的には現象論的な関係式

12√
A

MeV =
Vq

2Nq

∫
d3r

{
1−

(
ρ(r)

ρ0

)γ}
ρ̃q(r)ρq(r), (1.20)

を再現するようにして決められる [10, 13]. ただし Nq は中性子数 Nn または陽子数 Np である. 本
論文でも一貫してこの方法により Vq を定める.

ここで新たに導入した ρ̃q(r) は pairing density と呼ばれ, DFT の文脈では定性的には pairing

の効果を表すと信じられている局所密度量である. そこで, ρ̃q(r)の定義も超伝導理論に基づいたも
のになり, Hartree-Fock-Bardeen-Cooper-Schrieffer (HF-BCS) 近似 [14] から動機付けられる各
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Kohn-Sham軌道の占有率 v2i ∈ [0, 1]を用いて,

ρ̃q(r) = −2
∑
q

∑
k>0

uq,kvq,k|φq,k(r)|2, (1.21)

として定義される. ただし, uq,k :=
√

1− v2q,k である. ここで, 本論文では時間反転対称性が破ら
れていない範囲を考えているため, 各軌道は Kramers縮退しており, 時間反転のペアに分けること
ができる. 和の k > 0 とは, Kramers pair の片方に関してのみ和を取るという操作を意味してい
る. この BCS-likeな Kohn-Shamスキームにおいて, 他の local densityに関しても HF-BCS近似
に動機付けされた変更がなされる:

ρq(r) = 2
∑
q

∑
k>0

v2q,k|φq,k(r)|2, (1.22)

τq(r) = 2
∑
q

∑
k>0

v2q,k|∇φq,k(r)|2, (1.23)

Jq(r) = 2
∑
q

∑
k>0

v2q,kφ
∗
q,k(r) (−i∇× σ)φq,k(r). (1.24)

以上の拡張のもとで, KS-EDFの最小化問題は形式的に,

min
{v2

q,k,φ
∗
q,k}q,k

(
ESkyrme[ρq, τp,Jq] + EDDDI[ρ, ρ̃q] +

∑
q=n,p

∫
d3r vq(r)ρq(r)

)
, (1.25)

と定義され, 最小化は v2q,k, φq,k の両方に対して実行される.

1.4 本論文の目的と構成
本論文の目的は Skyrme DFT と近年急速に発展している深層学習を組み合わせることで, 原子
核物理における未解決問題に対して一石を投じることである. 具体的には原子核における Skyrme

EDFと等価な OF-EDFの実在性と計算コストの問題, 及び仮定された集団座標の問題に取り組む.

そこで第 2 章で本論文の理解に必要な深層学習の概略について述べる. 次に第 3 章では 24Mg

に着目し, Skyrme EDF と等価な Orbital-free EDF の存在を深層学習により調べる. この時,

Kohn-Sham EDFの数値計算上の問題点に触れ, 深層学習がこの問題を解決し得ることを同時に見
る. 第 4章では第 3章の手法を拡張し, 236Uの基底状態近傍の変形ダイナミクスに適用する. この
時, 伝統的に用いられている原子核の変形パラメータが, Skyrme EDFに基づく外場付き基底状態
のダイナミクスを記述する上で妥当かどうかを議論する.
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第 2章

深層学習概論

2.1 ニューラルネットワーク
2000年代から始まったとされる第 3次 AIブームは, 2023年現在をもってしても衰えるどころか
加速している. AlexNet [15]による, ILSVRC 2012の圧倒的な成績での優勝, Transformer [16]に
よる自然語処理における革命, ChatGPT [17] の衝撃など, 枚挙にいとまがない. deep learning技
術は他分野にも大きく影響を及ぼし, 医療, 薬学, 工学など, 様々な分野が発展を遂げた.

deep learning の基本的なアイディアは, 線形変換と非線形変換の繰り返しにより, 任意関数が
いくらでも精度良く近似可能であるという, 普遍近似定理 (Universal Approximation Theorem)

[18, 19, 20] に根ざしている. 歴史的には人間の神経細胞を模したモデルとして導入されたた
め, 普遍近似定理に基づき与えられた近似器は, 人工ニューラルネットワーク (Artificial Neural

Network, ANN)と呼ばれる. 現代的にはMulti-layer perceptron (MLP), Convolutional Neural

Network (CNN) [21], Transformer [16] など, 様々なものが存在する*1 .

この章では第 3章, 第 4章を読む上で必要となる深層学習の基本的なアイディアを見るため, 単
純な 3層のMLPを以下のように導入する:

y(x;V,W,a, b) := f(Wz + b), (2.1)

z := g(V x + a), (2.2)

ただし, 各変数は以下のように定義される.

x ∈ Rdin , z ∈ Rdhid , y ∈ Rdout , (2.3)

a ∈ Rdhid , b ∈ Rdout , (2.4)

V ∈ Rdhid×din , W ∈ Rdout×dhid , (2.5)

また f, g は何らかの非線形関数で, 活性化関数 (activation function) と呼ばれる. 本論文では活性
化関数の入力がベクトル量であった場合, 表記上の問題として

x̃ = f(x) ⇔ x̃i = f(xi), (2.6)

*1 各々の詳細は Appendix Aで個別に扱っている.
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のようにベクトルの成分ごと非線形関数を作用させるものとする. つまり, 入力ベクトル xを重み
行列 V とバイアス項 a を用いて線形変換し, 活性化関数 g を作用させる. 得られた出力ベクトル
z に対して異なる重み行列W , バイアス項 b, 活性化関数 f を同様に作用させることで, 最終的に
dout 次元のベクトルを出力として得る. ここで, {V,W,a, b}はモデルパラメータであり, これらを
目的のタスクに応じて最適化する.

この 3層MLPを近似したい関数の近似器として用いるという状況を考える. そこでデータセッ
トD = {(x(i),y(i))}i に対して損失関数 (loss function) L(y, ỹ) を導入し, データセットDに対す
る損失を以下で導入する.

L(D) =
1

|D|

|D|∑
i=1

L(y(i),y(x(i);V,W,a, b)). (2.7)

ただし, |D|はデータセット D の要素数を表すものとする. 損失関数としては, Euclid距離の自乗,

cross entropy, Wasserstein 距離など, タスクに応じて様々なものが用いられる. deep learning の
基本形では, この損失関数を最小化するようにモデルパラメータ {V,W,a, b}を最適化することで,

データセットを補間するような関数を得ることを目的とする.

損失の最小化は例えば最急降下法によって行われ, モデルパラメータをまとめてwと書いた場合,

wi ← wi − η
∂L(D)

∂wi
, (2.8)

により更新される. ここで η > 0 は学習率 (learning rate) と呼ばれ, 一度の学習でどの程度パラ
メータを更新するか決めるハイパーパラメータである*2 . MLP の最大の特徴は, この偏微分を連
鎖率を用いることで効率よく計算できる点である:

∂L

∂bi
=
∑
j

∂L

∂yj

∂yj
∂bi

=
∂L

∂yi
f ′
i , (2.9)

∂L

∂Wij
=
∑
k

∂L

∂yk

∂yk
∂Wij

=
∂L

∂yi
f ′
izj =

∂L

∂bi
zj , (2.10)

∂L

∂ai
=
∑
j,k

∂L

∂yj

∂yj
∂zk

∂zk
∂ai

=
∑
j

∂L

∂yj
f ′
jWjig

′
i =

∑
j

∂L

∂bj
Wjig

′
i, (2.11)

∂L

∂Vij
=
∑
k,l

∂L

∂yk

∂yk
∂zl

∂zl
∂Vij

=
∑
k

∂L

∂yk
f ′
kWkig

′
ixj =

∂L

∂ai
xj . (2.12)

ただし,
f ′
i = f ′((Wz)i + bi), (2.13)

のように活性化関数の微分の引数を省略した. これら損失関数の微分に関し, データセットにわた
る平均を取ることで, 損失の偏微分を得ることができる. 以上より, 出力層に近い側から

∂L

∂bi
→ ∂L

∂Wij
→ ∂L

∂ai
→ ∂L

∂Vij
, (2.14)

*2 機械学習の分野において, learning rate のような人間が決める必要のあるパラメータはハイパーパラメータと呼ば
れ, w のようなモデルパラメータとは区別される.
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という順番で計算を行うことで, モデルパラメータの偏微分が効率的に計算できる. このように,

入力から x → z → y と出力までのデータの流れを順方向と見た場合, 逆方向に情報を伝播させ
て偏微分を計算することから, このアルゴリズムは backpropagation と呼ばれる. さらに, deep

learningで用いられる損失関数や活性化関数は通常微分が簡単に実行できるものを用いる. 例えば
損失関数として最も標準的な Euclid距離の自乗である平均自乗誤差 (Mean Square Error, MSE)

を用いた場合,

∂L
∂yi

=
2

|D|

|D|∑
i=1

(y(i) − yi) =
2

|D|

|D|∑
i=1

y(i) − yi, (2.15)

である. 一方で, 活性化関数として最も簡単な Rectified Linear Unit (ReLU)を考えると,

ReLU(x) := max{0, x}, dReLU(x)

dx
=

{
1 (x > 0)
0 (x < 0)

, (2.16)

となり*3 , sigmoid関数 σ(x)では

σ(x) :=
1

1 + ex
,

dσ(x)

dx
= (1− σ(x))σ(x), (2.17)

となる*4. つまりこのような関数を用いる限り, 損失関数や活性化関数の微分は各ニューロンの出
力の簡単な四則演算のみで計算可能である. したがって, 学習データから順方向に計算を進め出力
を得る, つまり forward passさせる際に, 各ニューロンの出力を保持しておけば, backpropagation

により微分は高速に, そして浮動小数点の範囲内で厳密に実行できる.

より多層の MLP に対し, 以上のアルゴリズムを拡張する方法は自明である. ここで MLP を多
層化するとは入力と出力の間に, 線形変換と非線形変換からなるモジュールを積み重ねることを指
す. この時, 線形変換と非線形変換の繰り返しという MLP の構造が backpropagation を可能に
するため, 多層化しても 3 層 MLP と同様の議論ができ, 高速な最適化が可能となる. また, 前述
の CNNや TransformerといったMLPとは異なるモデルに関しても, backpropagationが使える
形式になっている. さらに, MLP, CNN, Transformer といった異なるアーキテクチャーで定義さ
れたブロックを柔軟に組み合わせてモデルの設計を行うことも可能である. このフレキシブルさ
こそが, ANN の利点と言えよう. またオブジェクト指向プログラミングにより, 扱いやすい deep

learning フレームワークを作ることができるということも利点である. 実際, PyTorch [22], JAX

[23], TensorFlow [24]といった優れたフレームワークがオープンソースソフトウェア (OSS) ベー
スで開発されている. また, 計算の並列化が容易なルゴリズムになっているため, NVIDIA によ
る Graphic Processor Unit (GPU) と, その Approcation Programming Interface (API) である
CUDAにより, 高速な演算が可能である. 以上のように, deep learningの優れたアルゴリズムを起
点として, ソフトウェア面とハードウェア面での様々な発展に支えられ, deep learningは急速に普
及した.

*3 x = 0において微分は定義できないが, 数値計算上 x = 0直上となる確率は非常に小さいため問題にはならない.
*4 simoid 関数は微分が限られた領域でのみ大きな値をとる. この性質に起因し, 多層化を考えた際に, 勾配消失問題と
呼ばれる学習が進まなくなる問題が誘発される. したがって, 現代的には隠れ層への使用は基本的に避けられている.



2.2 最適化手法 13

2.2 最適化手法
2.2.1 SGD

前節では簡単な 3層のMLPを例に取り, 最急降下法に基づく最適化に関して言及した. しかし
最急降下法は, 損失関数がモデルパラメータに対して多峰性を持つ関数であった場合, 極小点から
の脱出が困難であるという問題がある. したがって, 実際の計算では確率的勾配降下法（Stochastic

Gradient Descent, SGD）と呼ばれる手法を基本とする, 様々な最適化アルゴリズムが用いられる.

最急降下法と異なり, 学習データ D に対する損失 L(D)を最小化するのではなく, D をランダム
に分割したものに対して backpropagationを逐次実行する. つまり,

D =
⋃
i

Di, i ̸= j ⇒ Di ∩Dj = ∅, (2.18)

という分割に対して L(D1)→backpropagation→ L(D2)→backpropagation→ · · · という操作の
繰り返しを, 全ての {Di}i に渡って実行する. この時, 各 Di はミニバッチと呼ばれる. 通常, 端数
を除き |D1| = |D2| = · · · となるように等分割され, その際 |Di| の値はバッチサイズと呼ばれる.

また, {Di}i 全てに渡って学習するという一連の操作は 1 epoch という単位で呼ばれ, 通常一連の
操作を繰り返す回数は epoch数と呼称される. 実際の計算では, D は各 epochで毎回ランダムに分
割されることに注意が必要である.

SGDとはバッチサイズを B とした場合 B = 1の場合を指し, 1 < B < |D|の場合はmini-batch

gradient descent と呼ばれる. しかし deep learning の文脈では SGD という用語は mini-batch

gradient descentに対しても用いられるため [25], 本論文ではまとめて SGDと呼称する.

上記のミニバッチ学習は, データ全体ではなくミニバッチごとにパラメータを更新するため, 最適
化すべき損失は毎回異なる. したがって L(Di)の勾配は, L(D)の勾配に対してランダムノイズを
加えたかのように解釈でき, 勾配が更新される過程は Langevin方程式によりモデル化される [26].

したがって, このノイズにより極小値から脱出することが可能になるため, より良い解に収束してい
くことが期待される.

2.2.2 Adam

十分な最適化に要する epoch数は少なければ少ないほど良い. SGDは現在地の勾配の方向にパ
ラメータを更新するため, 細い谷のような場所に斜めから侵入すると, 振動により学習は遅くなる.

そこで, Momentum [27]や Root Mean Square Propagation (RMSProp) [28]という指数移動平
均により振動を抑制する方法が開発された. Adaptive Moment Estimation (Adam) [29]はこれら
２つの手法を組み合わせた最適化手法で, 2023 年現在において最も主流な最適化手法の一つであ
る*5 .

*5 Adamの原論文 [29] は現時点で 16万回引用されている.
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Adamでは２種類の指数移動平均を用いる:

mt,i ← β1mt−1,i + (1− β1)
∂L
∂wi

, (2.19)

vt,i ← β2vt−1,i + (1− β2)

(
∂L
∂wi

)2

, (2.20)

mt=0,i = vt=0,i = 0. (2.21)

ただし tは学習のタイムステップであり, β1, β2 ∈ [0, 1)は Adamのハイパーパラメータである. こ
れらを用いて Adamは次のような更新則として定義される:

wt,i ← wt−1,i − η
m̃t,i√
ṽt,i + ϵ

. (2.22)

ただし, ϵ > 0はゼロ除算回避のためパラメータである. また m̃t,i, ṽt,i は,

m̃t,i :=
mt,i

1− βt
1

, ṽt,i :=
vt,i

1− βt
2

, (2.23)

で定義される. つまり, 勾配の振動を移動平均により抑制し, さらに振動する方向の学習率を移動平
均で減衰させることで, 効率的な学習を実現可能にする. Adamには learning rateを含めた 4つの
ハイパーパラメータが存在し, 原論文では (β1, β2) = (0.9, 0.999), ϵ = 10−8 が推奨されている.

2.3 汎化とドメイン
2.3.1 Hold-out validation

deep learningではデータセット D に対してモデルが最適化される. neural networkの表現能力
は非常に高いので, 何も対策せずに学習を行うと, 典型的には過学習 (overfitting)を引き起こす*6 .

つまり, 未知のデータに対してタスクの性能が悪くなる (図 2.1).

過学習を避けるため, hold-out valdation という手法がしばしば用いられる. これはデータセッ
トを訓練用のデータとテスト用のデータに分割し, 訓練データのみを用いて学習を行いつつ, テス
トデータに対するエラーを監視することで, 過学習を検知する方法である. hold-out validationに
より過学習の振る舞いを実際に確認するため, MNIST [31] と呼ばれるデータセットを用いた教師
あり学習を行う. MNISTは 0から 9の手書き数字のグレースケール画像とその正解ラベルから構
成されるデータセットであり, CC0 でライセンスされている. 与えられた画像からそこに書かれ
ている数字を推定するモデルを作るため, 画像を入力, 各数字の確率を出力とする 4 層の MLP を
用いた. そして cross entropyを損失関数, 最適化アルゴリズムを Adamとする教師あり学習によ

*6 モデルパラメータを徐々に増やしていくとはじめは表現能力が向上するため, テスト誤差も減少する. しかしある程
度のところから過学習により, テスト誤差は増大し始める. 実は, さらにパラメータを増やしていくとテスト誤差は再
度減少し始める. これは二重降下現象 [30] として知られており, 様々なモデルに対して確認されている. この節で示
したMNIST の教師あり学習においても, さらに多層化していくことで, 二重降下現象が確認される. しかし以上の
話は正則化を行わない場合の話であり, 現実的に使われているモデルとは状況が異なることに注意が必要である.
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図 2.1 回帰分析におけるの過学習の概念図. 訓練データを黒い点, テストデータを赤い点で示
している. 左図は訓練データに対して過学習しておりテストデータに対して予測性能を持たな
い. 右図は訓練データに対して多少の誤差がある代わり, テストデータに対する誤差が比較的小
さい.

り, モデルの最適化を行った*7. 図に学習データとテストデータそれぞれに対する epoch毎の損失
をプロットした. 図 2.2 の左は何も過学習対策をしていない場合であり, 学習データに過剰に適合
した結果, 学習が進むにつれテスト誤差が増大していく様子が見て取れる. 過学習を避け, 良いモ
デルを得る最も簡単な方法は, early stoppingである. これは, テスト誤差に改善が見られなくなっ
たところで学習を打ち切るという手法である. 例えば, n回連続でテスト誤差が最小値を更新しな
かった場合, 学習を終了するといった基準に基づく early stopping法などがある. この手法とは別
に, learning rate decay, つまり学習が進むにつれ learning rateの値を減少させるという手法が存
在する. learning rate の減衰方法には, 学習の振る舞いを見て人間が決めたり, テスト誤差の振る
舞いから自動的に決定するといった方法などがある. この節では後者のアイディアに従い, テスト
誤差が 5 回連続でこれまでの最小値を下回らなければ, learning rate を 0.1 倍するという手法で,

learning rate decayを行った. その結果は図 2.2 の右に図示されており, 過学習が抑制されている
様子が見て取れる. タスクの複雑さやモデルの深さ, そして他の過学習対策にも依存するが, シャー
プな learning rate decayをおこなうと, 次の瞬間急速に損失が低下する振る舞いを見せることがあ
る. このように, learning rate decayの方が最終的なモデル性能が向上する確率が高くなる傾向に
あるため, 単純な early stoppingよりも, learning rate decayを用いたアプローチの方がよく見ら
れる.

テスト誤差を監視し, learning rate のようなハイパーパラメータのチューニングを行うことで,

より良いモデルが得られる. しかし, 過度にチューニングを行うと, それはもはやテストデータを
用いて学習しているようなものであり, 過学習が評価できているかは疑わしい. そこで, hold-out

validation 法では教師データを訓練データとテストデータの２種類に分割するのではなく, 検証
データを導入することで 3種類に分割するという方法も存在し, 実際によく用いられている. この

*7 隠れ層の次元は全て 100 で, 出力層を除き活性化函数には Sigmoid Linear Unit (SiLU) を用いた一方で, 出力
層には softmax 関数を適用した. バッチサイズは 128 で, Adam のハイパーパラメータは learning rate を除き
PyTorchのデフォルト値を採用し, learning rateの初期値として 10−3 を用いた.
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図 2.2 MNIST を用いた教師あり学習における損失の振る舞い. 横軸に epoch, 縦軸に cross

entropyによる損失の値をとり, 教師データ（黒線）とテストデータ（赤線）それぞれに関して
プロットを行った. 図の左には何も過学習対策を行なっていない場合の結果を示しており, 右に
はテスト誤差を利用した learning rate decayの結果を図示している.

時, ハイパーパラメータのチューニングは検証データを用いて行い, テストデータは最終的なモデル
の評価のみに用いられる.

2.3.2 ドメインシフト
前節では単一の学習データを分割し, モデルの訓練に用いないデータを作り出すことで, 過学習の
評価を行った. しかしこのような手法では, 真に未知のデータセットに対してモデルの性能を保証
することはできない. この議論を行うため, この節では転移学習 (Transfer Learning, TL) [32] に
おけるドメインの概念を導入する.

ドメインは feature (input) space X と X 上の確率分布関数 P (X), X ∈ X の対として定義され
る [32, 33, 34]:

D := {X , P (X )}. (2.24)

またラベル付きデータの場合は, 各入力データX に対して出力データ Y が割り当てられている. こ
こで output spaceを Y とし, Y 上の条件付き確率分布 P (Y |X), Y ∈ Y に対して,

T := {Y, P (Y |X)}, (2.25)

で定義される T はタスクと呼ばれる*8 . deep learningにおけるデータセットは何らかのドメイン
D とタスク T からサンプリングされたものと考えられる. 様々な問題に deep learningが適用され
ていることから分かるように, 人間から見たこの世界は多様なドメインとタスクで溢れている.

一般に学習に用いたデータセットのドメイン, タスクと, 実際のアプリケーションで使用される
データセットのドメイン, タスクは異なる. 以下では簡単のためタスクが同じか, 存在しないよう

*8 タスクが決定論的ではなく条件付き確率で定義されているのは, 実際のデータはノイズやラベリングミスなどの様々
な要因により, 決定論的なラベル付けが可能な場合は限られているからである.
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source domain

target domainsource domain = target domain

図 2.3 ドメインシフトの概念図. 赤い点, 青い点はそれぞれソースドメイン, ターゲットドメ
インからサンプリングされたデータ点である. 左図はターゲットドメインとソースドメインが等
しい場合で, 右図は両者が異なる場合を表している.

な場合を考える. 学習に用いられるデータのドメインはソースドメイン Ds, 本番環境で用いられる
データのドメインはターゲットドメイン Dt と呼ばれる. 前節の Hold-out validation では単一の
データセットをランダムに分割するため, 単一のドメインのみで過学習を評価しており, ターゲット
Dt に対する性能を保証できない. このような学習方法は転移学習の文脈では “traditional machine

learning method”と呼ばれる [33, 34]. この traditional machine learning method が正当化され
るのは Ds = Dt の時であり, 現実社会の問題でこのような状況は稀であり, 時間や場所といった
様々な要因で容易に等号は不等号に変わる. したがって, このドメインシフトは deep learningにお
ける中心的な話題の一つである.

この問題の深刻なところは, 現実のデータが定義されるような超多次元ベクトル空間において, 人
間がドメインの違いを理解するのが困難な点である. つまり, 人間が理解できるような指標でソー
スドメインとターゲットドメインが近しかったとしても, neural networkが両者は近いと判断する
かは非自明である*9 . したがってドメインシフトに対するモデルのロバストネスは注意深く調べる
必要がある.

この情報化社会において, 様々なデータセットが配布, または販売されている. 教師データとは
別にそのようなデータセットが利用できる場合には, 転移学習のテクニックを用いることができる.

転移学習は利用できるドメインとタスク, そしてそれらの違いなどによって分類することが可能で
ある (図 2.4). 目的とするドメイン, タスクとは多少異なるデータであっても活用することができ
るため, 物理学においてもデータを集めて保管しておくことは, 極めて重要であることを強調して
おく.

*9 超大規模なデータセットが存在すれば, Variational Autoencoder (VAE) [35, 36]といった手法で潜在変数空間に
マップするようなモデルを用意し, 手元のデータのドメインをより詳細に調べることができる.
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図 2.4 転移学習 (Transfer Lerning, TL) の分類. ドメイン間の違いや, データラベルの有無,

タスクの違いなどに応じて様々な手法が存在する. 図は文献 [32] より抜粋.
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第 3章

Deep learningによる Skyrmeエネルギー
密度汎函数の再構築

3.1 KS-EDFの問題点と機械学習
Kohn-Sham スキームに基づく DFT 計算は, 電子系のみならず原子核系においても多大な成功
を収めてきた [10]. 特に原子核系では核子間相互作用がまだ完全に解明されていないため, ほとん
どの計算は厳密には一種のモデル計算である. そこで相互作用から出発して EDF を導出すると
いう流れよりも, 直接 Kohn-Sham EDF からスタートするというアイディアは自然である. つま
り KS-EDF に ansatz を導入し, それらのハイパーパラメータを実験値に合うように最適化する.

Skyrme EDF (1.16) も, 上記の手法により得られた Kohn-Sham型の EDFであり, 原子核の基底
状態の解析に大きく貢献してきた. その一方で, 原子核理論における Kohn-Shamスキームの計算
には, ２つの問題点が存在する.

3.1.1 計算コストの問題
Kohn-Sham スキームでは, 非線形 Schrödinger 方程式に似た形式を取る Kohn-Sham 方程式

(1.15) を解く必要がある. つまり, １粒子ハミルトニアン部分が解に依存しているため, 自己無撞
着に解く必要があり, 計算コストが iterationの数に比例して増大する. 各 iterationにおいてボト
ルネックとなる部分は, EDFやアルゴリズムによって変わるため一概に言うことができない. した
がって, 以下では代表的なものに関して個別に解説を行う.

有限差分法
まず, 本論文でも用いる Skyrme EDF, Coulomb direct term, Slater 近似した Coulomb ex-

change term [37] の和で構成される EDFに議論を限定する. 空間メッシュに区切って解くような
場合では, 固有値問題を扱う際の対角化の操作がボトルネックになり, 計算コストはメッシュの総数
を Nmesh とすると O(N3

mesh)でスケールする.
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調和振動子基底展開
基底展開法の場合, ボトルネックはより複雑になる. 簡単のため, 3 次元等方調和振動子基底
を用いる場合に議論を限定する. 数値計算に用いられる調和振動子基底は, 各空間方向の固有値
(nz, ny, nz)に対して

nz + ny + nz ≤ Nsh, (3.1)

を満たすもののみが用いられることが多い. この時, 基底の数は

Nbasis = (Nsh + 1)(Nsh + 2)(Nsh + 3)/6, (3.2)

で与えられる. したがって, １粒子ハミルトニアンを対角化する計算コストは O(N3
basis) でス

ケールする. その一方で, Coulomb direct term の平均場ポテンシャルの計算は, 直接実行すると,

O(N4
basis)のコストがかかる. しかしこの部分は, 調和振動子基底が空間各方向に関して separable

であるという性質と, Coulomb相互作用が Gaussian型の相互作用の重ね合わせで効率よく近似で
きるという性質から, 計算アルゴリズムの工夫により O(NLegendreN

8
sh) まで計算コストを削減す

ることが可能である. ただし, NLegendre は Coulomb 相互作用の分解に利用する Gauss-Legendre

quadrature の正の領域のノード数であり, 典型的には 20以上の数が取られる. 調和振動子基底で
類似のコードを書き, 実際に計算を行った著者の経験 [38] に基づくと, O(NLegendreN

8
sh)が支配的

になる.

以上のボトルネックは粒子数の大きい計算を行う場合, 深刻な問題になる. 特に電子系では, 分子
量が 106 を超えるような高分子を取り扱うことがあり, 106 本の電子の Kohn-Sham軌道を得るに
は, 計算精度を度外視したとしても最低で Nmesh = 106 が必要になり, 膨大な計算コストを要する.

原子核系でも, 236U に代表されるような重い核を精度良く計算するには, 多大な計算コストを要す
る. 加えて近年の原子核研究では分野の進展に伴い, 一度の研究で複数回の KS-EDFを用いた計算
が求められることも多くなってきた. しかしながら, 計算アルゴリズムの最適化はこれまでに十分
行われてきており, オーダーが変わるほどの改良は, あまり見込めない.

3.1.2 OF-EDFの存在
Skyrme EDF は現象論的に与えられた ansatz から出発して得られた KS-EDF である. 第 1章
で述べたように, DFT は外場付き変分問題により定義されるエネルギー汎函数の Legendre 変換
により定式化される. DFTの数理においては, この Legendre変換により得られた密度汎函数を逆
Legendre変換した際に元に戻るような, 外場の定義域が問われる. 電子系よりも複雑な相互作用を
持つ原子核物理において, この問題の解決は難しいと考えられる. したがって, 厳密な意味で DFT

の存在が証明されているわけではないため, 現象論的に与えられた Skyrme DFTにおいて, 密度と
外場の間の対応を調べることには意味がある. また実際の計算では, 離散化や Appendix B で述べ
られているような, 簡単化や収束のためのテクニックを利用している. 以上の数学的な根深い問題
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と, テクニカルな要因が様々に入り乱れる実際の Skyrme DFT計算において, エネルギーが密度か
ら推定可能かどうかは, 理論として興味深い. 仮に Skyrme EDFを再現するような OF-EDFを構
築できるのであれば, Hohenberg-Kohnの定理という DFTの原理に従う OF-EDFを得るための,

重要な一歩となることが期待される.

3.1.3 本研究の目的
以上の問題は電子系原子核系問わず, DFTを用いた分野に共通して生じ得る. 特に計算コストの
問題は, DFTを用いた材料探索のような工業的な需要もあり, 社会的な影響も考慮すると, 極めて
重要な問題であると言える. そこで近年電子系では, 機械学習を用いた OF-EDFの構築が行われる
ようになってきた. 特に文献 [39] では, 深層学習を用いた 2次元電子系において, 様々な外場のも
とで KS-EDF を用いて計算されたエネルギーと電子密度から, OF-EDF の再構築が行われた. 本
章では, 電子系で発展した上記の手法を原子核系に応用し, Skyrme EDFの結果を再現するような
OF-EDFの再構築を目指す. 特に原子核系では核子の超伝導性が重要になるため, 本研究では超伝
導理論に動機付けられた Kohn-Sham スキーム (1.25) に基いた計算を行う. これは電子系におけ
る先行研究 [39] では考慮されていたかった効果であることは強調しておく. 以上より, 本研究では
以下の 2点に着目し議論を行う:

1. deep learningは Skyrme DFTの計算コストの問題を解決し得るか.

2. Skyrme DFTの結果を再現するような OF-EDFを構築できるか.

3.2 手法:ランダムポテンシャルと深層学習
3.2.1 Skyrme-Kohn-Sham DFT

Skyrme DFTに関しては第 1章で既に解説しているため, この節では実際の計算に向けたより詳
細な事項に関して述べる. 原子核は 3次元のオブジェクトである. しかしながら, 対称性を一切要
請することなく 3 次元密度を計算し neural network で学習するのは, 現状においても不可能では
ないが, 現在著者が利用可能な計算資源では難しい. したがって軸対称性と時間反転対称性を要請
し, 円筒座標系 (r, z, ϕ) で議論を行う. この簡単化のもとでも, oblate や prolate などの重要な変
形状態を扱うことができるため, 核分裂といった現象への応用を考えれば我々の系は依然として興
味深い. 軸対称な系では, z 方向の Kohn-Sham軌道の全角運動量演算子 Ĵz が１粒子 Hamiltonian

と可換になるため, Kohn-Sham 方程式は演算子 Ĵz の固有値 Ωℏ を用いてブロック対角化される
[40]. 実際の計算ではこの固有値にカットオフを入れる必要があり, 本研究では Ω ≤ 9/2とした. 3

次元のオブジェクトである Kohn-Sham軌道は角度 ϕ依存性を持つが, 解として得られる粒子数密
度は (r, z)のみに依存することに注意が必要である.

本研究では, ２次元空間格子を用いた有限差分法に基づき, KS-DFTの計算を行う. ただし, 格子
の刻み幅は dr = dz = 0.8 fmとし, 空間格子点の数は r 方向に Nr = 10点, z 方向に Nz = 20点
とした. また, 数値計算において 1/r という項が存在するため, 計算の安定性という観点から r 方
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向に関して原点を避ける. さらに, z 方向に関しても同様に parity変換に関して対称な格子点とい
う観点から原点を避け, r, z 共に副格子上に点を取るものとする. したがって, 離散化された格子点
{ri}10i=1, {zi}20i=1 を明示すると

ri ∈ {0.4 fm, 1.2 fm, · · · , 7.6 fm}, (3.3)

zi ∈ {−7.6 fm,−6.8 fm, · · · , 7.6 fm}, (3.4)

となる. 離散化された Kohn-Sham方程式の境界条件には, Box境界条件を採用する. つまり, 格子
点の外側で Kohn-Sham軌道は 0になることを要請する.

更なる簡単化のため, 原子核を 24Mgに限定し, Coulomb相互作用を無視する. この時, 系はアイ
ソスピンに対して対称になるため, 陽子部分と中性子部分の波動関数として同じものを使うことで,

計算コストを半分にすることができる. ここで, Coulomb相互作用を無視することの正当性に関し
て補足を行う. Skyrme DFTで用いられる Coulomb相互作用は, 以下のような平均場理論に動機
づけられた direct termと, Slater近似 [37] に動機づけられた汎函数で表される exchange termの
和で表示される:

ECoulomb[ρp] =
e2

2

∫
d3r

∫
d3r′

ρp(r)ρp(r′)

|r − r′|
− 3

4

(
3

π

)1/3

e2
∫

d3r ρ5/3p (r). (3.5)

ただし, eは電荷素量である. したがって, Coulomb termは陽子数密度のみに陽に依存した汎函数
であり, OF-EDFの再構築という目的においては重要でない. また計算コストにおいて, 有限差分
法では Coulomb direct term の計算はボトルネックにならない. これは Poison 方程式を用いた,

効率の良い平均場ポテンシャルの計算アルゴリズムが存在するためである. したがって Coulomb

termを無視することは, deep learningの結果と計算速度を比較する上でほとんど影響を与えない.

また, 対相関の効果を陽に取り入れた DFT計算を行うため, surface typeの DDDI paring 汎函
数 (1.19)を用いる. この時, BCS波動関数に動機づけられた ansatzに基づく Kohn-Shamスキー
ムにより計算を行う. ただし, pairing strength は現象論的な gap parameterを再現するように最
適化し, 本研究では一貫して V

(n)
0 = V

(p)
0 = −683.344 MeV fm3 を用いる. また BCSスキームで

計算を行う場合, 発散回避のため BCS 方程式において考慮する Kohn-Sham 軌道に制限をかける
必要がある. 本研究では, Kohn-Sham軌道の１粒子エネルギーが 60 MeV以下のものに限るとい
う, シャープなカットオフを採用した. 以上の設定のもとで, 24Mgの基底状態のエネルギーを計算
すると −222.59 MeVであり, 密度は球形であった*1.

本研究では Kohn-Sham 方程式を様々な外場のもとで解き, deep learning で学習するための教
師データを生成する. この時, 外場の定義域を工夫するなどしない限り, 一般には原子核密度の重心
位置は原点に一致しない. しかし, 原子核構造研究において原子核の重心位置は物理的に興味のあ
る対象ではない. また, 本研究で使用する格子空間のサイズは, 原子核が原点近傍にある場合十分な
計算精度を与えるような大きさである. したがって, 本研究では一貫して２次の拘束を用いた重心

*1 pairing strengthを弱めると, prolateに変形することは確認している.
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図 3.1 OF-EDFの学習に使用したニューラルネットワーク. 10層の隠れ層を持ち, それら全
ての活性化関数には ReLUを用いた. また, 出力層に関しては sigmoidを用いている. 図中の数
字は, 各隠れ層のニューロンの数を表している.

固定を行う. つまり, 以下の汎函数を Skyrme EDFに加える:

ECoM[ρ] =
C

2

(∫
d3r zρ(r)

)2

. (3.6)

ただし, C は拘束の強度を決めるハイパーパラメータであり, 本研究では一貫して 0.625 MeV/fm2

を用いる.

3.2.2 Neural network

モデル
本研究では, KS-DFT により得られた様々なエネルギーと密度の対からなるデータセット

D = {E(i), ρ(i)}i に対して, 回帰分析を用いることで OF-EDF, E = E[ρ] の再現を試みる. この
OF-EDFの近似器として, fully-connected layer のみからなる multi-layer perceptron (MLP) *2

を採用する. fully-connected layer は, 入力されたベクトルに行列を作用させ, バイアス項を足す
ことで出力ベクトルを用いる. この行列とバイアス項がモデルパラメータであるため, パラメータ
の数はおおよそ入力ベクトルの二乗で増大する. したがって, Full HD の画像といった, ベクトル
換算した場合に 106 次元を超えるような大きいデータを取り扱う場合には, Convolutional neural

network (CNN) [15, 21] や Vision transformer (ViT) [41] といった異なるアーキテクチャーを
使用する必要がある. しかし, 本研究における入力データは核子数密度 ρ であり, 離散化の結果,

1× 10× 20という, 非常に小さなサイズのグレースケール画像データとみなせる. したがって, 本
研究では fully-connected layer を採用し, 図 3.1で表示される 10層の隠れ層を持つMLPを用い,

*2 第 2章を参照.
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OF-EDF の学習を行う. ただし, 隠れ層の活性化関数は全て Rectified Linear Unit (ReLU) を用
い, output layerの最後には sigmoid関数を作用させる. 各隠れ層のニューロン数に関しては図 3.1

中に記載してある.

最適化手法
次に, 学習方法に関して述べる. 教師あり学習では, 教師データの正解ラベル E

(i)
ans とモデルの予

測値 E
(i)
pred の間の誤差が最小になるように, モデルパラメータが最適化される. 本研究では, 損失関

数として一般的に用いられている平均自乗誤差 (Mean Square Error, MSE)を作用する:

LMSE(D) =
1

|D|

|D|∑
i=1

∣∣∣E(i)
ans − E

(i)
pred

∣∣∣2 . (3.7)

ただし, |D|はデータセット D の要素数であり, 括弧付き上付き添えはデータの要素のラベルであ
り, 本論文では一貫してこのノーテーションを採用している. また最適化ではバッチサイズを 128

としたミニバッチ学習を用い, 500 epochまで学習を行った.

deep learningでは勾配法に基づき, 損失関数から計算された微分係数を用いてパラメータは更新
される. 本研究ではパラメータの更新アルゴリズムとして Adaptive Moment Estimation (Adam)

[29] を用いた. ベーシックな Adam のハイパーパラメータには, 移動平均に関するパラメータが
2つ, 正則化のパラメータが 1つ, learning rate というモデルパラメータ更新の大きさを制御する
パラメータが１つ存在する. このうち最も重要なのは, learning rate で, より良い学習結果を得る
ためには, 学習の過程で変化させることが望ましい. 本研究では epochに応じて階段的に learning

rateを減衰させるというアプローチを採用した. 初期値を 10−4 とし, 10−5 (epoch = 101), 10−6

(epoch = 201), 5.0× 10−7 (epoch = 301), and 10−7 (epoch = 401)と, 減少させた. 実際の計算
は Keras API [42]を用いて実装し, Adamの learning rate以外のハイパーパラメータに関しては,

Keras APIのデフォルト値を用いた*3 .

3.2.3 データセット
一度 KS-EDFが与えられれば, 基底状態のエネルギー, 粒子数密度, 外場の対応が得られる. この
事実を利用し, 様々な外場のもとで KS-DFT を実行することで, OF-EDF を学習するためのデー
タセットを得ることができる. この節では, 比較のため 2種類の多様性の異なるデータセットを導
入する. これらの基本的なアイディアは２次元電子系を扱った先行研究 [44, 39] に基づいている.

しかし, 我々の系は 3次元軸対称原子核系であるため, 多少の変更を加える.

*3 Adamの改良版である, Rectified Adam optimizer (RAdam) [43]でも計算を行ったが, 結果に有意な改善は見ら
れなかった.
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Simple Harmonic Oscillators (SHO)

一つ目の外場として, Simple Harmonic Oscillator (SHO) を導入する. これは, 名前が表す通り
以下の式で表現される, z 方向の中心をシフトした変形調和振動子型のポテンシャルである:

v
(i)
SHO(r, z) =

1

2
k(i)r r2 +

1

2
k(i)z (z − z

(i)
0 )2. (3.8)

ただし, 3種類のパラメータは, それぞれ 0 ≤ kr, kz ≤ 1.1 MeV/fm2, −1.6 fm ≤ z0 ≤ 1.6 fm の範
囲から一様乱数としてサンプリングした*4.

SHOは想定される外場の定義域*5 のうち, 非常に限られた領域しか被覆しない. しかし, 実際の
原子核構造計算では, 多重極モーメントのような非常に限られた領域の外場のみに焦点を当てた計
算が行われている. したがって, SHOのような単純な構造のデータセットに関して, その学習プロ
セスを調べることは, 今後の OF-EDFの研究において重要である.

２次元電子系の先行研究 [44, 39]では, 2次元座標 (x, y)に対して, 中心位置 (x0, y0)をランダム
にした変形調和振動子型のポテンシャルが用いられていた. したがって, 相違点は座標系の変更に
伴う変数の取り替えと, r 方向に関して中心位置を 0に固定した点のみである.

Random Potentials (RND)

２つ目の方法として, Random Potential (RND) を導入する. 本研究の目的は Skyrme EDF を
再現するような OF-EDFの構築であり, この目的のため, 様々な範囲の粒子数密度とエネルギーの
対を生成する必要がある. しかしながら, どのような確率密度で生成された外場が, 効率よく多様な
密度を与えるかは非自明な問題である. 格子空間においてランダムな外場を生成する方法は, 基底
展開, Gaussian Processes (GPs) [45]など, 様々考えられるが, 本研究では先行研究 [44, 39]と同
様, グラフィカルなアプローチを採用する:

v
(i)
RND(r, z) = m(r, z)× sr(i)(r, z). (3.9)

ただし, m(r, z) と sr(i)(r, z) は次のように定義される.

m(r, z) = e−4.0max{0,
√
r2+z2−r0}2/r20 , (3.10)

sr(i)(r, z) =
∑
r′,z′

s(i)(r, z; r′, z′) rnd(i)(r′, z′). (3.11)

ここで, s(i) は Gaussian filterであり,

s(i)(r, z; r′, z′) = e−{(r−r′)2+(z−z′)2}/µ(i)
2 (r′,z′), (3.12)

で定義される smoothing関数である.

つまり, ランダムポテンシャルは以下の流れに沿って生成される. まず各格子点 (r, z) 上におい
て, [vmin, vmax]の範囲から一様乱数を生成し割り当てる. このようにして生成されたポテンシャル

*4 本研究では, 特に言及のない限り乱数は全て一様乱数である.
*5 原子核における DFTの数理はまだ完成しておらず, 外場の定義域の同定は未解決問題である (第 1章を参照).
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は, 非常に高周波の成分が多く含まれたものである確率が高い. そこで s(i) で表される Gaussian

filter (3.11) 式を作用し, 畳み込みを行うことで, 滑らかな低周波成分が支配的な関数に変換する.

この時, (3.12)式中の Gaussian width µ
(i)
2 (r, z)に関して, 外場が特定の長さスケールを学習する

ことを避けるため, [µ2min, µ2max]の範囲でランダムに生成する. 最後に, 格子の空間の境界付近で
の外場の振る舞いに起因した, 数値的な不安定性を抑制するため, (3.10) 式で定義されるマスクを
(3.9)式のように作用させる.

RNDにはハイパーパラメータが 5つ存在する. 例えば vmax は大きく取るほど多様な外場が実現
可能になるが, 我々の興味の対象は基本的に低エネルギーの原子核であるため, それほど大きな値は
必要ない. 文献 [46]によると, 24Mgの回転バンドに関して, 基底エネルギーから 4+1 までの励起エ
ネルギーの実験値は, およそ 4 MeVである. そこで, 本研究では RNDのハイパーパラメータとし
て, r0 = 1.4× 1.2A1/3 fm, vmin = −1.1 MeV, vmax = 1.1 MeV, µ2min = 0.8 fm2, and µ2max =

1.2 fm2 を採用した. これらは binding energy のみに着目した場合, 励起状態が 5 MeV 以下の
24Mgのデータが多く得られるようにチューニングされている.

マスクによる処方箋によって, 外場のコンスタントシフトを抑制し, 適切な領域から外場をサン
プリングすることも可能になる. 第 1章で述べたように, DFTは外場と密度の間の Legendre変換
により定式化される. したがって, この Legendre 変換が成立するような外場の定義域を適切に与
えることが, DFTの数理において重要になる. 特に外場のコンスタントシフトは pairingのない場
合の Kohn-Shamスキームにおいて, 解として同じ密度を与える. 例えば電子系の DFTでは, 外場
の定義域 Xv は (1.9) 式で与えられ, 外場のコンスタントシフトは禁止される. 原子核系の Xv は
未解決問題であるが, 電子系と同様にコンスタントシフトは自明に問題となるため, 外場のコンス
タントシフトを禁止するマスク (3.10) の存在は重要となる. ただし, BCS 近似に動機付けされた
Kohn-Shamスキームでは, 外場のコンスタントシフトは粒子数の拘束条件に吸収されるため, 自動
的に調整される. しかし, 外場から密度の情報を推定する上では, コンスタントシフトの抑制は重要
となる.

最後に,２次元電子系の先行研究 [44, 39]との違いに関して述べる. 2次元電子系では, rnd(i)(r, z)

としてランダムな binaryデータを使用していた. つまり, 空間各点で 0または 1をランダムに割り
当てた配列の生成を行なった. この操作は, 原子核に起因した Coulomb ポテンシャルが外場とし
て扱われることの多い電子系においては, 物理的に興味のあるドメインを被覆するという観点から
もっともらしい. しかし, 原子核系の性質を議論する上で適切なポテンシャルが何かという問いは,

極めて非自明で難しい問題である. 伝統的に多重極モーメントを外場に用いた計算が多く行われて
きたが, その選択が最適である保証はない. したがって, 本研究では binaryデータより複雑な, 実乱
数を用いて rnd(i)(r, z)を生成した. また, 本研究では KS-EDFの定義に重心位置の拘束を用いた
ことに伴い, マスクmに関しても, 異なるものを用いている.
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図 3.2 異なる 250 000サンプルの外場に対する Skyrme EDF計算の結果のヒストグラム. 左
側の列は SHO, 右側の列は RNDに対する結果である. また, 最上段から順に binding energy,

kinetic energy, interaction energy, pairing energy external field energyの結果を表示してい
る. 全てのパネルに関して横軸の単位は MeV である.
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3.3 結果：24Mgの OF-EDF

3.3.1 データセットと前処理
前節で示した学習プロトコルを KS-EDFに適用した結果に関して紹介する前に, データセットの
前処理に関して説明を行う. 本研究では, SHO, RNDそれぞれに関して 250 000個のデータを用意
した. 各データには, 核子数密度 ρ(i) と原子核の binding energy E

(i)
bin だけでなく, 以下のエネル

ギーの情報も含まれている:

Ekin[τ ] :=
ℏ2

2m

(
1− 1

A

)∫
d3r τ(r), (3.13)

Eint[ρ, τ,J ] := ESkyrme[ρ, τ,J ]− Ekin[τ ], (3.14)

Epair[ρ, ρ̃] := EDDDI[ρ, ρ̃], (3.15)

Eex[ρ] :=

∫
d3r v(r)ρ(r). (3.16)

上から順に kinetic energy, interaction energy, pairing energy, external field energyであり, 右辺
の定義は 1.3節で既に述べている. ただし本研究では,簡単化のために陽子数の local densityと中性
子の local densityが一致するため, アイソスピンの足は全て省略した. Ebin := Ekin +Eint +Epair

の関係があることに注意が必要である. これら全てのエネルギーは KS-DFTと OF-EDFの等価性
(1.13) 式から, 全て核子数密度 ρのみに陽に依存した EDFとして表現可能であると期待される.

ここで念の為, 用語に関する注意事項を述べる. 例えばここでは Ekin を kinetic energyと呼称す
るが, これはハミルトニアンの運動項の期待値という意味での kinetic energy とは別物であり, そ
の物理的な意味は不明である. 定性的には運動項に近いと考えられるが, あくまで定性的であって,

Skyrme EDFの範囲内においてこれが運動項と近しいことを示す定量的な根拠はない. Eint, Epair

に関しても同様である. しかし定性的な議論として, kinetic energy, interaction energy, pairing

energyが密度のみの汎函数として表現可能か調べることは可能である. 一方, Eex に関しては外場
に起因したエネルギーを厳密に指し示すが, 原子核において外場そのものが数学的な道具の側面が
強いため, 物理的な量であるとは言い難い点に注意が必要である.

図 3.2 に SHO, RND それぞれに関して, 各エネルギーの分布を示した. deep learning の学習
データとして用いる場合, 例外値とみなせるデータは除外することが望ましい. そこで本研究では,

表 3.1 に示した範囲外のデータを除去した. 残ったデータに関して, ランダムに 200 000 データを
サンプリングすることで, SHO, RND, 各種エネルギーそれぞれに関して 200 000データからなる
データセットを作成した. 200 000という数は, 先行研究 [39]と同じである. hold-out validation法
に基づいて学習結果を評価するため, これら 200 000のデータのうち, ランダムに選ばれた 90 %の
データを教師データ, 残りの 10 %をテストデータとした. つまり, 10 %のテストデータは訓練に
は使用しないため, 学習済みモデルの汎化性能評価に使うことができる.
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図 3.3 Kohn-Sham の結果と E[ρ], E[v]による推定値の差の散布図. 横軸は Kohn-Sham の
エネルギーの値であり, 各パネルにテストデータ (20 000 点)に対する結果を示している. RND

の結果を第 1, 2行, SHOの結果を 3, 4行目に表示している. また, 左から順に binding energy,

pairing energy, external field energy を表している. 各点の色はカーネル密度推定によるもの
で, 赤い部分ほど点が密集, 青いほど疎であることを表している. また, 軸の単位は全ての MeV

である.
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図 3.4 図 3.3 と同じ Kohn-Sham の結果と E[ρ], E[v] による推定値の差の散布図. ただし,

kinetic energy と interaction energyの結果を示している.
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表 3.1 SHO, RND, 各種エネルギーに対するカットオフの下限と上限. 全ての単位はMeVで
ある. 括弧内の数字はオリジナルの 250 000 個のデータに対し, カットオフを適用して残った
データの数を表している. カットオフの値は, 図 3.2 から, およそ全てのデータが含まれるよう
に選んだ.

SHO RND

type lower upper lower upper

Ebin −∞ −217.5 (239 827) −∞ −217.5 (245 740)

Ekin 395.0 450.0 (249 491) 360.0 420.0 (249 310)

Eint −650.0 −600.0 (248 782) −630.0 −550.0 (249 398)

Epair −22.0 +∞ (248 911) −35.0 +∞ (249 112)

Eex −∞ 120.0 (249 704) −70.0 50.0 (249 468)

3.3.2 ρ→ E[ρ]

この節では核子数密度を入力変数, 各種エネルギーを出力変数とした教師あり学習の結果につい
て議論する. 言い換えると, OF-EDF, つまり密度のみに陽に依存した EDFの再構築を行う. この
時, 電子系の先行研究では考慮されていなかった, 超伝導性の効果を定性的に表す Epair を再現でき
るかは興味深い問題である.

図 3.3の最上段は, 横軸に Kohn-Shamスキームに基づく Ebin の結果を, 縦軸に neural network

の推定値との差を取り, RNDのテストデータ (10%)に対して結果を示している. 各点の色は, カー
ネル密度推定に基づいたデータ点の密度を表しており, 密集している領域ではより赤く, 疎な領域
ではより青く表示されている. SHOの Ebin の結果に関しては, 上から 3番目の段に描かれており,

RNDに比べより正確に推定できている様子が見て取れる. SHOと RNDの乱数の数の差からくる,

データセットとしての多様性を考慮すれば, この結果はもっともらしい. 図 3.3 には Epair と Eex

の結果も示しており, Ekin と Eint の結果関しては, 図 3.4に図示されている. 横軸のスケールと縦
軸のスケールの比較から明らかなように, RNDの Eex を除き, 本研究で用いた neural networkは
Skyrme DFTの結果の推定に成功していると言える.

興味深いことに, RNDの Eex の大きい誤差に関しては, 学習法やモデルの変更を行なっても改善
が見られなかった*6 . これは, 原子核における引力と飽和性のため, 低エネルギーの原子核が形状
の意味で同じような粒子数密度を好むという性質に起因していると考えられる. DFT の原理に基
けば, 適切に定義された密度と外場の定義域の間には, 全単写が存在すると期待される. しかし実際
の計算では外場の詳細な構造は, 丸め誤差, 差分誤差, iterationの収束誤差といった様々な数値誤差
により, 埋もれてしまう. 特に原子核密度は同じような形状を好むため, 密度間の微細な違いに含ま
れると期待される外場の詳細な構造の情報は, 数値誤差により保持されないと考えられる. 仮に外
場の詳細な情報が含まれていたとしても, そのような微細な特徴量をニューラルネットワークに認

*6 CNNのモデルを用いた教師あり学習の結果に関しては後述する.
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識させるには, 学習テクニックが必要となる. したがって, 密度から外場を復元するタスクが暗に含
まれる Eex の推定に関して, 誤差が大きいのはもっともらしい. external field energy の予測誤差
が大きいという問題は, 電子系の先行研究 [39]でも報告されているが, 引力系である原子核系では
より顕著になっている. 次節でみるように, この問題は外場を入力変数とすることで解消される.

定量的な誤差評価のため, テストデータに関して以下で定義される平均絶対誤差 (Mean Absolute

Error, MAE)の計算を行った:

MMAE =
1

|D|

|D|∑
i=1

∣∣∣E(i)
ans − E

(i)
pred

∣∣∣ . (3.17)

結果は表 3.2にまとめている. ここで, binding energyのMAEが SHOで 0.0051 MeV, RNDで
0.0433 MeV と, 理論研究において要求される精度に比べ, 十分高いことは特筆すべきである. 例
えば, r-processの核分裂の研究では, およそ 100 keV程度の精度が要求される [47]. また, pairing

energyに関しても SHOで 0.0233 MeV, RNDで 0.1567 MeVの誤差で予測に成功している. この
ことは, BCSに動機づけられた Kohn-Sham スキームにおいて, 対相関の効果を粒子数密度のみか
ら推定可能であるということを示唆している.

最後に, 計算時間に関して言及する. 本研究で用いた簡単化のもとで, Kohn-Shamスキームによ
り 24Mg の学習データを生成すると, 典型的にはシングルコアで数分要する. その一方で, 学習済
みのニューラルネットワークを用いて, 与えられた密度や外場からエネルギーを推定する時間はシ
ングルコアを用いて 0.1 ms程度であり, Kohn-Shamスキームの 105 から 106 倍程度高速である.

この圧倒的な計算速度の違いによる恩恵は, 特に重い原子核において顕著になることが期待される.

例えば, 重い核の核分裂の研究において, 多次元ポテンシャルエネルギーを高速で描くことができれ
ば, 様々な変形度に基づく核分裂の記述を効率よく検証することが可能になる. この意味で, neural

network を用いた OF-EDF は, 核分裂をはじめとした原子核理論研究を加速させるポテンシャル
を秘めている.

表 3.2 SHO, RND, 各種エネルギーに対する平均絶対誤差 (Mean Absolute Error, MAE).

E[ρ]と E[v]に関して全ての単位はMeVである一方, ρ[v]に関しては無次元量である.

SHO RND

type E[ρ] E[v] E[ρ] E[v]

Ebin 0.0051 0.0054 0.0433 0.0237

Ekin 0.0165 0.0071 0.1131 0.0900

Eint 0.0105 0.0182 0.0431 0.1499

Epair 0.0233 0.0261 0.1567 0.1411

Eex 0.0318 0.0105 6.6973 0.1338

ρ[v] ρ[v]

0.1107 0.4101
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3.3.3 v → E[v]

KS-EDFから OF-EDFを再構築するという目的からは逸れるが, 与えられた外場から基底状態
のエネルギーを推定するような neural networkを考えることも可能である. このようなモデルは,

外場が物理的に意味のあることの多い電子系において, 特に大きな需要が見込める. そこで電子系
の先行研究 [39]に従い, 本研究でも OF-EDF の再構築と全く同じ手順で, エネルギー汎函数 E[v]

の構築に臨む. ただし原子核 DFT における外場は, 多くの場合数学的な道具に過ぎず, OF-EDF

の再構築が可能になった現状を鑑みるに, 外場を起点とするような E[v]に基づく研究にどの程度の
将来性があるかは非自明であることに言及しておく. しかし, 先行研究 [39]との比較という観点か
ら, 本研究において E[v]の学習を行うことには大いに意味がある. E[v]の学習には, 前節で用いた
ものと全く同じデータセットと neural network (図 3.1) を用いる. ただし入力変数が密度から外場
に変わる点にだけ, 注意が必要である.

E[v]のMAEに関しては表 3.2, テストデータ各々に関する Kohn-Shamの結果と予測値の差は,

図 3.3と図 3.4に示されている. MAEを用いた定量的な評価において, 密度を入力変数とした場合
に比べ, 外場を入力とした方が誤差が小さくなる傾向が見て取れる. RNDの external field energy

の推定において, E[ρ]に比べ 1/50という著しい誤差の改善が得られたことは, 特筆すべきである.

以上のことから, 外場による MAE の改善は前節で議論した通り, 外場が密度に比べ詳細な情報を
持っているためであると考えられる.

他方で SHOの binding energyの推定において, 外場を入力とした場合の方がMAEが僅かに増
大した. この原因を調べるため, 図 3.3の４段目, 一番左のパネルを見ると, 基底状態近傍に大きな
エラーを持つデータ点がいくつか存在する様子が見て取れる. そこでこのデータ点のポテンシャル
を調べたところ, ほとんどフラットな調和振動子ポテンシャルであることがわかった. したがって,

neural networkが曲率の比較的大きな外場のデータを基準に学習を行ったため, 比較的小さな曲率
のデータへの最適化が疎かになったためであると考えられる. 一方密度に関して, フェルミオン系
ではパウリ原理による飽和性があるため, 入力変数のスケールによる問題は比較的穏やかになると
考えられる.

3.3.4 v → ρ[v]

DFT におけるダイナミクスは粒子数密度のみで決まるため, 全ての可観測量もまた密度の汎函
数として与えられる. 特にモーメントのような external field energyと同じ形式で与えられる可観
測量は, 汎函数を厳密に与えることができる. ただし 2体以上の演算子や, 座標表示した one-body

density matrixの非対角成分に依存するような可観測量に関しては, 汎函数の形状が非自明である
ため, 別途導出しなければならないことに注意が必要である. いずれにせよ, 密度の情報は DFTに
おいて不可欠な要素であるため, その推定は重要な問題である. この節では先行研究 [39]と同様に,

与えられた外場から原子核密度を推定するモデルの学習に取り組む.

ここでは汎函数 ρ[v]を再現するような, 外場を入力, 核子密度を出力とする教師あり学習を行う
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図 3.5 v と ρ の間のマップを得るために使用した encoder-decoder 構造を持つ neural

network. 10層の隠れ層を持つMLPで, 活性化関数には ReLUを用いている. ただし, 出力層
には密度の規格化のため, softmax関数を用いた.

ため, OF-EDFE[ρ]や外場の汎函数 E[v]の教師あり学習からモデルアーキテクチャーを変更する
必要がある. まず, 出力変数となる原子核密度には,∫

d3r ρ(r) = A = 24, ρ(r) ≥ 0, (3.18)

という条件が要請される. 本研究で用いられている離散化された軸対称系では, 粒子数に関する条
件は次のような和で表現される: ∑

i,j

2πriρ(ri, zj)drdz = A. (3.19)

ただし dr = dz = 0.8 fmであり, 有限差分計算では (3.19)式を満たすように規格化が行われるた
め, データセットの点は全てこの規格化条件を倍精度実数の範囲内で厳密に満たす. この特殊な
性質を自動的に満たす出力を得るために, 多クラス分類問題や Attention 機構 [16] で用いられる
softmax関数を用いることができる:

softmax(x)i =
exi∑
i e

xi
. (3.20)

定義から明らかなように,
∑

i softmax(x)i = 1, softmax(x)i ≥ 0である. つまり, 出力変数を密度
から,

ρout(ri, zj) :=
2πridrdz

A
ρ(ri, zj), (3.21)

に変更することにより, 出力が自動的に規格化条件と ρ ≥ 0を満たすような neural networkを構成
することができる*7 .

*7 出力層として,

ρ(ri, zj) → A
ρ(ri, zj)∑

i,j 2πriρ(ri, zj)drdz
(3.22)
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図 3.6 外場から推定された密度と Kohn-Sham の密度の間の絶対誤差. 横軸には各点に対応
する Kohn-Shamの binding energyを用いている. 左右のパネルはそれぞれ SHOと RNDの
結果を表している. 各点の色はカーネル密度推定によるもので, 赤いほど点が密集, 青いほど粗
であることを意味している.

図 3.5に, 外場から密度を推定するために使用する neural networkを図示した. 基本的な構造と
して, encoder-decoderの形式を持ったMLPを用いている. また, 出力層として softmax関数を使
用した規格化層を適用している. また, 最適化のための損失関数として, ρout に関する以下で定義さ
れるMSEを用いた:

Lρ
MSE(D) :=

1

|D|
∑
i,j

|D|∑
k=1

∣∣∣ρout(k)ans (ri, zj)− ρ
out(k)
pred (ri, zj)

∣∣∣2 . (3.23)

ただし下付き添え字の ans, predはそれぞれ, 教師データの正解ラベル, モデルの予測値を意味して
いる. また, 評価関数として以下で定義される ρに関するMAE [48]を用いた.

Mρ
MAE(D) :=

1

|D|

|D|∑
k=1

2π

∫∫
rdrdz

∣∣∣ρ(i)pred(r, z)− ρ(i)ans(r, z)
∣∣∣ . (3.24)

この積分に対して三角不等式を用いることにより,

0 ≤Mρ
MAE(D) ≤ 2A, (3.25)

を得る. したがって, 2A = 48がエラーの大きさに関する指標となる. また教師データとテストデー
タには, binding energy Ebin の時と全く同じカットオフを適用した (表 3.1を参照).

図 3.6 はテストデータの各点に対する密度の絶対誤差と, 対応する Kohn-Sham の binding

energy の関係を示している. 各点の密度の絶対誤差の平均が MAE Mρ
MAE に一致し, SHO では

0.1107, RNDでは 0.4101である. したがって基準値である 48に比べ, SHO, RND共にMAEは

という層を導入することで, 直接規格化条件を要請することも可能である. 例えば PyTorch [22] という deep

learningのフレームワークでは, このような層は容易に導入できる.
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十分小さい. また図 3.7に RNDのいくつかのサンプルに関して, 上から順に外場, Kohn-Shamで
計算された密度, 推定された密度, ２つの密度の差を示した. また差の図には密度の絶対誤差を表示
しており, Mρ

MAE = 0.4101に比べ特別誤差が小さいサンプルを恣意的に選んでいないことがわか
る. これらの例から, 定性的にも neural networkが Kohn-Shamの密度の再現に成功していると言
える.

以上の学習により得られた ρ[v] と, 2.3.1 節で得られた OF-EDF E[ρ] を組み合わせることで,

E[ρ[v]]という汎函数が得られる. したがって, 密度に関するエラーの指標の一つとして, E[ρ[v]]の
MAEを用いることも可能である. SHO, RNDのテストデータに関して計算したところ, それぞれ
0.0847 MeV, 0.3059 MeVであり, 表 3.2の値に比べおよそ一桁ほど大きい. この大きいエラーは
density-drive error (DDE) [49, 39]と呼ばれ, ρ[v]の学習の損失関数に, エラーの OF-EDFへの影
響が考慮されていないことが原因であると考えられる. 従って損失関数に関して, 学習済みの E[ρ]

を用いた以下のような工夫が求められる:

L̃ρ
MSE(D) := Lρ

MSE(D) +
1

|D|

|D|∑
i=1

|E(i)
ans − E[ρ

(i)
pred]|. (3.26)

このような損失関数を用いる場合には, 信頼できる学習のため, E[ρ]として高い汎化性能を持つモ
デルが必要となる. そのような信頼度の高いモデルを作るには, 多量の学習データや高度な学習テ
クニックが必要になり, 現段階では難しいためこの論文では計算は行わない. したがって現在のと
ころ, 外場からエネルギーを推定する場合は E[v]を用いた方が適切である.
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図 3.7 RND の外場（第１列）から推定された密度のサンプル（第 3 行目）. 縦方向に同一
データ点に対するものを示しており, 比較として Kohn-Shamによる密度の結果を第２列目に示
している. 第４列目に密度の推定値と Kohn-Shamの密度の差を示しており, パネルの数字は各
データの絶対誤差を意味している. 色の軸の単位は外場に対してはMeV であり, それ以外では
fm−3 である.



38 第 3章 Deep learningによる Skyrmeエネルギー密度汎函数の再構築

図 3.8 学習済みモデルの異なるドメインに対する汎化性能の評価. 左右のパネルはそれぞ
れ RND, SHO のデータに対する推定誤差を示している. ただし推定に使う学習済みモデル
は, 左図が SHO で学習された OF-EDF ESHO[ρRND], 右図は RND で学習された OF-EDF

ESHO[ρRND] である. 横軸には Kohn-Shamの binding energyを載せており, 全ての軸の単位
はMeVである.

3.3.5 汎化性能
本研究では, SHO と RNDという, ２種類の異なる性質をもつデータセットを導入し, 教師あり
学習を行った. その結果として, 各々のデータセットにおいて, 訓練データで学習したモデルはテス
トデータに対して汎化性能を獲得することに成功した. しかしこの事実は, 未知のデータセットに
対する汎化性能を保証しない. 例えば, RNDで訓練されたモデルは, SHOに対する予測性能を持つ
かは非自明である. このような異なるドメインに対する汎化性能は, 機械学習の実社会へのアプリ
ケーションにおいて極めて重要な問題である.

Skyrme EDFの再構築の文脈で, この汎化性能を調べるため, ESHO[ρRND]と ERND[ρSHO]を考
える. ただし, ρSHO と ρRND はそれぞれ, SHO と RNDの核子数密度であり, ESHO と ERND は,

SHO と RND で学習した binding energy の EDF である. 2.3.1 節で調べたのは ESHO[ρSHO] と
ERND[ρRND]の性能であり, この節で調べるのは異なるドメインに対する性能であることに注意が
必要である. 図 3.8 の左は, Kohn-Sham で得られた binding energy と ESHO[ρRND] による推定
値の差を示しており, 右図はその逆 ERND[ρSHO] の結果を図示している. 図から明らかなように,

SHOで学習した OF-EDFは RNDのデータに対して予言能力をほとんど持たない. 一方で ERND

は, 図 3.3に示した ERND[ρRND]のエラーに比べ大きいものの, SHOに対して一定の汎化性能を持
つ. Kohn-Shamの結果と推定値のMAEは, ESHO[ρRND]に対して 1.1523 MeV, ERND[ρSHO]に
対して 0.122 MeVである. 同様の振る舞いは定量的にではないものの, 先行研究 [39]においても言
及されている. したがって, RNDは deep learningにおいて異なるドメインに対して一定の汎化性
能を獲得可能なほどランダムであると結論づけられる.
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表 3.3 CNN を用いた SHO と RND に対する学習結果の平均絶対誤差 (Measn Absolute

Error, MAE). E[ρ] と E[v]の単位はMeVである一方, 密度のMAEは無次元量であることに
注意が必要である.

SHO RND

type E[ρ] E[v] E[ρ] E[v]

Ebin 0.0049 0.0055 0.0336 0.0245

Ekin 0.0151 0.0079 0.1010 0.1134

Eint 0.0119 0.0191 0.0484 0.1619

Epair 0.0179 0.0250 0.1505 0.1852

Eex 0.0220 0.0108 4.7059 0.0889

ρ[v] ρ[v]

0.1092 0.3484

3.3.6 Convolutional Neural Networkの結果
先行研究 [39] では, OF-EDFの計算に CNNが用いられていた. MLPと比較した場合, CNNの
画像を認識するために効率的なモデルパラメータの制限を行うことで, 大きなサイズの画像に対し
ても少ない計算コストで学習が可能になる.

本研究の学習データは非常に小さい画像であり, fully-connected layer のみで十分よく学習がで
きる. しかし, 比較のため CNNでも同様の計算を行ったところ, 結果に有意な改善は見られなかっ
た (表 3.3を参照).

各タスクで学習に用いたニューラルネットワークは表 3.4, 3.5 に述べられている. 学習方法は
MLPの場合と全く同じである. ここで, 同程度のモデルパラメータ数に対しては CNNの方が計算
が重いことを考慮すれば, 少なくとも本研究と同じようなセットアップにおいては, CNNを使う優
位性はない. ただし, deep learningにはハイパーパラメータが多くあり, それら最適化の度合いに
よって性能は変化する. また, データの事前処理を工夫することで性能を向上させることも可能で
ある. しかし, これらには技術や経験が必要である. 幸いなことに, Kaggle [50]といった機械学習
のコンペティションを行うサイトが存在し学習データを投稿することで, 費用はかかるものの, 多く
の専門家に様々なアイディアを出してもらうことが可能である. 例えば, IceCubeプロジェクトは
実際に Kaggleにてコンペティションを行なっている [51].
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表 3.4 E[ρ] と E[v] の学習で用いた CNN モデル. 各層の表現は, Keras API [42] の言葉で
書かれているため, 再現が容易に可能である. 各層で言及されていないパラメータに関しては,

全て Keras APIのデフォルト値を用いている.

layer type

input Input(shape=(10, 20, 1))

1 Conv2D(filters=32, kernel size=3, activation=’relu’)

2 Conv2D(filters=64, kernel size=3, activation=’relu’)

3–8 Conv2D(filters=64, kernel size=4, padding=’same’, activation=’relu’)

9 Conv2D(filters=128, kernel size=3, activation=’relu’)

10–13 Conv2D(filters=128, kernel size=3, padding=’same’, activation=’relu’)

14 Flatten()

15 Dense(units=128, activation=’relu’)

output Dense(units=1, activation=’sigmoid’)

表 3.5 ρ[v]の学習に用いた CNNモデル. encoder-decoder構造を持つ neural networkを用
いており, 1から 4層に画像サイズを下げる convolutional layer, 5 から 7層に画像サイズを変
えない convolutional layer を用いている. これらの操作により, 画像サイズは (2, 12) まで圧
縮される. 一方で 8から 11層には deconvolution layer 層を用い, 画像サイズは (10, 20) に拡
大される. 各層で言及されていないパラメータに関しては Keras APIのデフォルト値を用いて
いる.

layer type

input Input(shape=(10, 20, 1))

1 Conv2D(filters=32, kernel size=3, activation=’relu’)

2 Conv2D(filters=64, kernel size=3, activation=’relu’)

3 Conv2D(filters=128, kernel size=3, activation=’relu’)

4 Conv2D(filters=256, kernel size=3, activation=’relu’)

5–7 Conv2D(filters=256, kernel size=4, padding=’same’, activation=’relu’)

8 Conv2DTranspose(filters=256, kernel size=3, activation=’relu’)

9 Conv2DTranspose(filters=128, kernel size=3, activation=’relu’)

10 Conv2DTranspose(filters=64, kernel size=3, activation=’relu’)

11 Conv2DTranspose(filters=32, kernel size=3, activation=’relu’)

12 Flatten()

13 Dense(units=200, activation=’softmax’)

output Reshape(target shape=(10, 20, 1))
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3.4 まとめ
3.4.1 結論
本研究では, Kohn-Sham型のエネルギー密度汎函数 (Kohn-Sham Energy Density Functional,

KS-EDF) である Skyrme EDF から始め, 密度のみに依存した EDF の再構築を行なった. 得ら
れた EDF は Kohn-Sham 軌道を必要としないため, Orbital-free EDF (OF-EDF) と呼ばれる.

OF-EDF の再構築に向けて, ２種類の異なるランダムな外場 (SHO, RND) に対し, Kohn-Sham

スキームを用いて得られた核子数密度とエネルギーを計算し, 学習データを生成した. これらの
外場は, 電子系の先行研究 [44, 39] をベースに, 原子核系に合わせて改良されたものである. deep

learningによる教師あり学習の結果得られた様々な OF-EDFは, RNDの external field energyを
除いて, Kohn-Sham DFT の結果を再現することに成功した. この結果は, Skyrme EDF を再現
するような OF-EDFの存在を示唆している. RNDの external field energyは, 密度を入力変数と
した場合には再現することができないが, 外場を入力変数とすることで十分良い精度での推定が可
能である. この性質は電子系に比べ, 引力系である原子核においてより顕著に見られる特徴である.

また, SHOと RNDの予測性能を比べると, ランダム性の小さい SHOの方がエラーが小さいとい
う結果が得られた. 一方で, 与えられた密度, または外場からエネルギーを推定する時間は, 従来の
Kohn-Shamスキームに比べ 105 から 106 倍高速である.

3.4.2 展望
本研究では軸対称性を要請したが, 原子核物理では非軸対称変形は, 特に核分裂において, 重要な
役割を果たすと考えられている. 非軸対称変形を考慮するには対称性を一切要請しない DFT計算
を行い, 3次元の密度を取り扱う必要がある. 時間反転対称性も課さず, 陽子と中性子で異なる外場
を扱う場合には, スピンの自由度とアイソスピンの自由度も考慮しなければならない. この粒子数
密度データを空間方向に関して離散化すれば, “４色”の立体データと見なすことができる. このよ
うなデータは 1 次元ベクトル化した場合, 高次元になると予想されるため, fully-connected layer

は適さない. 一方, CNN には 3 次元データを扱うものも存在し, Keras API [42] や PyTorch で
は, 2次元の CNNと同様簡単に実装することができる. また近年では, Vision Transformer (ViT)

[41]と呼称される, CNNとは全く異なる画像認識モデルも登場し, CNN以上の性能を見せている.

オリジナルの ViTは 2次元データ用の neural networkであるが, そのアーキテクチャーを 3次元
データ用に拡張する方法は自明である. したがって, データを用意するコストは大きく増えるもの
の, 本研究を対称性を課さない原子核系に拡張する方法は自明である.

また, deep learning を用いた手法の最大の利点は, 一度大規模なデータを用意すれば, エネル
ギーを高速で推定可能な点である. このような低コストの計算手法は, 数値実験を加速させる. 近
年では研究が進展し高度化するに伴い, 一本の学術論文を執筆するのに必要な DFTの計算回数が
徐々に増加している. 典型的な例として, 多次元ポテンシャルエネルギー曲面中の核分裂の計算が
挙げられる. 計算機の性能は向上し続けているものの, 研究に必要な計算コストも同時に増大し, 数
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値実験でアイディアを検証するプロセスはより煩雑になっている. 本研究で開発されたような高
速な計算モデルは, 特に Python ライブラリのような便利な形式で提供されることで, アイデアの
テストや検証に要する時間を大幅に短縮することができる. 計算精度が問題になる場合は, 従来の
Kohn-Sham スキームを用いて, deep learning でテストされたアイデアを再検証することができ
る. これは materials infomatics （MI） [52] の考え方を, 理論研究に応用したものと解釈できる.

この意味で, deep learningにより再構築された EDFは, 原子核理論研究を加速させ得る.

data-drivenアプローチにおける deep learningの潜在的な問題は, データを収集するためのコス
トである. 本研究では比較的軽い原子核である 24Mgを採用し, 軸対称性を課したので, データの収
集コストも比較的低かった. しかしウラン同位体のような重い原子核や超重元素は, 核分裂経路の
探索といった原子核物理における重大な理論的課題を内包し, 非常に興味深い研究対象であるもの
の, 本研究を適用するには多大な計算コストがかかる. ただし, データ収集は個人で行う必要はな
く, 多くの研究チームで協力して行うことも可能である. さらに, deep learningに利用できるよう
な質の高いデータが, 研究者たちのパソコンの中に, 既に数多く存在している可能性もある. した
がって, 原子核理論コミュニティにおいて数値データを収集する枠組みを作ったり, 格子間隔といっ
たハイパーパラメータを統一して数値計算を行う枠組みを整備することが望ましい. このような協
力的なアプローチは, 研究を効率的かつ効果的に進めるのに役立ち, 核物理コミュニティ全体に利益
をもたらすと期待される.
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Multi-task learningによる 236Uの潜在変
数の解析

4.1 外場の呪いと集団運動
4.1.1 集団座標

DFTにおいて, 系のダイナミクスは外場により制御される. 電子系の場合, 外場は原子核が作り
出す Coulombポテンシャルやレーザー等が該当し, 物理的に意味のある量である. 一方で, 原子核
系では電子系ほど多様な外場を実現することは困難であるため, その点で原子核 DFTと電子系の
DFTは明確に異なる. したがって, 原子核 DFTでは変形した原子核の性質を調べるという目的で,

伝統的に多重極モーメント演算子

Q̂λk =

∫
d3r rλYλk(Ω)ρ̂(r), (4.1)

などが用いられる *1 . ただし, Yλk(Ω)は球面調和関数であり, Ωは立体角である. 仮定された外場
の使用は平均場理論や, 生成座標法 (Generator Coordinate Method, GCM) といった平均場を超
えた量子相関を扱う理論でも同様に現れる [10].

原子核系における興味深い物理現象として, 原子核集団運動が存在する. 原子核集団運動とは, 量
子多体系の複雑な量子相関により創発される複数の核子の協調的な振る舞いであり, 少数の集団的
な自由度（集団座標）で記述可能であると信じられている. 核分裂はその代表例であり, 核子自由
度に基づく記述を目指して, 精力的に研究が行われている. しかしながら, 核分裂の研究のほぼ全て
において, 多重極モーメントなどの仮定された集団座標が用いられてきた. 理想的には系のダイナ
ミクスから得られた集団座標を用いるべきであり, 多重極モーメントなどが核分裂を記述できる保
証できるはない. 実際, 多重極モーメントを用いた GCMに基づく解析では, 核分裂収率（Fission

Product Yield, FPY）の再現は比較的成功しているものの, 半減期の再現は未だ多くの課題があ

*1 多重極モーメント演算子は形式的に DFT における外場 (1.1) と同じであり, Lagrange の未定乗数によりこの演算
子の期待値に対して拘束条件をかけるという操作は, 外場付き変分問題を解くことと, 形式的に等価である. したがっ
て, 原子核を変形させるために多重極モーメントに対して拘束条件をかけるという操作は, 原子核に外場をかける操
作と同じとみなせる.



44 第 4章 Multi-task learningによる 236Uの潜在変数の解析

る. 特に FPYは, 定性的には分裂片のシェル効果に強く支配されるため, 多重極モーメントでなく
とも, シェル効果を取り込むことが可能であり, 原子核を２つに分裂させるような外場を用いた計算
であれば, どのようなものでもある程度 FPYの再現に成功する可能性を否定できない.

一方で系の厳密な時間発展ダイナミクスを記述する理論として, 時間依存密度汎函数 (Time-

Dependen Density Functonal Theory, TDDFT)が存在する. これはいくつかの仮定のもとで, 与
えられた初期状態に対する系の時間発展が, 時間依存した密度の汎函数のみで支配されることを利
用した理論である. TDDFTは 240Puの induced fissionに適用され, 大きく変形した初期条件から
時間発展により核分裂を引き起こす様が再現された [53]. しかしこの研究は核分裂バリアの外から
の時間発展であり, 核分裂のトンネリングダイナミクスが TDDFTにより記述可能であることを示
唆する結果ではないことに注意が必要である. TDDFT を用いた核分裂の記述には, 3つの大きな
問題点がある. まず１つめは, 核分裂の記述にはトンネンリング現象を扱う必要があるため, 長時間
の時間発展が必要になり, 膨大な計算コストを要するという問題である. 次に, TDDFTで用いるべ
き汎函数が非自明であるという点である. TDDFTにおいても Kohn-Shamスキームにより計算が
行われ, TDHF理論に動機付けされた形式で Kohn-Sham軌道が導入されるが, この時 staticな場
合の KS-EDFがしばしば流用される. しかし, 核分裂に対してその ansatzが妥当である保証はな
い. 最後の問題点は, TDDFTがそもそも核分裂を記述できる理論であるかわからないという点で
ある. TDDFTの仮定には, 外場の時間に対する周期性や Taylor展開可能性が含まれるが, 核分裂
においてその仮定が成り立つかは非自明である. したがって, 集団座標を用いたアプローチは今後
も必要とされる.

しかしながら, ダイナミクスから多体系の集団座標を抽出する操作は非常に困難である. Self-

consistent Collective Coordinate Method (SCC) [54, 55] では, Time-dependent Hartree-Fock

(-Bogoliubov) (TDHF(B)) 近似により得られる変分多様体上の軌跡に対し, それを含むような
symplectic多様体を考えることで, 集団的な情報を引き出す. しかし, あくまで TDHF(B)という
近似的な手法に基づく理論である上, 計算コストの問題から近似的な手法である Adiabatic SCC

(ASCC) [56]が実際の計算では用いられている. したがって, (A)SCCによる核分裂の記述に関し
ては, 今後の発展を期待するばかりである.

このような現状から, 現象論的に仮定された変形モードに基づく集団運動の解析は, 依然として盛
んに行われている. 変形モードの仮定は Kohn-Sham DFTや平均場理論の文脈においては外場の
選択と等価であり, 外場の選択を通じて理論に人間の強いバイアスが入り込む. したがってこの “外
場の呪い”とも言うべきバイアスを回避し, ダイナミクスに根差したより適切な変形パラメータの新
しい導出法が求められている.

4.1.2 多様体仮説
我々の身の周りはデータで溢れている. 写真, 動画, 音声, 文章. 様々な形式で保存されるそれら
は, すべて高次元 Euclid空間上のベクトルとして表現することが可能である. 例えばフルカラーの
写真であれば, ピクセル数を 3倍した次元数を持つ Euclid空間上のベクトルとみなせ, Full HDの
写真であればその次元はおよそ 622万である. しかしながら, この広大な空間からランダムにサン
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プリングされた点に対応する画像は, 高確率でただのノイズであり, 人間が意味を見出せるような
ものではない. 逆に, 我々が意味のある画像として認識できるデータの分布は, 超高次元 Euclid空
間上の非常に限られた領域に密集していることが期待される. このようなアイディアは多様体仮説
[57] と呼ばれ, deep learningのモデル設計といった根底の部分に自然に現れる [35, 58].

物理学と多様体仮説は親和性が高い. 物理学では, エネルギースケールに応じて様々な自由度や
理論が存在する. 一般に高エネルギーの膨大な自由度の大部分は, 低エネルギーといった注目する
スケールでは抑制され, 新奇な自由度が創発される. 有効場理論 (Effective Field Theory, EFT)

[59] はまさに上記の哲学に基づいた理論であり, 集団運動が少数のパラメータで記述できるという
仮定も同様の哲学を共有する. この哲学は, 超高次元空間上の理論は, 興味のあるスケールにのみ着
目すればより低次元の理論として記述できる, と言い換えることができる. これは多様体仮説の主
張と非常に近しい. したがって, deep learningの手法により集団運動の記述可能であるという期待
が生まれる.

本研究の目的は, 多様体仮説に動機付けられた deep learning の手法により, 236U の低エネル
ギー変形ダイナミクスに関する集団的な情報を抽出することである. ここで低エネルギー原子核の
自由度は多体の波動関数であるが, これは数値的に取り扱うことさえ難しい. そこで本研究では,

DFTに基づき基底状態の adiabaticなダイナミクスから, 系の潜在的な変数の抽出を目指す.

類似の研究は文献 [60] にて近年行われ, 四重極, 八重極変形した原子核の HFB 波動関数の情報
が, autoencoder (AE) [36] と呼ばれる教師なし学習の一種を用いることで, 10 次元または 20 次
元のベクトルに圧縮され, そして復元された. 彼らの動機は GCM等への応用に向けた波動関数の
低次元表現の獲得にあり, そのアイディアは非常に興味深い. 特に, 彼らの論文では言及はされて
いないものの, AE という手法の背景には多様体仮説があるため, その点で本研究と類似している.

ただし, 彼らの学習データは四重極, 八重極モーメントという 2つのパラメータで指定できること
が事前にわかっているため, 多様体仮説は自明であることに注意が必要である. 本研究では, 前章
でも用いたランダムポテンシャルアプローチ [44, 39] を採用することで, 非自明な多様性を持った
データセットを生成する. このデータを, OF-EDFの教師あり学習と autoencoderを組み合わせた
multi-task learning (MTL) [61, 62, 63] により解析し, 潜在変数の抽出に取り組む.

4.2 データセット
4.2.1 Skyrme Kohn-Sham DFT

我々の目的は DFTとMTLにより, 236Uの低エネルギー変形状態の潜在的な情報を解析するこ
とである. DFTでは与えられた外場のもとでの基底状態のダイナミクス, つまり adiabaticなダイ
ナミクスはOF-EDFのみで与えられる. しかしながら, 原子核物理で用いられているのはKS-EDF

であり, 与えられた外場からエネルギー E と密度 ρのペアを得るためには, Kohn-Sham方程式を
解く必要があり, E と ρの対応関係は極めてわかりにくい. したがって本研究では, 前節と同様にラ
ンダムポテンシャルアプローチ [44, 39] を用いることで, 一度データセットの表現に還元した DFT

の情報から, 潜在変数を抽出する. ただし, 前章の研究からデータセット表現の DFTは, OF-EDF
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を復元可能であることが期待される. この意味で, データセット表現に還元された DFTの解析は,

OF-EDFの解析とエラーの範囲内で等価である.

本研究では引き続き, Skyrme EDF [11, 64, 10] を用いる. ただし, 計算コストの観点から軸対称
性と時間反転対称性も同様に要請する. また, 本研究では対象の原子核が質量数 236のウランとい
う重い原子核であるため, 計算精度や速度の観点から有限差分法ではなく, 3次元軸対称調和振動子
基底による基底展開アルゴリズムによって Kohn-Sham方程式を解く. 実際の計算では HFBTHO

(v3.00) [65] と呼称される, DFTのオープンソースソルバーを用いた*2 . HFBTHOでは, 以下の
調和振動子基底により Kohn-Sham軌道は展開される:

φnz,nr,Λ(r; bz, b⊥) = φnz
(ξ; bz)φ

|Λ|
nr;b⊥

(η)
eiΛϕ

√
2π

, (4.2)

φnz (ξ; bz) =
1√

bz2nznz!
√
π
Hnz (ξ)e−ξ2/2, (4.3)

φ|Λ|
nr

(η; b⊥) =

√
2nr!

b2⊥(nr + |Λ|)!
η|Λ|/2L|Λ|

nr
(η)e−η/2, (4.4)

ξ =
z

bz
, η =

(
rρ
b⊥

)2

. (4.5)

ただし, r = (r, z, ϕ)は 3次元円筒座標であり, b⊥, bz はそれぞれ r 方向, z 方向の調和振動子の長
さパラメータである. また, Hnz

と L
|Λ|
nr はそれぞれ Hermite多項式と, Laguerre陪多項式である.

ここで, 前章の研究に引き続き, 本研究でも z 方向の parity 対称性は要請していないため, 八重極
変形のような変形も可能であることを強調しておく. つまり, 本研究は非対称核分裂を扱える枠組
みになっている.

前章の研究と同様に Skyrme EDF のパラメータとして SLy4 [66] を用い, surface type の対相
関相互作用にモチベートされた KS-EDF [11] を用いた. さらに, 本研究ではより現実的なデータ
セットを作るため, Coulomb 相互作用を取り入れた. ただし, Coulomb direct term と, Slater 近
似をした Coulomb exchange term の和の形のものを用いている. また, HFB 近似 [10] から類
推される Kohn-Sham スキーム基づき, DFT 計算を行う. pairing に関する KS-EDF の pairing

strength parameter Vq に関しては, 陽子中性子それぞれに関して average pairing gapが現象論的
な値 12/

√
A MeVを再現するように決めた. 質量数 A = 236に対する最適化の結果, 陽子に対して

Vp = −650.98 MeV/fm3, 中性子に対して Vn = −526.53 MeV/fm3 という結果が得られた. また,

調和振動子基底の長さパラメータ b⊥, bz に関しては, 外場のない場合の基底状態のエネルギーが
最小になるように最適化を行ない, bz = 2.08 fm, b⊥ = 1.92 fm を得た. ここで, b⊥, bz, Vn, Vp と
いう４つのモデルパラメータの最適化は同時に行われていることに注意が必要である. 以上のパラ
メータのもとで, 外場のない 236U の基底状態のエネルギーは −1780.87 MeVである. 最後に, 後
述するようにランダムポテンシャルのもとで最適化を行うため, 重心位置の拘束が必要になる. そ
こで本研究では 2次の拘束条件 (3.6) を採用し, 一貫して C = 1.0 MeV fm−2 を用いている.

*2 本研究で行うようなランダムポテンシャルに基づく計算は, HFBTHO 自体に実装されているわけではない. した
がって, ソースコードを追加する必要がある.
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4.2.2 ランダムポテンシャル
前章の 24Mgに対する OF-EDFの再構築の研究で示されたように, ランダム性の低いデータセッ
トで学習したモデルは, より多様なデータに対して全く汎化しない. したがって, 系の非自明なダイ
ナミクスを含むようなデータセットは, 非常に多様な粒子数密度を包含しなければならない. 以上
の観点から, 本研究では 3次元軸対称調和振動子基底 (4.2)に適した形状の, 以下のようなランダム
ポテンシャルを導入する:

v(i)(r, z) =
∑

nz/q+2nr+|Λ|≤Nshell

v
(i)
nz,nr,|Λ|φnz

(ξ; b(i)z )φ|Λ|
nr

(η; b
(i)
⊥ ). (4.6)

ただし, q = (bz/b⊥)2 = 1.1736は調和振動子の非等方性を表すパラメータである. また, i はデー
タのインデックスを表し, v

(i)
nz,nr,|Λ|, b

(i)
z , b

(i)
⊥ のような括弧付き上付き添え字の付いた変数は, 一貫

して各データ毎にランダムに生成されるパラメータを意味する. ここで, 基底展開の重み vnz,nr,|Λ|

だけでなく, 長さパラメータ bz, b⊥ もランダムに生成していることに注意が必要である. 調和振動
子基底の完全性から, 固定した bz, b⊥ のみであっても任意関数は実現可能である. しかし, 本研究
では有限の Nshell = 26を用いているため, データセットが特定のスケールを持つ可能性がある. こ
のようなスケールをモデルが学習してしまった場合, 異なるドメインのデータに対して汎化性能が
著しく低下する恐れがある. したがって, 本研究ではランダムな bz, b⊥ を採用する.

236U の低エネルギー変形ダイナミクスを調べるという目的のため, 外場のない状態の binding

energyを基準とし, そこからの励起エネルギーが 15 MeV以下の状態が多く含まれるという戦略の
もと, ランダムポテンシャルのハイパーパラメータを決定した. 15 MeVは 236Uの核分裂バリアの
高さよりも大きい値であることに注意が必要である*3. まず, 最適化された調和振動子の長さパラ
メータを用いることで, b

(i)
z,⊥ = (1 + t

(i)
z,⊥)bz,⊥ によりランダムな長さパラメータを生成した. ただ

し, t
(i)
z,⊥ は [0, 0.5]の範囲から一様ランダムにサンプリングされた数である. 他方 v

(i)
nz,nr,|Λ| は各量

子数 (nr, nz, |Λ|)に関して, それぞれ [−v0, v0]の範囲からサンプリングされた一様乱数である. こ
こで, 単一のカットオフパラメーた v0 を用いると binding energyの分布に大きなバイアスが生じ
ることに注意が必要である. この問題を回避するため, 本研究では４種類の v0 を用いた. その具体
的な値は 0.6 MeV fm3/2, 1.2 MeV fm3/2, 1.8 MeV fm3/2, 2.4 MeV fm3/2 である. 複数の v0 を
用いたとしてもなお, binding energy の分布にはバイアスが生じるため, 量の多いデータに関して
除去する必要がある. そこで本研究では, binding energyに関して 100本のビンで構成されるヒス
トグラムを考え, 各ビンの中で 2250個を超えた部分に関しては, ランダムにデータを除去した. さ
らに, binding energyが −1780.87 MeV ≤ E ≤ −1765.00 MeVの範囲外のデータをすべて取り除
いた. 最後に大きく変形した状態を取り除くため, 四重極モーメントにカットオフを課し, [3.0 b,

16.0 b]の範囲外のデータを除去した. ただし, 本研究では多重極モーメントは一貫して以下の演算
子の期待値で定義される:

Q̂λk = R̂λYλk(θ̂, ϕ̂). (4.7)

*3 例えば文献 [67]によれば, HFB計算に基づく Q20 方向のバリアの高さは 約 9MeVである.
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ここで Yλk は球面調和関数であり, r = (R, θ, ϕ) は 3 次元極座標である. 四重極モーメントは
λ = 2, k = 0の場合に相当する.

以上の戦略に基づき, 298 982 個のランダムポテンシャルによるデータを生成し, 除去の結果
181 134個のデータが残った. 得られたデータセットに関して, 20 % が v0 = 0.6 MeV fm3/2, 23

%が v0 = 1.2 MeV fm3/2, 49 % が v0 = 1.8 MeV fm3/2, 8 % が v0 = 2.4 MeV fm3/2 由来であ
る. 図 4.1, 図 4.2にはそれぞれ, 181 134のデータに対する binding energyのヒストグラム, 四重
極モーメントと八重極モーメントの２次元散布図が図示されている. 後者に関して, 色軸は各デー
タの binding energyを表している. 基底展開法では差分法と異なり, 粒子数密度は空間全ての点で
定義されている. そこで deep learningに用いるため, r, z 方向共に dr = dz = 0.4 fmの幅で離散
化した. この格子幅は, Skyrme DFT の 3 次元格子計算で用いられる幅のおよそ半分程度である.

また点の数は, r 方向に 48点, z 方向に 128点取り, 格子は前章の 24Mgに対する研究同様, 副格子
上に配置した. したがって核子数密度は, サイズが 1 × 48 × 128 のグレースケール画像と等価で
ある. ここで画像のサイズに関して, deep learning におけるテクニカルな問題に関して言及する.

deep learningにおいて画像を取り扱うようなモデルは, 画像サイズを縦横それぞれに関して半分に
縮小したり, 反対に 2倍に増やすようなモジュールにより構成されることが多い. したがって縦横
サイズの因数に, 2ができる限り多く含まれているような画像データの方が既存のモデルを流用し
やすいため便利である. 本研究の画像サイズである 48 = 24 × 3と 128 = 27 はこの条件を満たして
おり, deep learningにおける取り扱いが容易である.

4.3 Multi-task learning

多様体仮説と集団座標の仮定によれば, 前節のようにして生成されたデータセットは少数のパラ
メータでよく記述できると期待される. このような潜在変数を抽出するための基本となるテクニッ
クとして, autoencoder [36]が古くから知られている. この手法を 236Uのデータセットに適用する
ことで, 潜在変数の解析を行うことが可能である. つまり, 入力された核子数密度 ρは潜在変数にエ
ンコードされ, デコーダーにより潜在変数からオリジナルの密度が復元される. このスキームは以
下のような式で表現される:

ρ→ z = E [ρ]→ ρ = D(z). (4.8)

ただし, z = {z1, z2, · · · , zdz
}は抽出された dz 次元潜在変数である. また, 関数 E , Dはそれぞれエ

ンコーダー, デコーダーを表し, neural networkでモデリングされる. この時デコーダーに, 精度よ
く密度の復元をするよう要請すると, データセットに多様なデータが含まれているほど潜在次元 dz

は大きくなる傾向があり, 人間の理解が難しくなる. したがって集団的な情報の抽出という観点で
は, 潜在次元を下げることで, ある程度精度に関して妥協する必要がある. 加えて, そのような密度
に大きな復元エラーが生じる場合, density driven error (DDE) [49]により, 学習済み OF-EDFに
復元した密度を通しても正しいエネルギーが得られる保証はない. つまり, 潜在変数がエネルギー
の情報を保持しているかは非自明である.

他方, encoder-decoder構造を OF-EDFの教師あり学習そのものに組み込むことで, 潜在変数の
抽出をするという操作も考えられる. つまり, 入力された密度は潜在変数に圧縮され, decoderは潜



4.3 Multi-task learning 49

−1780 −1775 −1770 −1765
binding energy (MeV)

0

500

1000

1500

2000

co
u

nt
s

図 4.1 本研究で生成したデータセットの binding energyに対するヒストグラム. 過剰なデー
タはランダムに取り除いたため, データの分布に大きなバイアスは見られない. 基底状態のエネ
ルギーは −1780.87 MeV であり, −1772 MeV, つまり励起エネルギーがおよそ 8 MeVのとこ
ろまでの間で, 分布は均一になっている.

在変数からエネルギー密度を再現するように学習される. 数式で表すと, 以下のようになる:

ρ→ z = E [ρ]→ E = D(z). (4.9)

しかし, このような教師あり学習は意味のない自明な潜在変数を導く危険性がある. 例えば, 潜在変
数の各成分すべてがエネルギーの変換で書けるような形式で学習が進む可能性があり, このような
場合, 潜在変数のすべての成分は実質的に等価な情報しか見ていない.

以上の問題を回避するため, 本研究では 2つのタスクを組み合わせる:

ρ→ z = E [ρ]→ E = DE(z) and ρ = Dρ(z). (4.10)

ここで DE と Dρ はそれぞれ, binding energy と密度に関するデコーダーである. エンコーダー
とデコーダーはニューラルネットワークでモデリングされ, 学習データにより最適化される. 図
4.3 はこのモデルのアーキテクチャーの概念図を表している. この時抽出された common feature

representation z は, エネルギーと密度両方の情報を豊富に含んでいることが期待される. つまり,
236Uの基底状態近傍の adiabaticな変形ダイナミクスに対する重要な情報である.

複数のタスクを同時に扱う機械学習の手法は multi-task learning (MTL) [61]と呼ばれ, 通常転
移学習 (Transfer Learning, TL) [32, 33, 34] の文脈で定義されることが多い. TLでは, MTLは
複数のタスクの情報を学習に利用することで, 個別のタスクにおける汎化性能向上を行う手法であ
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図 4.2 データセットにおける四重極モーメントと八重極ノーメントの散布図. 各点の色は対応
する束縛するエネルギーを表している. Skyrme EDFが z 軸方向に対する parity変換に対して
普遍であることを反映して, Q30 = 0軸に沿って点の色は反転対称である.

る. その一方で本研究におけるMTLは, common feature representationの獲得のみに焦点を当て
た用途であるため, 標準的な目的と異なることに注意が必要である.

4.3.1 アーキテクチャー
MTL を実行するため, エンコーダー E とデコーダー DE , Dρ に対して具体的なモデルを定義
する必要がある. この研究では入力変数は核子数密度 ρ(r, z) であり, 離散化の結果, サイズが
1 × 48 × 128 の白黒画像と等価である. この画像サイズは MLP のみで扱うには大きいため, 画
像認識分野で多大な成功を収めてきた畳み込みニューラルネットワーク (Convolutional Neural

Network, CNN) を主に用いる. 本研究では ResNet [68] と呼称される, CNN 系のモデルの中で
最も有名なものの一つを用いる. ResNet の基本的なアイディアは, skip (residual) connection と
呼ばれる層を跨ぐデータのフローによるもので, 典型的には一つ前の層からの出力が, 現在の層
の出力に足される形で実装される. residual connection はニューラルネットワークの各層が恒等
写像に近い関数を学習する手助けをすることで, 多層化に対してモデルの性能が向上しないとい
う degradation problemを解決する手法して提案された. オリジナルの ResNetの論文 [68] では,

18, 34, 50, 101, 152 層という５種類のモデルが提案されており, それぞれ ResNet18, ResNet34,
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図 4.3 本研究で使用するMTL モデルの概念図. エンコーダー E が密度 ρ の情報を潜在変数
という形に圧縮し, 密度のデコーダー Dρ が密度自身を復元する. 同時にエネルギーのデコー
ダー DE により, 潜在変数からエネルギーの推定が行われる.

ResNet50, ResNet101, ResNet152と呼称されている. residual connectionという優れたアイディ
アにより ResNetは 2015の著名な画像認識コンペティション [69] で優勝し脚光を浴びた. 2023年
12月現在 ReNetの論文は約 19万回引用されており, 物理学だけでなく医療, 工学といった様々な
分野の deep learning においてそのアイディアが用いられているため, 非常に信用度の高いモデル
である.

したがって本研究でも ResNet18 をエンコーダー E に用いる. ただし, ResNet が扱っていた
ImageNet [70]というデータセットでは, 画像サイズが 3 × 256 × 256であり, 236Uの密度データ
より大きい. そこで本研究で用いる全ての ResNetでは, kernel sizeが 3, strideが 2, paddingが 1

の 2D max pooling layerを取り除いている. また出力層のニューロン数は潜在次元 dz と一致する
ように調整し, この値はハイパーパラメータとして扱い, 様々のものを用い数値実験を行う.

核子数密度のデコーダ Dρ に関して, ResNet を直接用いることはできない. そこで, 図 4.4 に
示される, ResNet18-like なモデルを採用した*4. ここで前章の研究でデコーダーに用いていた
transposed convolutional layer を, 本研究では用いなかった理由について言及する. transposed

convolutional layer では画像の拡大を行ったのち, 通常の畳み込み演算を行う. この時適切
なハイパーパラメータを選択しない場合, checkerboard artifacts [72] と呼ばれる, transposed

convolutional layer 特有の模様が出力に現れやすいことが知られている. 一方, 本研究で用いられ
ている upsampling layer は, 画像を整数倍にしかできず, ジャギーに注意する必要はあるものの,

checkerboard artifactsほど深刻な問題は生じない. 加えて upsamplingは画像に特定の方向を陽に
発生させるような構造を持たず, z 軸方向に関しても同様であるため, 物理的に好ましいモデルの構
築に役立つ. 本研究では画像サイズの適切な選択により, upsampling layerが扱いやすくなってい
る. 一方でエネルギー側のデコーダー DE として, 6層の fully-connected layer からなるMLPを

*4 活性化関数として Parametric Rectified Linear Unit (PReLU) [71] を用いた計算も行ったが, 性能に優位な改善
は見られなかった.
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採用した. ここで潜在変数に対して過剰に複雑な依存性を持ったエネルギーを避けるため, ResNet

に比べて比較的浅いモデルを選択していることに注意が必要である.
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図 4.4 MTL モデルのデコーダー側のモデルアーキテクチャー. 左右のブロックはそれぞれ,

DE と Dρ に対応する. 畳み込み層において, 左側の数字は kernel sizeを意味しており, 右の数
字は出力チャネルを表している. また全ての padding は same padding となるように取られて
いる. また, upsampling layerは入力画像を縦横それぞれ２倍にする層であり, 本研究では内挿
は用いていない.

4.3.2 損失関数
multi-task learning では複数のタスクを含むため, 最適化手法は極めて重要な問題である. 基本
的なアプローチは, 個別のタスクに対する損失関数を適切な非で足し合わせ, バランスさせる方法で
ある [61]. MTLの分野では, 異なる損失関数の組み合わせ方として uncertainty weighting (UW)

[73] や dynamic weight average (DWA) [74]といった手法が知られている. 本研究のMTLでは,

エネルギーの推定タスクと密度の復元タスクは, 特に潜在次元 dz が小さい時に, 互いに競合する.

また, ２つのタスクの性能を同時に評価可能な単一の評価関数を定義することが望ましいが, MTL

を世界ではじめて集団運動に適用する本研究では, 事前にそのような関数を決めることは難しい.

したがって, 本研究では単純にエネルギー損失関数 LE と密度の損失関数 Lρ を定数比 αで組み合
わせる:

LMTL(D;α) = LE(D) + αLρ(D). (4.11)
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ただし,

LE(D) :=
1

|D|

|D|∑
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(
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(i)
pred − E

(i)
true

)2
, (4.12)

Lρ(D) :=
1

|D|

|D|∑
i=1

∫
d3r

(
ρ
(i)
pred(r)− ρ

(i)
true(r)

)2
, (4.13)

である. ここで, |D| はデータセット D の要素数を表している. ハイパーパラメータ α はエネル
ギーの推定と密度の復元タスクのどちらを優先するか決定するパラメータである. 次節ではいくつ
か異なる αで計算を行い, MTLのパフォーマンスを評価する. neural networkのすべてのモデル
は, 訓練データに対してこの損失関数 LMTL を最小化するように最適化される. ここで計算時に,

すべてのデータは min-max normalizationを取ることに注意が必要である. 一方, 評価関数などで
性能を議論するときは, その逆操作を行うことで, 物理的な次元を元に戻す. 損失関数中の, エネル
ギー E と密度 ρは normalizationにより無次元量であるため, 損失関数 LE(D)は無次元, Lρ(D)

は (4.13) 式の積分に起因して fm3 の次元を持つ. したがって, αの物理的な次元は fm−3 である.

4.3.3 optimization

本研究では neural networkを最適化するため, Adam optimizer [29]を用い, ハイパーパラメー
タに関しては learning rate を除き PyTorch [22] のデフォルト値を用いる. learning rate の初期
値は 10−4 とし, 文献 [60]と同様に動的に減衰させていった. つまり訓練データとは別に用意され
た検証データに対する誤差を epoch毎に計算し, 15回連続で改善が見られなかった場合, learning

rate を 0.5 倍する. これは PyTorch では “torch.optim.lr scheduler.ReduceLROnPlateau” を用
いることで容易に実装可能である. このような動的な learning rate decay アプローチを用いる場
合, 検証用データを学習に利用しているため, 公正な評価のため最終的なモデルの性能評価に別の
データが必要になる. したがって, 181 134個のデータをランダムに訓練データ (90%), 検証データ
(5%), テストデータ (5%)に分割した. この時, テストデータは最終的な性能評価のみに用いている
という点を強調しておく.

本研究では最適化はミニバッチ学習を用いて行われ, バッチサイズは 128を選び, epoch の数は
1000とした. 本研究で用いるMTLモデルでは, 特に潜在次元が小さい場合に, ２つのタスクは互
いに敵対的に振る舞う. そのために, 検証誤差は訓練誤差に比べて不安定になり, その収束性は悪い.

そこで, 1000 epochの学習の間で最も小さい検証誤差 LMTL を与えるモデルを最終的な結果とし
て選んだ. 次節以降で見るように, 本研究では異なるタイプの deep learningの計算も行う. それら
全てに対して, 特に言及のない部分に関しては, すべて上記の学習法に従い最適化を行なっている.

最後に計算コストに関して言及する. 本研究では単一のハイパーパラメータに対する MTL モ
デルを訓練するのに, NVIDIA RTX 3090TI を用いて 50 GPU-hours 要した. つまり, n 個の
NVIDIA RTX 3090TIを連続して 50/n時間稼働させる必要がある.
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表 4.1 OF-EDF E[ρ]の教師あり学習に対する平均絶対誤差 (MAE) と平均自乗誤差 (MSE).

計算には 4種類の ResNetと ViTを用いた. 結果からエネルギー推定タスクのエラーの基準を
64 keV と定義することができる. 比較のため最下段に, 陽子数密度と中性子数密度を同時に入
力とした OF-EDFの学習結果を載せた.

validation data (5%) test data (5%)

model input(s) MAE / MeV MSE / MeV2 MAE / MeV MSE / MeV2

ResNet18 ρ 0.0633 0.00965 0.0638 0.00963

ResNet34 ρ 0.0638 0.00965 0.0646 0.00949

ResNet50 ρ 0.0649 0.01084 0.0649 0.01023

ResNet09 ρ 0.0724 0.01197 0.0720 0.01161

ViT [41] ρ 0.2613 0.15161 0.2704 0.16302

ResNet18 ρn, ρp 0.0641 0.00973 0.0635 0.00951

4.4 評価基準
4.4.1 エネルギー推定タスク

MTLの結果を評価する前に, 性能評価のための基準値に関して議論を行う. 本研究で用いるデー
タの数は有限であるため, 236U の低エネルギーダイナミクスを完全に復元することは不可能であ
る. むしろ今のような少ないデータセットに対して*5 極限まで小さい誤差を目指すような訓練を行
なった場合, ソースドメインに過剰に適合したモデルが得られるのみで, ドメインシフトに対して著
しく脆弱となる可能性があるため, 注意が必要である. そこで学習データの有限性から来るもっと
もらしい誤差を見積もるため, MTLにおける 2つの異なるタスクに相当する学習を別途行う. ここ
ではまず, 教師あり学習により OF-EDF E[ρ] の再構築に臨み, そのエラーをエネルギー推定タス
クの下限値とする.

表 4.1 にさまざまなモデルを用いて計算された, エネルギー推定タスクの平均自乗誤差 (Mean

Square Error, MSE) と平均絶対誤差 (Mean Absolute Error, MSE)を示した. ResNetは出力層
を除き, 3.3.1節で説明したものと同じである. ただし, binding energyというスカラー量を出力す
るために, 出力層のニューロン数を１とし, また最後に ReLU を演算させた. ResNet09 は原論文
[68] には含まれないモデルであり, ResNet18の Residualブロックをちょうど半分にしたモデルに
相当する. 全てのモデルは (4.12) 式で定義されるMSE型の損失関数を用いて訓練されている. こ
こで, ResNet34と ResNet50のエラーが ResNet18と同等であることが見て取れる. このことから
ResNet18は我々の 236Uのデータセットの特徴を捉えるのに, 十分な表現能力を持っていると期待
される. 本研究で ResNet18を主に使うのは, このためである. 以上の結果をもって, エネルギー推
定タスクに対するエラーの基準を 64 keVと定義する.

*5 画像生成の分野では, 例えば LAION-5B [75]と呼ばれる, 58.5億枚の画像とテキストのペアからなるデータセット
が CC-BY 4.0ライセンスで公開されている. それと比べた場合, 本研究の 18万というデータ数は小規模である.
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本研究では Vision Transformer (ViT) [41] を用いた OF-EDF の再構築も行なった. ViT は画
像認識タスクにおいて CNN系のモデルを打ち破り, state-of-the-art (SOTA)を達成したモデルで
ある. その基本的なアーキテクチャーは大規模言語モデル (Large Language Model, LLM)で著し
い成功を収めた Transformer [16] を, 画像処理タスクに応用したというものである. 本研究では画
像サイズの違いに起因して, オリジナルの ViTモデルにモチベートされたモデルを使用した. 本研
究で用いた ViT型のモデルは 16個のmulti-head self attentionからなる transformerブロックに
より構成される. 各 attentionにおける headの数は 16で, transformer blockの feedforward部分
のニューロンの次元は 2048である. またパッチサイズ, embedding dimension, dropout rateはそ
れぞれ 8× 8, 128, and 0.3である. 表 4.1 によると, この ViT型モデルのエラーが ResNetのもの
に比べて大きい様子が見て取れる. しかしながら原論文でも述べられているように, ViTの性能を
引き出すには大規模なデータが必要である [41]. その一方で, 将来的にデータの数が増えれば ViT

は重要な役割を果たすと期待される. したがって, 2023年現在の段階で ViTの計算を行い, 性能を
示すことには意味がある.

本研究では陽子と中性子に同じ外場を与えるという限られたセクターに限定してデータセットを
生成したため, この範囲内ではエネルギーは核子数密度 ρのみの汎函数で与えられる. したがって
neural networkへの入力として ρを用いている. しかしデータとして陽子数密度 ρp と中性子数密
度 ρn の値も保持しているため, 検証のため ρp と ρn を入力変数とした OF-EDF E[ρn, ρp]の学習
も同様に行なった. 図 4.1 の最下段に示されているように, 結果は核子数密度 ρのみを入力変数と
した場合とほとんど変わらない. したがって理論的に想定されるように, 本研究のデータセットに
おけるダイナミクスの自由度は, 核子数密度のみである.

4.4.2 密度復元タスク
エネルギー推定タスクの場合と同様に, 密度に対しても誤差の基準を定義する. ここで密度は

DFTの文脈において入力変数であり, 教師あり学習は使えない. したがって, 教師なし学習の一種
である autoencoder (AE) [36]により誤差を評価する. 図 4.3 に示される本研究のMTLモデルに
対して, 仮に DE を取り除き, 損失関数からエネルギーの項を取り除けば, 密度に関する AEと等価
になる ( (4.8)式を参照). そこで, さまざまな潜在次元 dz に対して AEを計算し, テストデータに
対して誤差を評価した. 結果は図 4.5 にまとめている. ただし, 密度の誤差に関する評価関数は, 前
節の 24Mgに対する研究と同様, 平均絶対誤差 (MAE) を採用する:

Mρ
MAE :=

1

|D|

|D|∑
i=1

∫
d3r

∣∣∣ρ(i)pred(r)− ρ(i)ans(r)
∣∣∣ . (4.14)

ただし, MAEは物理的な次元を持った密度を用いて計算されるため, 無次元量である. ここで小さ
な潜在次元に対しては, 質量数 A = 236の数パーセント程度のMAEで密度を復元できていること
がわかる. この大きい誤差は我々のデータセットが多様な密度を含んでいることを示唆している.

その多様性のあらわれとして, 潜在次元を増やしたとしても密度は急速には減少しない. 潜在変数
の最大値である dz = 512 は, オリジナル ResNet [68] の出力層のみを変更した場合に実現可能な
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図 4.5 autoencoderを用いた密度復元タスクに対する平均絶対誤差 (MAE). 潜在次元として,

dz = 1, 2, 3, 4, 10, 24, 25, 26, 27, 28, 29 = 512を選び計算を行った.

潜在次元の最大値である. この時MAEは 0.5と非常に小さい.

4.4.3 多重極モーメントによる推定
伝統的に, 原子核変形ダイナミクスを記述する上で, しばしば多重極モーメント {Qλ,k}λ,k が
用いられてきた. したがって MTL との比較の上で, 我々のデータセットにおいてこれらの量が
どの程度の情報を持っているかは興味深い問題である. そこで多重極モーメントの集合を入力変
数とし, エネルギーを出力とした E(Q20, Q30, · · · , QL0) の教師あり学習を行い, 多重極モーメン
トの情報からエネルギーをどの程度推定可能か調べた. ここでは neural network として我々の
MTL モデルのデコーダー DE を用い, {Qλ,k}λ,k を潜在変数とみなす. 図 4.6 は入力変数として
SL = {Q20, Q30, · · · , QL0} で定義されるいくつかの集合を用いた場合, MAE がどのように変化
するかを示している. 結果として, 4.4.1節で得られた 64 keVという基準値に比べ, 著しく大きい
MAEが得られた. モデルの表現力が不十分であった可能性を考慮し, より多層のモデルで同様の計
算を行ったが, 結果に改善は見られなかった. 比較のため, neural network の出力が完全にランダ
ムで, 我々のデータセットのエネルギーの範囲から一様乱数としてサンプリングされると仮定した
場合にMAEを計算した. つまり, エネルギーに関するMAEの定義式 (3.24) の E

(i)
pred を乱数で与

えるということであり, 結果として 5.0 MeVを得た. このことから, 低い次数の多重極モーメント
によるエネルギー推定タスクのエラーは, ランダムな結果の半分程度であることがわかる. この意
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図 4.6 多重極モーメントを入力変数とした場合のエネルギー推定タスクにおける平均絶対誤差
(MAE). 横軸の Lは SL = {Q20, Q30, · · · , QL0}に含まれる最大の多重極モーメントの量子数
を意味している. MTL のモデルと比較した場合, 多重極モーメントはある種の潜在変数と見な
すことができる.

味で多重極モーメントは, 少なくとも我々のデータセットに対して, ほとんど情報を持っていない.

エネルギー推定タスクと同様に, デコーダー Dρ を用いた多重極モーメントによる密度の復元タ
スクも行なった. しかし損失関数の減少が非常に悪く, MAEは質量数 A = 236に対し数倍も大き
かった*6 . したがって, 少なくとも我々のデータセットに対し, 多重極モーメントは密度を復元す
る能力を持っていないといえる. 以上の非常に大きい誤差は, 多重極モーメントの密度に対する情
報不足に起因すると考えられ, そのために neural networkが適切な方向に学習を進めることができ
なかったためであると考えられる. そこで, 大規模なデータなどを用いて事前学習したモデルを用
いて学習を行えば, 結果は改善する可能性があることに注意が必要である. ネット上に豊富にデー
タセットが存在する通常の画像認識タスクとは異なり, 本研究のような極めて特殊なドメインに対
して使用可能な事前学習用データセットはおそらく存在しないため, 本研究では事前学習を用いた
性能の向上には取り組まない.

*6 本研究では 24Mgの場合のような粒子数に関する要請は課していない. したがって, MAEに上限はない.
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4.5 結果：236Uの潜在変数
4.5.1 潜在変数と次元

MTLの結果と抽出された潜在変数に関して論じる. MLTの損失関数は 1つのハイパーパラメー
タ α持っており, これによりエネルギー推定タスクと密度復元タスクのどちらを優先するかをコン
トロールできる ((4.11)式を参照). 本研究では, ２つの損失関数 LE と Lρ の大きさが同程度のス
ケールになるように αを決めた. 具体的には α = 10−2, 10−3, 10−4 fm−3 という異なる 3つの値を
用いて, MLTモデルを最適化した.

図 4.7 は左側にエネルギー推定タスクのMAE, 右側に密度復元タスクのMAEを示している. た
だし, 全て対数軸であることに注意が必要である. 両者共に潜在変数の増加に伴いMAEは減少す
る傾向にあるが, エネルギー推定タスクでは急速に, 密度復元タスクでは比較的なだらかにエラーが
減少する. また, ２つの異なるタスクは互いに競合するため, αを増減させた時のMAEの増減にお
いて, 逆の振る舞いを見せる様子が見て取れる. つまり, α を大きく取ると密度のMAEは減少し,

その一方でエネルギーのエラーは増大する.

ここで, 少数の潜在変数によりエネルギーが数百 keVの精度で推定可能であることは, 特筆すべ
きである. 特に, 潜在次元を 1から 2に増やした時, α = 10−2, 10−3 fm−3 においてエネルギーの
エラーが急速に減少する. その一方で密度復元タスクに関しては, 基準である autoencoder (AE)

(ダッシュ線) と比べることにより, 我々の MTL モデルは潜在次元が２の場合であっても, 十分な
精度で密度を復元可能であることがわかる.

結果を比べると, α = 10−3 fm−3 というハイパーパラメータは良い選択であると考えられる. α

を大きく取るとエネルギーのエラーが大きくなり, 小さく取ると密度のエラーが大きくなるという
競合の中で, 2つの異なるタスク共に最良の性能を出すような学習は実現不可能であると考えられ
る. 一方で, α = 10−3 fm−3 は２つのタスク共にほどよい性能をもつため, 今後はこの αの場合に
議論を限定する. ここで, 潜在次元を 2から 3に増やした場合に, エネルギーのMAEはそれほど大
きく減少しない. その一方で密度のエラーは, AEの結果に沿うように減少する. このことは, 我々
のデータセットに含まれるダイナミクスの大部分は, 2つのパラメータで特徴付けられ得ることを
示唆している. ここで我々の潜在変数は, 少なくとも我々のデータセットに対して, 伝統的な多重極
モーメントよりも多量の情報を持っていることを強調しておく. この事実は, 多重極モーメントが
236Uといった重い原子核の変形ダイナミクスを記述する上で, 適当な集団座標ではないことの根拠
を定量的に与える. ただし, 我々のデータセットは外場のない場合の基底状態近傍の変形領域であ
ることに注意が必要である.
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図 4.7 様々な潜在次元とハイパーパラメータ α に対するエネルギー推定タスクの MAE（左
図）と密度復元タスクのMAE (右図). 右図のダッシュ線は図 4.5 に示されている autoencoder

(AE)の結果と同じである.

図 4.8 検証データ (5%)とテストデータ (5%)に対する潜在変数の散布図. 異なる２つのデー
タセットに対して性能は同程度であったため, 図に表示する点を増やし, 見やすくするという目
的で検証データに関しても同時にプロットしている. MTL 損失関数のハイパーパラメータが
α = 10−3 fm−3 の場合に対して, 潜在次元が 2 (左図), 潜在次元が 3 (右図)の場合の潜在変数を
表示している. また, 各データの binding energyは点の色で表している. 左図の赤い四角の点は,

外場のない場合の基底状態のデータ点に相当し, 対応する潜在変数は (z1, z2) = (−1.85, 0.79)

である. また黒い星型の点に関しては, 図 4.9 上に, エンコーダーで復元した密度を表示して
いる.
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潜在次元が 3以下の場合, 潜在変数の分布は容易に可視化することができる. 特に, 2次元と 3次
元の場合は 4.4節で定義した基準と比べても性能が良いため, 潜在変数の振る舞いも興味深い. 図
4.8 は α = 10−3 fm−3 の場合に対する dz = 2 (左図)と dz = 3 (右図)の潜在変数の散布図である.

ここで, 潜在変数は物理的な次元を持たず, そのスケールと中心位置には意味はないことに注意が必
要である. 色軸は各点の binding energyを表している. エラーが同程度であったため, 各パネルに
は検証データとテストデータ両方を同時にプロットしている*7 . 外場がない状況での 236Uの基底
状態は (z1, z2) = (−1.85, 0.79) に対応し, 図中では四角い点で示されている. ここで, 左図に対称
軸が存在する様子が見て取れる. 具体的な密度の振る舞いを見るために, 対称軸に沿って選ばれた
12個の点 （左図上の星形の点） に対して, デコーダーで復元した密度を図 4.8 に示した. 復元し
た密度であるため, 一定のエラーを含んでいることに注意が必要であるが, 対称軸から見て逆側に
ある点が, およそ z 軸に対して反転した密度に相当していることがわかる. この結果は我々のMTL

モデルが, ダイナミクスが持つ z 軸方向の parity対称性を認識するのに成功したということを示唆
している.

ここで潜在空間における対称軸の傾きや切片に物理的な意味はなく, neural networkのモデルパ
ラメータの初期値で決まることに注意が必要である. 実際, 全く同じセットアップのもと, 別の初期
値を用いて MTL計算を行ったところ似たようなプロットが得られたが, z 軸の原点やスケールが
異なっていたため, 対称軸も異なっていた.

dz = 2 に焦点を当て, さらに解析を行う. 図 4.10 は各潜在変数の色として, 四重極モーメント
(左図)と八重極モーメント (右図) を選んだ場合の散布図である. これらに対しても同様に, 対称軸
の存在が確認できる. また, 色のパターンが滑らかな単純な関数になっていないことから, Q20 と
Q30 が, 我々のデータセットに対して特別な役割を果たしていないことが伺える. 我々の潜在変数
の利点は, 多重極モーメントの空間において励起状態に対応するような全ての点が, 基底状態とし
て扱えるという点である. データは全て DFTの枠組みで計算されているため, 何らかの外場のもと
での基底状態であることは自明である. 一方で, 多重極モーメントのような限られた変数空間で描
かれたエネルギー局面を考えると, 一般には多価関数になる. この意味で, DFTの枠組みであって
も多重極モーメントに対して励起状態が存在し得る*8 . 実際, 図 4.2に示されているように, 我々
のデータセットは四重極モーメントと八重極モーメントの空間で見た場合励起状態を含む. 一方で
我々の潜在空間では, 少なくとも我々のデータセットに対して, 一価のエネルギー関数を与える.

図 4.2 の多重極モーメント (Q20, Q30) が２次元の潜在変数空間に対してどのようにマップされ
るかを調べるため, 拘束条件付き HFB計算を行った*9 . 図 4.11 の左のパネルで点同士を結ぶ矢印
は, 色を含め右のパネルと共通である. 矢印により示される多重極モーメントのトラジェクトリー
を (z1, z2)平面で見ると, 極めて複雑であり, (Q20, Q30)から (z1, z2)への写像が非自明なものであ
ることがわかる. このことから, MTLモデルにより捉えられた我々のデータセットの特徴量は, 伝
統的な多重極モーメントにより容易に解釈できるようなものではなく, 全く新しいものである.

*7 MAEといった定量的な結果には検証データは一切使用していないことを強調しておく.
*8 原子核理論では, このような文脈で励起状態という言葉を使うことがある.
*9 計算には HFBTHO (v3.00) [65] に付属している機能を用いた. ただし, HFBTHO と本研究の四重極モーメント
の定義は, 球面長関数の規格化定数の分だけ定数倍異なっていることに注意が必要である.
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図 4.9 図 4.8 に示された点から復元された粒子数密度のサンプル. 各パネルの上部に書かれ
た２つの数字は, 潜在変数 (z1, z2) の値を示している. 一方で, 下部に表示された数字は四重極
モーメントと八重極モーメント (Q20, Q30) である.

4.5.2 ドメインシフト
2.3 節で既に述べたように, テストデータに対するモデルの性能は, 未知のデータセットに対す
る予言能力を保証しない. 前節では, 同一のドメインからサンプリングされたデータをランダム
に分割し, hold-out validation法により学習を行った. このような “traditional machine learning

method”ではソースドメインとターゲットドメインが同じであることを暗に仮定しているため, 異
なるドメインに対してどの程度モデルが汎化しているかは不明である. このようなドメインに関す
る詳細な議論は, 物理学において deep learning がまだ黎明期であることから, あまり見かけない.

しかし実社会へのアプリケーションにおいてドメインの問題は極めて深刻であり, data derivenア
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図 4.10 図 4.8 の左側と色を除いて同じ潜在変数の散布図. ただし, 色軸として四重極モーメ
ント (左図)と八重極モーメント (右図)を選んだ.

図 4.11 多重極モーメントの空間 (図 4.2) から 潜在空間 (図 4.8の左側) へのマップ. 各点は
色のついた矢印で結ばれ, 左右のパネルで共通している. 各点の色は Kohn-Shamで得られた真
のエネルギーとMTL のデコーダーによる推定値の差を表している. ただし, α = 10−3 fm−3,

dz = 2に対するMTLモデルの結果を用いている.

プローチに基づく物理学の研究においても, 注意深く議論を行わなければならない.

第 2 章で既に見たように, ドメインは入力変数の空間 X とその上で定義される確率分布
P (X), X ∈ X を用いて, D = {X , P (X)}で定義される [33, 34]. 本研究では X は核子数密度全体
の為す空間であり, P (X)はランダムポテンシャルの生成及び過剰なデータの除去という２つの操
作によって決まり, その具体形は非自明である. これらによって決まるドメインが本研究における
ソースドメイン Ds であり, これまではターゲットドメインにも同じドメインを用いて誤差の評価
を行った. したがって, MTLモデルの性能をより公平に調べるため, Dt ̸= Ds となるターゲットド
メイン Dt からサンプリングされたデータが必要とされる.

幸いなことに, 本研究では多重極モーメントの性質を解析するため, 多重極モーメントに対する拘
束条件付き HFB理論に基づくデータの生成を既に行っている. 我々のランダムポテンシャルが基
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表 4.2 MTL モデルにおける対称性を調べるための２つの評価関数ME ,Mρ の値. 両者はそ
れぞれ (4.15) 式と (4.16)式で定義されている. これらの値はテストデータ (5%)のみを用いて
計算されている. 比較のため, エネルギーと密度のMAEも同時に表示している. 表において対
称性が “False”であるとは, 図 4.7 などで計算された対称性を考慮していないモデルの結果を表
す. 一方で対称性が “True”とは, data augmentation とエンコーダーの改良を施していること
を意味している.

symmetry dz ME / MeV Mρ MAE (E) / MeV MAE (ρ)

False 2 0.0842 5.0618 0.1133 9.2352

True 2 0.0798 5.4921 0.1250 9.2756

False 3 0.0675 3.7661 0.1043 7.6681

True 3 0.0716 3.3035 0.1003 7.7055

底展開法に基づいている以上, 原理的には拘束条件付き HFB計算はソースドメインに含まれる. し
かし, 我々の 18万という数のデータセットにそれらが含まれる確率は極めて小さい. そこで多重極
モーメントの拘束条件付き HFB理論により定義されるドメインはソースドメインと大きく異なる.

したがってこのドメインをターゲットドメイン Dt とし, ドメインシフト Dt ̸= Ds に対するモデル
のロバストネスを評価する*10 .

図 4.11 の各点の色は, グレーのものを除き, Kohn-ShamエネルギーとMTLのデコーダーによ
り推定されたエネルギーの差を表している. 多重極モーメントという観点でデータセットとオーバ
ラップがある領域とそうでない領域でエラーに大きな違いがある様子が見て取れる. 前者ではエ
ネルギーはよく推定されており, MTL モデルが多重極モーメントでは見えないような予期せぬ特
徴量に, 過剰に適合していない一つの根拠となる. 後者では全体的に真のエネルギーを過大に見積
もっており, 多重極モーメントを入力としたエネルギー推定タスクの場合と同程度の, 非常に大き
いエラーを生じる点もある. したがって, ソースドメインから大きく離れた点に対して我々のMTL

モデルは予測性能が悪い. このような点に対してもある程度の予測性能を求める場合は, 単純に
学習データに大変形した原子核のデータを多数追加するか, domain adaptation (DA) [33, 34] や
domain generalization (DG) [76]といった学習テクニックを用いる必要がある.

4.5.3 対称性と data augmentation

本研究で得られた潜在変数は２つのタスクに対して十分良い性能を示したものの, データセット
の対称性を考慮することで, より良い潜在変数を得られる可能性がある. これを見るため, この節で
は系の対称性を考慮したデータセットを構築し, MTL計算を再び行う.

本研究では local densityに対する時間反転対称性と軸対称性を要請した DFT計算を行った. 原
子核のハミルトニアンは以上の陽に要請された対称性の外, z 軸方向の parity変換に対しても不変

*10 不適切な最適化を行うと, データセットに対して過剰に適合したモデルが得られる. このような場合, データセットに
含まれる予期しないバイアスを読み取り, それを推定に利用することで性能を向上させている可能性がある. つまり,

原理的に２つのドメインの確率分布にオーバーラップがあるからといって, ターゲットドメインに対して汎化してい
るかは注意深く見る必要がある.
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である. その性質を反映し, 各々の密度は一般には parity変換に対して対称ではないが, 原子核の
binding energy は密度の parity 変換に対して不変である. この物理的な対称性を学習に反映させ
るため, データセットに工夫が必要である. ソースドメインは z 軸方向の parity変換に対して不変
であるため, 極めて多くのデータをサンプリングした場合, データセットもまた parity変換に対し
て不変とみなせることが期待される. 現実的にそのような量のデータを生成するのは困難であるた
め, 本研究では画像の反転を利用した data augmentationを用いる. つまり密度を z 方向に反転さ
せたものと, エネルギーはそのままにしたものを考えた場合, 対称性によりそれも Skyrme DFTの
解となる. 実際の計算では, 学習の際に z 軸に沿って確率 0.5でランダムに密度を反転させる. 加え
て, この研究では MTLモデルのエンコーダー部分に改良を加える. 本研究でエンコーダーに利用
したオリジナルの ResNetは, strideが 2の場合に奇数の kernel sizeを使用しており, これは画像
の中心のシフトを引き起こす可能性がある. そこで, エンコーダーの stirde が 2 の convolutional

layerに関して, kernel sizeを１だけ増やした.

この改良されたMTLモデルを, dz = 2, 3かつ α = 10−3 fm−3 の場合に対して, data augmen-

tationを施したデータセットで訓練した. ただし, モデルの対称性を評価するため, ２つの評価関数
を新たに導入する：

ME =

|D|∑
i=1

1

|D|

∣∣∣DE(E [ρ(i)])−DE(E [ρ
(i)
F ])

∣∣∣ , (4.15)

Mρ =

|D|∑
i=1

1

|D|

∫
d3r

∣∣∣Dρ(E [ρ(i)])−F [Dρ(E [ρ
(i)
F ])]

∣∣∣ . (4.16)

ただし, F は画像の反転操作であり, ρF は F [ρ]で定義される. モデルが対称性を完全に再現でき
ていれば, これら２つの指標は厳密にゼロになる.

表 4.2 はME , Mρ の結果を示しており, 対称性の考慮による MTL モデルの改善は見られない
ことがわかる. これは ResNet18が十分な表現能力を持っており, データセットも対称性を学習す
るのに十分対称であったことを示唆している. 実際２つの評価関数を MAE を比較すると, 評価
関数の方がエラーよりも小さいため, エラーの範囲で対称性が正しく再現できていることがわか
る. 本研究ではむしろモデルパラメータの初期値の方が結果に影響を与える. 一方で, 改良された
ResNet18と data augmentationを用いて密度を入力, binding energyを出力としたエネルギー推
定タスクを行なったところ, MAEは 52 keVに減少した. したがって, data augmentation自体は
精度の向上に役立つが, 我々のMTLモデルのような敵対的な振る舞いをするタスクに対しては, 必
ずしも寄与する必要はないと結論づけられる.

4.6 まとめ
4.6.1 結果
本研究では multi-task learning (MTL) を 236U の基底状態近傍の変形状態に適用することで,

密度とエネルギーの common feature representation の抽出を行なった. 学習データの生成のた
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め, ランダムポテンシャルのもとでの Skyrme Kohn-Sham Density Functional Theory (Skyrme

KS-DFT) の計算を行った. 我々のMTLモデルでは入力された密度は潜在変数に圧縮され, デコー
ダーにより潜在変数から入力密度の復元とエネルギーの推定が行われる. 多様体仮説と集団座標の
仮定の類似性から, 得られた潜在変数は集団座標の一種であると考えられる. 我々の研究はテスト
データのエネルギーと密度が, たった 2次元程度の潜在変数から同時に再現できることを明らかに
した. その一方で伝統的な多重極モーメントは, 少なくとも我々のデータセットに対して, ほとんど
情報を持っていなことも示された. 以上の結果は, 集団座標をダイナミクスを適切に反映させて選
ぶことの重要性を表している.

4.6.2 展望
本研究では, 潜在変数の抽出という目的で autoencoderを用いた. そこでMTLのデコーダーを
生成モデルとして利用したい場合は, Variationa Autoencoder (VAE) [35, 36] といった, 確率的
モデルを採用すべきである. 画像生成において汎化性能を獲得し, 訓練データに含まれない新規な
画像を生成することは容易ではない. この分野では, Generative Adversarial Networks（GANs）
[77, 78] や, 最近の研究では, Diffusion Models（DMs） [79, 80, 81] が成功を収めてきた. 特に,

DMはテキストから画像を生成するタスクにおいて state-of-the-art (SOTA) を達成している. し
たがって, このような最新の生成モデルを応用することで, 我々のMTLモデルを改良できると考え
られる.

核分裂を一貫して記述する潜在変数を抽出するためには, 本研究で用いたものより大きな変形状
態のデータを, 数多く収集する必要がある. この時, 潜在次元は 2から増大する可能性があることに
注意が必要である. しかし, 特にバリアトップのような場所で計算に不安定性が生じるため, ランダ
ムポテンシャルに対して大変形した状態を効率よく得るのは難しい. したがって, 人件費をかける
ことでデータを収集するか, DFTの収束アルゴリズムを工夫する必要がある. また DFTのフレー
ムワークにおいては, 多体の波動関数の情報は利用できないため, MTL から得られた情報を直接
GCM などに結びつけるのは難しい. したがって, 潜在変数に対する慣性質量を与える手法といっ
た, 本研究と集団模型を結びつける新しいアイディアが必要である.

近年の deep learningの著しい発展を支える形で, big dataを解析するための優れたツールが数
多く登場してきた [22, 23, 24]. その一方で, 原子核理論においてはデータセットは依然として不足
している. したがって, ImageNet [70] のような高品質で大規模なデータセットの登場が熱望され
る. このようなデータに対して, Vision Transformer (ViT) [41] は Conventional Neural Network

(CNN) のモデルより優れた性能を示すことが期待される. しかし, big dataに見合うだけの十億を
超えるようなパラメータを持つ大規模モデルを学習するには, 高価なGPUが複数台必要になる. 原
子核物理ではこれまで CPUを用いた計算が主に行われてきたため, 現状でそのような GPUサー
バーにアクセスするのは難しい. したがって, 将来的に大規模データを本研究のような手法で解析
するためには, GPUの確保は極めて重要な課題であることを強調しておく.
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結論

密度汎関数理論 (Density Functional Theory, DFT)は外場の下での基底状態ダイナミクスが密
度のみによって記述可能であるということを主張した理論で, 量子多体系の極めて困難な数値計算
を, ダイナミクスの自由度を大幅に減らすことにより実現可能にする. 実際の計算では粒子数密度
以外の局所密度量に依存した Kohn-Sham 型のエネルギー密度汎函数 (KS-EDF) が用いられ, 数
値解法には平均場理論と同じアルゴリズムが用いられる. 原子核理論における DFTでは KS-EDF

に分類される Skyrme EDF が用いられており, 原子核構造研究において多大な成功をもたらし
た. その一方で Skyrme EDF が本来の密度汎関数理論が主張するような密度のみに依存した汎函
数 (Orbital-free EDF) と等価であるかは, 自明ではない. これは原子核理論における DFTが, 簡
易的に定義はされているものの, 数学的に厳密に定義されているわけではないからである. また,

KS-EDFに基づく計算には粒子数の冪乗で増大するような計算コストがかかるため, 重い核の解析
には不利である.

KS-EDF では外場を入力とし, 最終的な出力としてその外場の元での基底状態の密度とエネル
ギーを得る. しかし電子系とは異なり, 原子核物理において外場は多くの場合単なる数学的な道具
であり, 外場の選び方に人間のバイアスが生じる. 伝統的に原子核の変形状態の解析に用いられて
きた多重極モーメントはその際たる例であり, 特に重い核において, それらが適切である保証はな
い. 原子核の重要な変形モードが何かという問いは, 核分裂の記述において重要となるため, ダイナ
ミクスに根差した議論が行われるべきである. しかし, KS-EDFにおいて我々ができることは外場
を入力することであり, バイアスから逃れることは難しい. この “外場の呪い”とも言うべきバイア
スにより, 原子核理論では長らくの間, 多重極モーメントのような仮定された変形モードが標準的に
用いられてきた.

以上で述べた OF-EDFの実在性と KS-EDFの計算コストの問題, 及び仮定された変形モードの
問題は未解決問題である. 本研究では, 深層学習を用いた新しいアプローチにより, これらの問題解
決に向けて取り組んだ.

まず, 第 3 章で Skyrme EDF を再現するような OF-EDF を得るために, 電子系で開発された
手法 [39] を原子核系に応用した. つまりランダムに生成されたポテンシャルのもとで Skyrme

Kohn-Sham DFTを解き, 対応する密度と binding energyからなるデータセットを生成した. ただ
し, surface typeの DDDI汎函数を用いることで, pairingの効果も考慮している. Coulomb term
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を無視した上で, 系として軸対称性と時間反転対称性を要請された 24Mg で解くことにより, 得ら
れた密度はグレースケールの画像と等価な形のデータとして与えられる. これらを用いて, 10 層
の隠れ層を持ったMulti-layer perceptron (MLP) により密度を入力, binding energy を出力とす
る教師あり学習を行ったところ, テストデータに対する推定誤差は 43 keV であった. これらは核
分裂への適用を考える上で無視できるほど小さい. このことは, リーズナブルなエラーの範囲内で
KS-EDFを再現するような OF-EDFが, 少なくとも我々のデータセットのドメインに対して存在
することを意味している. 同時に外場から binding energy や密度を推定するタスクに関して教師
あり学習を行った結果, それぞれ現象, 粒子数に比べて十分小さなエラーで推定することに成功し
た. また電子系の先行研究 [39] では調べられていない, 原子核をはじめとした引力系で重要とされ
る pairing energyに関しても, 密度の汎函数として調べた. テストデータに対する推定誤差は 157

keV であり, pairing のみに関しても密度から予言できることが明らかになった. 計算時間に関し
て, 与えられた密度や外場からエネルギーを推定する時間は従来の方法の 105 倍から 106 倍高速で
あった. この超高速なエネルギー推定により, 核分裂の最適なポテンシャルエネルギー平面の探索
といった未解決問題への応用が期待され, この意味で原子核構造研究を加速させ得る. また, ランダ
ムな調和振動子型の外場から生成された, 異なるデータセットに関して学習済みのモデルを適用し
たところ, 推定誤差は 306 keVであった. これは, 我々の学習済みモデルが異なるドメインのデー
タに対して一定の予言能力を持つことを意味している.

Skyrme EDFを再現するような OF-EDFの存在を保証する計算結果に動機付けられ, 第 4章で
は仮定された変形パラメータの正当性を, Skyrme DFT の枠組みで解析した. 軸対称性と時間反
転対称性のみを仮定した 236U に対して, 基底状態の変形ダイナミクスを調べるため, ランダムポ
テンシャルを用いて密度と binding energy からなるデータセットを生成し, multi-task learning

(MTL) により潜在変数抽出を行った. 我々のMTLモデルでは, エンコーダーにより密度は潜在的
な特徴量に圧縮され, デコーダーは入力された密度自身の復元とエネルギーの推定タスクを行う.

この時, 得られた潜在変数は 236Uのダイナミクスの情報を豊富に含んだ量であり, 多様体仮説と集
団座標の仮定の類似性から, 一種の集団座標であることが期待される. 我々のMTLモデルは, 潜在
変数の次元が２の場合であっても, 112 keVの誤差でエネルギーを推定し, 密度も autoencoderの
結果と遜色ない程正確に復元することに成功した. 一方で, 伝統的な変形パラメータである多重極
モーメントからエネルギーを推定する教師あり学習を行ったところ, 2 MeV程度の非常に大きいエ
ラーが得られた. つまり, 少なくとも我々のデータセットに対して, 多重極モーメントはダイナミク
スの情報をほとんど持っていない. 以上の結果により, ダイナミクスに根差した集団座標導出の重
要性は, ますます強調されたといえる.

本論文では data-drivenアプローチに基づく解析により, Skyrme EDFを再現する OF-EDFの
存在や計算速度の大幅な加速を示し, そして仮定された変形モードの問題点の定量的な評価とダイ
ナミクスに根差した集団座標を与える新しいアイディアを与えた. 本研究の意義は上記の結果のみ
ならず, ランダムポテンシャルという人間のバイアスの影響を受けにくい手法で生成されたデータ
に基づく deep learningの解析の有用性を示した点にも存在する. deep learningにおいてはデータ
が主役であり, その質と量が結果の良し悪しの大半を決めるといっても過言ではない. しかし原子
核物理において deep learningはまだ黎明期であり, データは依然として不足している. 本論文で示
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した結果は, 原子核コミュニティーにおいてデータ生成を促すものになっている. したがって今後
本研究に動機付けされ, 様々な原子核に対して人間のバイアスを極力排除したデータセットが生成
されることが期待される. これらのデータを統合することで, 十分な量のデータが集まれば, 様々な
原子核を同時に記述する OF-EDF の開発なども可能になる. さらに学習済みの OF-EDF と実験
データを組み合わせ, 転移学習のテクニックを用いることで, 新しい OF-EDFを与えることもでき
る. また, 集まったデータを deep learningの多様な解析手法により調べることで, 多重極モーメン
トといった人間のバイアスが入ったパラメータでは捉えることのできない, 原子核の新しい姿が見
えてくると考えられる. 本論文で示した研究は, このような人間のバイアスを排除した data-driven

アプローチに基づく原子核物理の新展開を誘発し, そして先駆ける内容である.
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Appendix A

Artificial Neural Network

A.1 Convolutional neural network

第 2 章で解説した Multi-layer perceptron (MLP) は, 典型的には入力ベクトルのサイズの自乗
に比例してパラメータ数が増大するため, Full HDのような大きい画像を取り扱うには不適切であ
る. 一方で, 画像のような空間的な構造があるデータを扱う場合, 局所的な特徴量に着目するという
アイディアが考えられる. また, 画像のある場所で局所的な特徴を捉えるように学習されたフィル
ターを考えると, 別の場所でも役に立つことが期待される. 以上のようなアイディアを反映させ, 大
きい画像に対してもパラメータ数がそれほど多くならない ANNが畳み込みニューラルネットワー
ク (Concolutional Neural Network, CNN)である.

CNNでは画像を主に扱うため, 入力ベクトルを x ∈ RCin×Hin×Win というテンソル形式で与える
とする. ただし, Hin,Win はそれぞれ入力画像の縦, 横のピクセルの数であり, Cin は channel数で
ある*1 この時, 2次元の convolutional layerの基本形は以下で与えられる:

yc′,h′,w′ := bc′ +

Cin∑
c=1

Kh∑
kh=1

Kw∑
kw=1

Wc′,c;kh,kwxc,Sh×(h′−1)+kh,Sw×(w′−1)+kw
. (A.1)

ただし, W ∈ RCout×Cin×Kh×Kw , b ∈ RCout は CNNのモデルパラメータであり, それぞれ重み行
列とバイアス項である. 一方で, 出力ベクトルは y ∈ RCout×Hout×Wout で与えられるテンソルであ
る. ここで, 整数 1 ≤ Kh ≤ Hin, 1 ≤ Kw ≤ Win は kernel size, 整数 Sh, Sw ≥ 1は stride と呼ば
れるハイパーパラメータある. この時, 和が xの添え字の範囲を越えないという条件

Sh(h′ − 1) + Kh <= Hin, (A.2)

Sw(w′ − 1) + Kw <= Win, (A.3)

*1 フルカラー画像の場合は Cin = 3 であるが, CNN ではこの数を隠れ層を順伝播する過程で変化させるため, 一般に
は正の整数値を考える必要がある.
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図 A.1 CNN の具体例. 入力は C = 1, H = W = 5 の画像であり, カーネルサイズは
C′ = 1,Kh = Hw = 1. strideに関しては Sh = 3, Sw = 2と縦横で異なるものを使い, バイア
ス項は 0とした. 各色は図の左右で対応している.

から出力と入力の次元の間の関係が与えられる. したがって, Gauss記号 [·]を用いることにより,

Hout =

[
Hin −Kh

Sh
+ 1

]
, (A.4)

Wout =

[
Win −Kw

Sw
+ 1

]
, (A.5)

が得られる. 計算の具体例を図 A.1 に示した.

定義から明らかなように, convolutional layerは fully-connected layerの特別な場合である. 具
体的には重み関数の作用する範囲の制限と, 異なるニューロン間におけるバイアス項と重み関数の
共有を行なった fully-connected layerである. したがって, MLPの場合と同様に backpropagation

を用いることができる.

上記の convolutional layer は, 画像の端の情報に関して参照される回数が少ない. そこで, 入
力画像の周囲を何らかの方法で埋め, 画像を大きくすることで, 端の情報を多く参照可能にすると
いう操作がしばしば行われる. これは padding と呼ばれ, 通常は画像の四方をゼロで埋める zero

padding が用いられる. 上下方向, 左右方向はそれぞれ同じだけ画像サイズを増やすため, 上下方
向の padding sizeを Ph, 左右方向の padding sizeを Pw とすると, 有効的にWin → Win + 2Pw,

Hin → Hin + 2Ph というサイズの画像を paddingなしで入力した場合とみなすことができる. し
たがって, 入力次元と出力次元の間の関係は

Hout =

[
Hin + 2Ph −Kh

Sh
+ 1

]
, (A.6)

Wout =

[
Win + 2Pw −Kw

Sw
+ 1

]
, (A.7)

となる. paddingの具体例は図 A.2 に示した.

最後に dilation という, 広範囲のセルの影響を取り入れるための操作について述べる. dilation

を扱った convolutionは dilated convolutionと呼ばれ, kernelを単純に作用させるのではなく, い
くつかのセルをスキップしながら作用させる. つまり, 図 A.3 のようにカーネルに 0を入れて拡大
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図 A.2 padding の具体例. 入力は C = 1, H = W = 3 の画像に対して, Pw = Ph = 1 の
zero paddingを行なっている. 各色は図の左右で対応している.
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図 A.3 dilation の具体例. サイズが C′ = 1,Kh = Kw = 2 のカーネルに対して, Dh =

Dw = 2の dilation を行なうと, 図の右側のカーネルを使う操作と等価である. ただし, 何も入
力していないセルに関しては, 画像に作用させる際に計算を行わないものとする.

し, その新しいカーネルで convolutionを行う. そこで上下方向, 左右方向の dilation sizeをそれぞ
れDh, Dw とすると, 有効的にカーネルサイズをKw → KwDw −Dw + 1, Kh → KhDh−Dh + 1

と変更した場合とみなせるため,

Hout =

[
Hin + 2Ph −Dh(Kh − 1)− 1

Sh
+ 1

]
, (A.8)

Wout =

[
Win + 2Pw −Dw(Kw − 1)− 1

Sw
+ 1

]
, (A.9)

という出力の次元を得る*2

*2 この他にも grouped convolution layer [15] なども存在するが, ここでは省略する.
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A.2 Vision transformer

A.2.1 Transformer

2017年, Google Reserchと Google Brainにより “Attention Is All You Need”という論文が発
表され, 機械学習業界にブレイクスルーが起きた [16]. これはタイトル通り, Attention機構のみを
用いて自然言語処理を実行するというアイディアを提示した論文である. Attention機構とは, 自然
言語処理分野でこの論文以前に存在した, 単語間の重要度を測るような操作である. この Attention

機構から構成されたネットワークは原論文 [16] では Transformer と呼ばれ, 現在の大規模言語モ
デル (Large Language Model, LLM) で標準的に用いられている*3.

Transformerのアーキテクチャーは図 A.4に示されている. これらのうち, mutil-head attention

を説明するため, まず scaled dot-product attentionについて説明する. これは, 次のような線形変
換と softmax関数を組み合わせた操作である:

Attention(Q,K, V ) := softmax

(
QKT

√
dk

)
V. (A.10)

ただし, Q,K, V はそれぞれ query, key, value と呼ばれる量で, Q,K ∈ Rn×dk , V ∈ Rn×dv とい
う行列で与えられるものとする. つまり, QKT ∈ Rn×dn を

√
dk でスケールさせ, QKT の右側の

足に関して softmaxを作用させ正規化を行なった後, V と行列積を取る. したがって, queryと key

で重みを作ることで, valueのどの値に注意を向けるかを決めるモジュールと解釈される. 入力が文
章であれば, 文脈を捉えるような操作に相当する.

ここで原論文に従い Q,K, V ∈ Rn×dmodel と変数を定義し直す. この時, scaled dot-product

attentionを用いることで multi-head attentionは次のように定義される:

MultiHead(Q,K, V ) := Concat(head1, · · · , headh)WO. (A.11)

ただし,

headi := Attention(QWQ
i ,KWK

i , V WV
i ), (A.12)

である. 各変数は, WQ
i ,WK

i ∈ Rdmodel×dk ,WV
i ∈ Rdmodel×dv ,WO ∈ Rhdv×dmodel で定義さ

れるパラメータ行列である. また, Concat は行列を列の方向に積み重ねる操作を表す. 通常
dk = dv = dmodel/hとなるように取られる. ただし dk, dv が整数になるように hが選ばれること
に注意が必要である. このように, 複数の headを用いて異なる attentionを同時に行うことで, 多
様な注意の向け方を考慮できる. 入力が文章であれば, 多様な文脈を同時に捉えるような操作を可
能にする.

*3 ChatGPT [17] の GPTは Generative Pre-trained Transformerの略である.
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図 A.4の Transformerブロックは以下の一連の流れとして定義される.

1. multi-head attention

2. residual connection [68]

3. layer normalization [82]

4. Feed-Forward (原論文では fully-connected layerを使用)

5. residual connection

6. layer normalization

ここで, 現代的には layer normalization の位置が異なっていたり, Feed-Forward として Gated

Linear Unit (GLU) [83] といった別のモジュールが用いられるなどの違いがある.

A.2.2 ViT

Transformer を画像認識タスクに応用し, CNN 系の SOTA モデルを超えたのが Vision Trans-

former (ViT) [41] である. 画像をパッチに分割し, そのパッチをトークンとみなしてベクトル空
間に埋め込むことで, 自然言語処理の場合と同様に Transformer ブロックを用いることができる.

ViTではこのアイディアに基づき, モデルが設計されている (図 A.5を参照). 以下では ViTの計
算を入力から順番に解説してゆく.

入力として画像 x ∈ RC×H×W を考える. この画像を Ph × Pw のパッチに分割し, それぞれの
パッチを

x1
p,x

2
p, · · · ,xN

p ∈ RCPhPw , (A.13)

というベクトル量で表す. ただし, N := HW/(PhPw)が整数になるような画像サイズやバッチサ
イズを選ぶものとする. これらの量を単一のパラメータ行列E ∈ RCPhPw×D を用いることで, D次
元のベクトルに埋め込む. ここで, パッチ間の位置関係の情報を保持するため, position embedding

により Epos ∈ R(N+1)×D を導入する. ただし, これは学習可能なパラメータとして用意される. ま
た, class token と呼ばれるベクトルを xclass ∈ RD により用意し, 学習可能なパラメータとする.

これらを用いて

zin := (xclass,x
1
pE,x2

pE, · · · ,xN
p E)T + E ∈ R(N+1)×D, (A.14)

とまとめることで, Transformerブロックの入力とする.

ViTでは, オリジナルの Transformerブロック (図 A.4を参照)とは異なり, 先に layer normal-

izationを行ってから multi-head attentionを作用させる. また Feed-Forward部分に関しても, 順
番が変わっていることに注意が必要である. この Transformerブロックを L回繰り返す. その出力
として得られる zout ∈ R(N+1)×D の最初の行のベクトルを zout

0 ∈ RD とし, このベクトルのみを
１層の隠れ層を持つMLPに受け渡すことで最終的な出力を得る.

以上のアイディアにより, ViTは Noisy Student [84]という当時 ImageNet [70] に対して state-

of-the-art (SOTA) を達成していたモデルを打ち破った. ただ, ViT で良い性能を出すには大規
模なデータによる事前学習が必要であることに注意が必要である. 実際に 2.2 節で行ったような
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図 A.4 Transformer のモデルアーキテクチャー. 入力は左側のグレーの領域で表される
Transformer ブロックの繰り返しによりエンコードされ, 右側のデコーダーに用いられること
で, 目的のタスクに必要とされる確率分布の出力を得る. 例えば翻訳タスクでは, 日本語の文章
を学習済みの Transformer に入力すると, 対応する英文の一つ目の単語として最も確率の高い
ものがデコーダーの出力である確率分布から分かり, その結果を逐次的にデコーダーに入力する
ことで, 英語訳した文章全体を得ることができる. Transformerの原論文 [16] から抜粋.
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図 A.5 Vision Transformer のアーキテクチャ. 入力画像はパッチに分割され, それぞれベク
トル空間に埋め込まれることで, Transformer ブロックが使用可能になる. ただし, パッチ間の
配置の情報を入れ込むため position embedding を行う. Transformer ブロックを L 回繰り返
し, 最終的な出力の一部に MLP を作用させ, 出力層に渡すことで多クラス分類タスクなどを
行う.

MNISTに対して単純に ViTを用いると, CNN系のモデルよりも悪い結果が得られる.

近年 ViTのアイディアは一般化され, MetaFormerという概念が導入された [85]. MetaFormer

の主張では, 入力ベクトルを layer normなどで正規化した後, multi-head attentionのようなトー
クンを混ぜる操作を行ってから, 入力ベクトルに対する skip connection を行うこと自体が重要で
あり, attentionそのものがモデル性能向上に寄与したわけではないという. 彼らはその考えに基づ
き, PoolFormer という attention の代わりに pooling layer を利用したモデルで計算を行い, ViT

と遜色のない性能を得ている.
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Appendix B

軸対称系の Skyrme-Hartree-Fock-BCS

B.1 Kohn-Sham方程式
B.1.1 時間反転対称性
軸対称性と時間反転対称性を要請した場合の Kohn-Sham方程式に関して, 具体的な数値計算を
再現する上で必要な方程式について述べる. 以下では, BCS ansatz が正当化されるために必要な
時間反転対称性のみを要請する. 最小化問題 (1.25) は変分により解くことができる. しかし, BCS

ansatzのもとでの Kohn-Sham軌道やその占有率には∫
d3rφ∗

q,k(r)φq,k′(r) = δk,k′ , (B.1)∫
d3r, ρq(r) =

∑
k>0

v2q,k = Nq, (B.2)

という条件が必要である. ただし, 陽子数を Np, 中性子数を Nn とした. したがって KS-DFTを解
くには, 拘束条件付き変分問題を扱う必要がある:

δv2
q,k

{
ESkyrme[ρq, τq,Jq] + EDDDI[ρ, ρ̃q] +

∑
q=p,n

∫
d3r vq(r)ρq(r)− F

}
= 0, (B.3)

δφ∗
q,k

{
ESkyrme[ρq, τq,Jq] + EDDDI[ρ, ρ̃q] +

∑
q=p,n

∫
d3r vq(r)ρq(r)− F

}
= 0. (B.4)

ただし,

F =
∑
k

ϵ̃q,k

(∫
d3r φ∗

q,k(r)φq,k(r)− 1

)
−
∑

q=n,p

λq

(∑
k>0

v2q,k −Nq

)
, (B.5)

である. ここで, 後ほど分かるように, Kohn-Sham軌道の直交性は自動的に課すことができるため,

議論を簡単化するため, この段階で規格化のみ拘束条件として考慮する. (B.3) 式の変分問題は,

v2q,khqφq,k − v2q,k
Vqγ

4ρ0

(
ρ(r)

ρ0

)γ−1

ρ̃q(r)2φq,k + v2q,kvq(r)φq,k = ϵ̃q,kφq,k, (B.6)
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で与えられる. ただし,

hq := −∇ · ℏ2

2m∗(r)
∇+ Uq(r)− iBq(r) · (∇× σ) (B.7)

ℏ2

2m∗(r)
=

ℏ2

2m

(
1− 1

A

)
+ b1ρ− b′1ρq, (B.8)

Uq(r) := b0ρ− b′0ρq + b1τ − b′1τq
b3
3

(α + 2)ρα+1 − b′3
3

{
αρα−1

∑
q

ρ2q + 2ραρq

}
− b4∇ · J − b′4∇ · Jq + b′2∇2ρq − b2∇2ρ, (B.9)

Bq := b′1Jq + b4∇ρ + b′4ρq, (B.10)

である. ここで, ϵ̃q,k := v2q,kϵq,k と Lagrange の未定乗数をスケール変換することで, (B.7) 式は
pairing のない場合の Kohn-Sham 方程式と等価になる. また, 固有値問題の形式になっているた
め, 各 Kohn-Sham軌道の直交性は保証される. 実際の計算では, しばしば (B.7)式左辺第 2項と,

(B.10)式右辺第 1項は無視される [66, 86]. 本論文でもこれらの項は無視している.

一方, v2q,k に関する変分 (B.4)式は, (B.6)式を用いることで,

ϵq,k −
1− 2v2q,k

2
√

v2q,k(1− v2q,k)
∆q,k = λq (B.11)

と計算される. ただし,

∆q,k :=
Vq

2

∫
d3r

{
1−

(
ρ

ρ0

)γ}
ρ̃|φq,k|2, (B.12)

である. 以上の式を v2q,k について解くことで

v2q,k =
1

2

1− ϵq,k − λq√
(ϵq,k − λq)2 + ∆2

q,k

 , (B.13)

を得る. ただし拘束条件から,

1

2

∑
k>0

1− ϵq,k − λq√
(ϵq,k − λq)2 + ∆2

q,k

 = Nq, (B.14)

となる.

B.1.2 軸対称性
軸対称性がある場合, つまり１粒子 Hamiltonianが z 方向の全角運動量演算子 Ĵz と可換になる
場合を考える. すると Kohm-Sham軌道は Ĵz の固有状態となるので,

φq,kΩ,Ω(r, z, ϕ) =
1√
2π

(
ei(Ω−1/2)ϕφ−

q,kΩ,Ω(r, z)

ei(Ω+1/2)ϕφ+
q,kΩ,Ω(r, z)

)
(B.15)
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と書くことができる. ただし, Ĵz の固有値を ℏΩ, Ω ∈ Z + 1
2 とし, Kohn-Sham 軌道の量子数を

k = (kΩ,Ω)と書いた. この時, ρq, τq,∇ · Jq, ρ̃q が r, z のみに依存していることがわかる*1:

ρq(r, z) =
1

π

∑
Ω>0

∑
kΩ

v2K
∑
s=±
|φs

K |2, (B.16)

τq(r, z) =
1

π

∑
Ω>0

∑
kΩ

v2K
∑
s=±

(
Ω2

s|φs
K |2 + |∂rφs

K |2 + |∂zφs
K |2
)
, (B.17)

∇ · Jq = − 2

π

∑
Ω>0

∑
kΩ

v2K
∑
s=±

s
{
∂rφ

s
K∂zφ

−s
K + Ωsφ

s
K(∂rφ

s
K + s∂zφ

−s
K )
}
, (B.18)

ρ̃q(r, z) = − 1

π

∑
Ω>0

∑
kΩ

uKvK
∑
s=±
|φs

K |2. (B.19)

ただし, 量子数をK = (q, kΩ,Ω)と略記した. また,

Ω± :=
Ω± 1/2

r
, (B.20)

である. 軸対称な場合の Kohn-Sham軌道と local densityの表式を (B.6)式に代入することで,(
t− + Uq + Br

qΩ− + vq −Bz
qΩ+ −Bz

q∂r + Br
q∂z

−Bz
qΩ− + Bz

q∂r −Br
q∂z t+ + Uq −Br

qΩ+ + vq

)(
φ−
K

φ+
K

)
= ϵK

(
φ−
K

φ+
K

)
, (B.21)

を得る. ただし,

t± :=
ℏ2

2m∗

{
∂2

∂r2
+

1

r

∂

∂r
− Ω2

± +
∂2

∂z2

}
+

(
∂f

∂r

ℏ2

2m∗

)
∂

∂r
+

(
∂f

∂z

ℏ2

2m∗

)
∂

∂z
, (B.22)

Br
q :=

∂

∂r
(b4ρ + b′4ρq), (B.23)

Bz
q :=

∂

∂z
(b4ρ + b′4ρq), (B.24)

である.

B.2 数値計算アルゴリズム
実際の計算では, 量子数の和は有限で打ち切られる:

∑
Ω>0

∑
kΩ

→
Ωmax∑
Ω>0

∑
kΩ,ϵK<ϵcut

. (B.25)

*1 軸対称性を課すという条件に関して, 1粒子 Hamiltonian から出発するのではなく, この local density に対する条
件から始めても同じ結果を得ることができる.
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ただし, Ωmax は角運動量量子数の最大値であり, ϵcut は Kohn-Sham の軌道エネルギーに対する
カットオフである. また, 解くべき方程式を以下のように表示する:

hq,Ωφq,Ω,kΩ
(r, z) = ϵq,Ω,kΩ

φq,Ω,kΩ
(r, z), (B.26)

∆q,Ω,kΩ =

∫
d3r ∆q(r)|φq,Ω,kΩ |2 (B.27)

v2q,Ω,kΩ
=

1

2

1− ϵq,Ω,kΩ
− λq√

(ϵq,Ω,kΩ − λq)2 + ∆2
q,Ω,kΩ

 . (B.28)

ただし,

hq,Ω :=

(
t− + Uq + Br

qΩ− + vq −Bz
qΩ+ −Bz

q∂r + Br
q∂z

−Bz
qΩ+ + Bz

q∂r −Br
q∂z t+ + Uq −Br

qΩ+ + vq

)
, (B.29)

∆q(r) :=
Vq

2

∫
d3r

{
1−

(
ρ

ρ0

)γ}
ρ̃, (B.30)

φq,Ω,kΩ(r, z) :=

(
φ−
q,Ω,kΩ

(r, z)

φ+
q,Ω,kΩ

(r, z)

)
(B.31)

とする. ここで, 方程式が Kohn-Sham 軌道と占有率に対して非線形であるため, iterative に解か
なければならない. この時, hq,Ω や ∆q を iterationの過程で適切に更新する必要がある. 最も単純
な方法は simple mixingで, これは一つ前の iterationで計算した hold

q,Ω,∆
old
q と現在の iterationで

求めた hq,Ω,∆q を一定の割合で混ぜ合わせる手法である. ただし, hq,Ω の初期条件として, 典型的
にはWoods− Saxonポテンシャルや変形調和振動子ポテンシャルが用いられる. 一方で ∆q の初
期値には ∆q = 12/

√
Aが用いられる. この更新則に従い, binding energy や平均場ポテンシャル

が収束するまで計算を続ける. 以上の軸対称系における Skyrme Kohn-Sham DFT のアルゴリズ
ムは Algorithm 1 にまとめている. ただし, 本研究における計算では iteration の収束がより速い
modified Broyden algorithm [87] を用いている. しかし, 研究の再現という観点では本質的ではな
いため, 省略する.
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Algorithm 1 軸対称系における Kohn-Sham BCSスキーム
Require: b0−4, b

′
0−4, α, γ, ρ0, Vq : Model parameters

Require: Ωmax, ccut : cut-off parameters

Require: βmix ∈ (0, 1) : Mixing parameter

1: hq,Ω,∆q, λq ← Initial values

2: repeat

3: for q = n, p do

4: for Ω = 1/2, 3/2, . . . ,Ωmax do

5: Calculate hq,Ωφq,Ω,kΩ
(r, z) = ϵq,Ω,kΩ

φq,Ω,kΩ
(r, z) ▷ Eq. (B.26)

6: for all kΩ do

7: Calculate ∆q,Ω,kΩ ▷ Eq. (B.27)

8: end for

9: end for

10: repeat

11: for all Ω, kΩ do

12: if ϵq,Ω,kΩ
< ϵcut then

13: Calculate v2q,Ω,kΩ
▷ Eq. (B.28)

14: else

15: v2q,Ω,kΩ
← 0

16: end if

17: end for

18: Ñq ← 2
∑Ωmax

Ω>0

∑
kΩ

v2q,Ω,kΩ

19: λq ← λq + (Nq − Ñq)/(dNq/dλq)

20: until Ñq is converged

21: Calculate ρq, τq,∇ · Jq, ρ̃q ▷ Eqs. (B.16, B.17, B.18, B.19)

22: end for

23: for q = n, p do

24: for Ω = 1/2, 3/2, . . . ,Ωmax do

25: hold
q,Ω ← hq,Ω

26: Calculate hq,Ω ▷ Eq. (B.29)

27: hq,Ω ← βmixhq,Ω + (1− βmix)hold
q,Ω ▷ simple mixing

28: end for

29: ∆old
q ← ∆q

30: Calculate ∆q ▷ Eq. (B.30)

31: ∆old
q ← βmix∆q + (1− βmix)∆old

q ▷ simple mixing

32: end for

33: Ebin ← ESkyrme[ρq, τq,Jq] + EDDDI[ρq, ρ̃q]

34: until Ebin is converged
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Ngo, David Regnier, and Raphael David Lasseri. Building surrogate models of nuclear

density functional theory with gaussian processes and autoencoders. Front. Phys., Vol. 10,

, 2022.

[61] Michael Crawshaw. Multi-task learning with deep neural networks: A survey. ArXiv, Vol.

abs/2009.09796, , 2020.

https://www.kaggle.com
https://icecube.wisc.edu/news/outreach/2023/06/winners-of-icecube-machine-learning-competition-announced/
https://icecube.wisc.edu/news/outreach/2023/06/winners-of-icecube-machine-learning-competition-announced/


86 参考文献

[62] X.H. Wu, Y.Y. Lu, and P.W. Zhao. Multi-task learning on nuclear masses and separation

energies with the kernel ridge regression. Phys. Lett. B, Vol. 834, p. 137394, 2022.

[63] Zu-Xing Yang, Xiao-Hua Fan, Zhi-Pan Li, and Haozhao Liang. A kohn-sham scheme

based neural network for nuclear systems. Phys. Lett. B, Vol. 840, p. 137870, 2023.

[64] D. Vautherin and D. M. Brink. Hartree-fock calculations with skyrme’s interaction. i.

spherical nuclei. Phys. Rev. C, Vol. 5, pp. 626–647, Mar 1972.

[65] R. Navarro Perez, N. Schunck, R.-D. Lasseri, C. Zhang, and J. Sarich. Axially deformed

solution of the skyrme–hartree–fock–bogolyubov equations using the transformed har-

monic oscillator basis (iii) hfbtho (v3.00): A new version of the program. Comput. Phys.

Commun., Vol. 220, pp. 363–375, 2017.

[66] E. Chabanat, P. Bonche, P. Haensel, J. Meyer, and R. Schaeffer. A skyrme parametrization

from subnuclear to neutron star densities part ii. nuclei far from stabilities. Nucl. Phys.

A, Vol. 635, No. 1, pp. 231–256, 1998.

[67] G. F. Bertsch, W. Younes, and L. M. Robledo. Scission dynamics with k partitions. Phys.

Rev. C, Vol. 97, p. 064619, Jun 2018.

[68] Kaiming He, Xiangyu Zhang, Shaoqing Ren, and Jian Sun. Deep Residual Learning for

Image Recognition. In Proceedings of 2016 IEEE Conference on Computer Vision and

Pattern Recognition, CVPR ’16, pp. 770–778. IEEE, June 2016.

[69] LSVRC2015. https://www.image-net.org/challenges/LSVRC/2015/index.php.

[70] Jia Deng, Wei Dong, Richard Socher, Li-Jia Li, Kai Li, and Li Fei-Fei. Imagenet: A

large-scale hierarchical image database. In 2009 IEEE conference on computer vision and

pattern recognition, pp. 248–255. Ieee, 2009.

[71] Kaiming He, Xiangyu Zhang, Shaoqing Ren, and Jian Sun. Delving deep into rectifiers:

Surpassing human-level performance on imagenet classification. In 2015 IEEE Interna-

tional Conference on Computer Vision (ICCV), pp. 1026–1034, 2015.

[72] Augustus Odena, Vincent Dumoulin, and Chris Olah. Deconvolution and checkerboard

artifacts. Distill, 2016.

[73] R. Cipolla, Y. Gal, and A. Kendall. Multi-task learning using uncertainty to weigh losses

for scene geometry and semantics. In 2018 IEEE/CVF Conference on Computer Vision

and Pattern Recognition (CVPR), pp. 7482–7491, Los Alamitos, CA, USA, jun 2018.

IEEE Computer Society.

[74] S. Liu, E. Johns, and A. J. Davison. End-to-end multi-task learning with attention. In

2019 IEEE/CVF Conference on Computer Vision and Pattern Recognition (CVPR), pp.

1871–1880, Los Alamitos, CA, USA, jun 2019. IEEE Computer Society.

[75] Christoph Schuhmann, Romain Beaumont, Richard Vencu, Cade W Gordon, Ross Wight-

man, Mehdi Cherti, Theo Coombes, Aarush Katta, Clayton Mullis, Mitchell Worts-

man, Patrick Schramowski, Srivatsa R Kundurthy, Katherine Crowson, Ludwig Schmidt,

Robert Kaczmarczyk, and Jenia Jitsev. LAION-5b: An open large-scale dataset for train-

https://www.image-net.org/challenges/LSVRC/2015/index.php


87

ing next generation image-text models. In Thirty-sixth Conference on Neural Information

Processing Systems Datasets and Benchmarks Track, 2022.

[76] Kaiyang Zhou, Ziwei Liu, Yu Qiao, Tao Xiang, and Chen Change Loy. Domain gener-

alization: A survey. IEEE Transactions on Pattern Analysis and Machine Intelligence,

Vol. 45, No. 4, pp. 4396–4415, 2023.

[77] Ian Goodfellow, Jean Pouget-Abadie, Mehdi Mirza, Bing Xu, David Warde-Farley, Sherjil

Ozair, Aaron Courville, and Yoshua Bengio. Generative adversarial nets. In Z. Ghahra-

mani, M. Welling, C. Cortes, N. Lawrence, and K.Q. Weinberger, editors, Advances in

Neural Information Processing Systems, Vol. 27. Curran Associates, Inc., 2014.

[78] Jie Gui, Zhenan Sun, Yonggang Wen, Dacheng Tao, and Jieping Ye. A review on gener-

ative adversarial networks: Algorithms, theory, and applications. IEEE Transactions on

Knowledge and Data Engineering, Vol. 35, No. 4, pp. 3313–3332, 2023.

[79] Jascha Sohl-Dickstein, Eric Weiss, Niru Maheswaranathan, and Surya Ganguli. Deep

unsupervised learning using nonequilibrium thermodynamics. In Francis Bach and David

Blei, editors, Proceedings of the 32nd International Conference on Machine Learning,

Vol. 37 of Proceedings of Machine Learning Research, pp. 2256–2265, Lille, France, 07–09

Jul 2015. PMLR.

[80] Jonathan Ho, Ajay Jain, and Pieter Abbeel. Denoising diffusion probabilistic models. In

H. Larochelle, M. Ranzato, R. Hadsell, M.F. Balcan, and H. Lin, editors, Advances in

Neural Information Processing Systems, Vol. 33, pp. 6840–6851. Curran Associates, Inc.,

2020.

[81] Ling Yang, Zhilong Zhang, Yang Song, Shenda Hong, Runsheng Xu, Yue Zhao, Wentao

Zhang, Bin Cui, and Ming-Hsuan Yang. Diffusion models: A comprehensive survey of

methods and applications, 2023.

[82] Jimmy Lei Ba, Jamie Ryan Kiros, and Geoffrey E. Hinton. Layer normalization, 2016.

[83] Yann N. Dauphin, Angela Fan, Michael Auli, and David Grangier. Language modeling

with gated convolutional networks, 2017.

[84] Qizhe Xie, Minh-Thang Luong, Eduard Hovy, and Quoc V. Le. Self-training with noisy

student improves imagenet classification. In Proceedings of the IEEE/CVF Conference on

Computer Vision and Pattern Recognition (CVPR), June 2020.

[85] Weihao Yu, Mi Luo, Pan Zhou, Chenyang Si, Yichen Zhou, Xinchao Wang, Jiashi Feng,

and Shuicheng Yan. Metaformer is actually what you need for vision. In 2022 IEEE/CVF

Conference on Computer Vision and Pattern Recognition (CVPR), pp. 10809–10819, 2022.

[86] E. Terán, V. E. Oberacker, and A. S. Umar. Axially symmetric hartree-fock-bogoliubov

calculations for nuclei near the drip lines. Phys. Rev. C, Vol. 67, p. 064314, Jun 2003.

[87] D. D. Johnson. Modified broyden’s method for accelerating convergence in self-consistent

calculations. Phys. Rev. B, Vol. 38, pp. 12807–12813, Dec 1988.


	Ì꤀엙È였듘¿췽Ï쀀¸똀믒³쬀쪪Í�
	Ì꤀엙È였듘¿췽Ï�
	Kohn-Sham scheme
	Skyrme EDF
	Ë�쿀Ê렀Ì�얪¤저립À�

	¿밀쇘³�³딀쿀
	¥쬀ꗥ¡밀ꗩ¥ꗍ¥쌀ꗈ¥ꆼ¥�
	º윀얬²봀볪Ë�
	È였늽¤저ꗉ¥ꖤ¥�

	Deep learning¤쬀ꓨ¤匀欀礀爀洀攀ꖨ¥촀ꗫ¥글ꆼÌ꤀엙È였좡¿º였립Ã�
	KS-EDF¤츀쳤Â엀¤저떡³ꌀ돘½�
	¼쮡:¥ꗳ¥쀀ꗠ¥�ꗆ¥ꖷ¥ꗫ¤저뾼Á�½�
	·닌¡꜀㈀㐀䴀最OF-EDF
	¤�¤�

	Multi-task learning¤쬀ꓨ¤㈀㌀㘀唀À뫟Ê턀뿴¤츀닲À�
	³뀀뻬¤츀볶¤ꐀ½렀쏄±뼀우
	¥윀ꆼ¥뼀ꖻ¥쌀ꗈ
	Multi-task learning
	É븀닁´뷠
	·닌¡꜀㈀㌀㘀唀À뫟Ê턀뿴
	¤�¤�

	·쿀
	Artificial Neural Network
	Convolutional neural network
	Vision transformer

	¼됀싐¾츀럏¤츀匀欀礀爀洀攀ⴀ䠀愀爀琀爀攀攀ⴀ䘀漀挀欀ⴀ䈀䌀�
	Kohn-ShamÊﴀ쓸¼�
	¿쏍·휀뮻¥ꈀꗫ¥됀ꗪ¥먀ꗠ

	»눀맍Ê렀뢥

