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あらまし

ある情報源が生成する事象を逐次的に予測する問
題について, Cesa-Bianchi らは, 複数の予測戦略が
それぞれ出力した予測を統合し自らの予測を決定す
るという予測アルゴリズムのモデルを提案した. こ

のモデルでは, 各予測戦略と予測アルゴリズムの損
失は予測を誤る回数の期待値で評価され, 予測アル
ゴリズムの目標は, 最適な予測戦略との損失の差を
最小にすることである. 本稿ではこのモデルを拡張
し, 予測戦略と予測アルゴリズムは, 予測の他に予
測に関する確信度を表すパラメータ (賭金) も出力す
ることとし, その損失を失われた賭金の量で評価す
る. このモデルの下でも, 予測戦略の出力する賭金
の時系列がすべて等しい場合には, Cesa-Bianchi ら
の手法を用いて, 予測戦略に依存する最適な予測ア
ルゴリズムと, 予測戦略に依存しないほぼ最適で効
率の良い予測アルゴリズムか構成できることを示す,

1はじめに

ある情報源か生成した事象の系列から, 未来の事
象をいかに予測するかという実時間予測問題は機械
学習の分野における中心的な課題のひとつであり, 数
多くの予測モデルか提案されている [1, 2, 3, 4, 5, 6].
この問題について, Cesa-Bianchi らは, 複数の予測
戦略がそれぞれ出力した予測を統合し自らの予測を
決定するという実時間予測モデルを提案した [2]. か
れらの予測モデルは次のような状況をモデル化した
ものである.
いま, 競馬のレースが $T$ 回続けて行なわれるもの

とする. 第 $t$ レース $(1 \leq t\leq T)$ において, 本命馬
が勝つ事象を $y_{t}=1$ , 本命馬が負ける事象を $y_{t}=0$

で表す. このレース全体に関して, $N$ 人の予想屋亀
$(1 \leq i\leq N)$ がいるものとする. 予想屋亀 $[] 3:,$ $t-1$
レースが終った後, 次のレース $t$ の予想 $\xi_{i,t}\in[0,1]$

を行なう. ここで, $\xi_{i,t}$ を, 本命馬が来ると予想する
確率 (すなわち, 確率 $\xi_{i,t}$ で $y_{t}=1$ と予想し, 確
率 $1-\xi_{i,t}$ で $y_{t}=0$ と予想する) と解釈すると, $\mathcal{E}_{i}$

か予想をはずす確率は $|\xi_{i,t}-y_{t}|$ で表せる 1. すると,
レース全体に対して予想屋 $\mathcal{E}_{i}$ が予想をはずす回数の

1ここて, 実際の事象 $y_{t}$ は, 馬の血統やコンディション, 馬
場の状態などから, レース前にすてに運命的に定まっていると考
える.

期待値は, $\sum_{t=1}^{T}|\xi_{i,t}-y_{t}|$ で表される. これを $\mathcal{E}_{i}$ の

損失と呼ぶ. さて, 競馬に関してはまったくの素人
である計算機科学者 $A$ が上と同じ予想を始めるとす
る. $A$ は素人なので, 第 $t$ レースの予想 $\psi_{t}$ $\in[0,1]$

を決めるに際し, 各予想屋の予想とこれまでの各予
想屋の成績だけを参考にすることにする. $A$ の目標
は, $A$ の損失 $\sum_{t=1}^{T}|\psi_{t}-y_{t}|$ と最終的に最も成績の
良かった (損失か最小の) 予想屋の損失との差を最小
にすることである.

Cesa-Bianchi らは, このモデルの下で, 任意の事
象の系列 $y=(y_{1}, \ldots, y\tau)$ に対する各予想屋 (予測戦
略) の予想\xi i,1, $\ldots,$

$\xi i,T$ が $y$ から計算できると仮定し
た場合の, ゲーム理論に基づく最適な予測アルゴリ
ズムを与えた. これは, このモデルにおける予測ア
ルゴリズムの理論的な限界をも意味している. また,
彼らは, Littlestone と Warmuth による重みつき多
数決アルゴリズム $[4, 5]$ を用いて, 上で述べた仮定を
置かない (予測戦略のアルゴリズムに依存しない) 効
率の良い予測アルゴリズムを構成した. このアルゴ
リズムは, $T=\Omega(\log N)$ ならば, ほぼ最適となる.
しかし, このモデルには予想に対する投資の概念

がないため, 競馬や株の相場の予想のような, より
現実的な状況をモデル化するには不十分である. 本
研究では, このモデルを拡張し, 予測に関する確信
の度合いを表すパラメータである投資の概念を導入
する. すなわち, 予測戦略と予測アルゴリズムは, 予
測の他にその予測に対する賭金を出力し, その損失
を失われた賭金の量で評価することにする. この新
しいモデルは, 次のような状況をモデル化したもの
である.
予想屋 $\mathcal{E}_{i}$ が, 第 $t$ レースで $\xi_{i,t}$ という予想に $ly_{i,t}$

を賭けるとする. ここで, 賭金 $b_{i,t}$ を, 本命馬か勝
つという予想に $b_{i,t}\xi_{i,t}$ , 本命馬か負けるという予想
に $b_{i,t}(1-\xi i,t)$ と振り分けるものと解釈すると, こ

のレースにおいて亀か失う賭金は, $b_{i,t}|\xi_{i,t}-y_{t}|$ で

表せる 2. 従って, レース全体に対する $\mathcal{E}_{i}$ の損失は,
$\sum_{t=1}^{T}b_{i,t}|\xi_{i,t}-y_{t}|$ で自然に表せる. 計算機科学者 $A$

は, 各予想屋の予想と賭金, それにこれまでの予想屋
の成績を参考に, 第 $t$ レースにおける予想吻と賭金
$a_{t}$ を決める. $A$ の目標は, $A$ の損失 $\sum_{T=1}^{T}a_{t}|\psi_{t}-yt|$

と最終的に最も成績が良かった (損失が最小の) 予想

2今回のモデルでは, 予想か当たっても儲けはないものとする.
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屋の損失との差を最小にすることである. ただし,
このモデルでは儲けを考えていないので, 常に賭金
を $0(at=0)$ にすることによって損失を $0$ にする
ことができてしまう. そこで, レース全体に対する
賭金の総額 $M$ をあらかじめ決あておく. すなわち,
$\sum_{t=1}^{T}$ $a_{t}= \sum_{t=1}^{T}$ $b_{i,t}=M$ .
本稿では, このモ $\vec{\mathcal{T}}$ルのもとで, すべての予測戦

略について一州の系列が同じである場合 (任意の $1\leq$

$t\leq T$ に対して $b_{t}$ か存在して, 任意の $1\leq i\leq$

$N$ に対して $b_{i,t}=$ bのには, Cesa-Bianchi らと同
様の結果が得られることを示す. すなわち, 3章
で, 憲章の $y=(y_{1}, \ldots, y\tau)$ に対する各予測戦略の
予想\xi ね, . . . , $\xi_{i},\tau$ と賭金 $b_{1},$

$\ldots,$
$b_{T}$ が $y$ から計算で

きると仮定した場合の, ゲーム理論に基づく最適な
予測アルゴリズム $A^{*}$ を与える. そして, 4章で,
Littlestone と Warmuth による重みつき多数決アル
ゴリズム $[4, 5]$ を用いて, 上で述べた仮定を置かな
い (予測戦略のアルゴリズムに依存しない) 効率の良
い予測アルゴリズムを構成する. このアルゴリズム
は, $M=\Omega(\log N)$ ならば, ほぼ最適となる.

2諸定義

Cesa-Bianchi ら [2] が提案した予測モデルは次の
通りである.
ある情報源から, 各時刻 $t(1\leq t\leq T)$ ごとに事象

腕 $\in\{0,1\}$ か生成されるとする. いま, $N$ 個の予測
戦略 $\mathcal{E}=\{\mathcal{E}_{1)}\ldots, \mathcal{E}_{N}\}$ が存在し, 各予測戦略揚は,
各時刻 $t$ ごとに $y_{t}$ の値を予測して実数 $\xi_{i,t}\in[0,1]$ を
出力するものとする. ここで, 予測戦略に対しては,
各時刻ごとに実数を出力するという以外何の仮定も置
かない. 予測戦略 $\mathcal{E}$ を用いる予測アルゴリズム五と
は, 各時刻 $t$ ごとに, 過去の事象の系列 $y_{1},$

$\ldots,$ $y_{t-}1$

と各予測戦略 亀の現在までの出力値 $\xi_{i,1}$ , . . . , $\xi_{i,t}$

か与えられると, 翫の値を予測して実数 $\psi_{t}$ $\in$

$[0,1]$ を出力するものである. すなわち, $A$ は, 関
i数 $\psi_{t}(y1, \ldots, yt-1, \xi 1,1, \ldots, \xi 1,t)\ldots,$ $\xi_{N},1$ ,-. . , $\xi_{N,t}$ )
を計算するアルゴリズムとみなすこともできる. 予測
アルゴリズム且と予測戦略亀の時刻 $t$ における損失
を, それぞれ, $|\psi_{t}-y_{t}|$ と $|\xi_{i,t}-y_{\mathrm{r}}|$ で表す. ここで,
$\psi_{t}$ を, $A$ こ入の予測値 $\hat{y}t$ として 1を選ぶ確率と解釈
すると, $A$ の損失は, $A$ か予測を誤る確率に等しいこ
とに注意されたい. すなわち, $|\psi_{t}-y_{t}|=\mathrm{P}\mathrm{r}(\hat{y}t\neq y_{t})$ .
また, 事象の系列 $y=(y_{1}, \ldots, y\tau)\in\{0,1\}^{T}$ に対す
る乃と $\mathcal{E}_{i}$ の損失を, 各時刻におけるそれぞれの損
失の総和と定義する. すなわち,

$L_{A}(y)$ $=$ $\sum_{t=1}^{T}|\psi_{t}-y_{t}|$ ,

$L_{i}(y)$ $=$ $\sum_{t=1}^{T}|\xi i,t-y_{t}|$ .

さらに, 系列 $y$ に対する最適な予測戦略の損失を,

$L_{\mathcal{E}}(y)=i \in\{1,\min_{N\}}\ldots,Li(y)$

で表す. このモデルでは, 予測アルゴリズ A 且の目
標は, 最適な予測戦略に対する相対的な損失を最小
にすることである. すなわち, 且の性能は, 任意の
事象の系列 $y$ に対する最適な予測戦略との損失の差
の最悪値

$\max$ $(L_{A}(y)-L_{\mathcal{E}(y))}$

$y\in \mathrm{f}^{0,1}\}^{T}$

で評価する.
本稿では上のモデルを次のように拡張する. 各予

測戦略 & は, 各時刻 $tarrow\sim$とに予測 $\xi_{i},\tau$ の他に事忌
わ舜 $\in[0,1]$ を出力するものとする. (ここで, 飾金は
$[0,1]$ の範囲に規格化されているものとする. ) 予測
戦略 $\mathcal{E}$ を用いる予測アルゴリズム五とは, 各時刻
オごとに, 過去の事象の系列 $y_{1},$ $\ldots,$ $yt-1$ と各予測
戦略 & の現在までの出力値 $(\xi i1, bi,1)\}$

” $r\cdot,$
$(\xi i,t_{)}bi,t)$

が与えられると, 肋の予測値吻 $\in[0,1]$ の他に時刻
オの予測値に関する掛金 $a_{t}\in[0,1]$ を出力するもの
である.
ここで, それぞれの下金の総額は同じであるとす

る. すなわち, $M= \sum_{t=1}^{\tau}$ $\zeta|t=\sum_{t=1}^{T}$ $b_{?,t}$ . また, 予
測アルゴリズム且にはあらかじめ系列の長さ $T$ と
$M$ を与えておく.
予測アルゴリズム且と予測戦略島の時刻 $t$ にお

ける損失を, それぞれ, $a_{t}|\psi_{t}-y_{t}|$ とみ ‘,t $|\epsilon_{i,t}-y_{t}|$ で

表す. ここで, 手金 $a_{t}$ のうち, $yt=1$ という予測に
at $\psi_{t},$ $yt=0$ という予測に $a_{t}(1-\psi t)$ をそれぞれ賭
けるものと解釈すると $a_{t}|$吻 $-y\tau|$ は賭金の損失に等
しい. また, 事象の系列 $y=(y_{1\cdot)},..y\tau)\in\{0, \perp\}^{T}$

に対する且と $\mathcal{E}_{i}$ の損失を, 各時刻におけるそれぞ
れの損失の総和と定義する. すなわち,

五 A $(y)$ $=$ $\sum_{t=1}^{T}at|\psi_{t}-y_{t}|$ ,

$L_{i}(y)$ $=$ $\sum_{t=1}^{T}b_{it,\}}|\xi i,t-y_{t}|$ .
$\cdot$ . $\cdot$ .

さらに, 系列 $y$ に対する最適な予測戦略の損失を,
$L_{\mathcal{E}}(y)=$ $F– \backslash \min Li(y)$

$?\in\{1,\ldots,N\}$

で表す. このモ $\vec{\tau}$ルでも, 予測アルゴリズム オ

の目標は, 最適な予測戦略に対する相対的な損失
$\max_{y\in\{0,1}\}^{T}$ (LA $(y)-L_{\mathcal{E}}(y)$ ) を最小にすることで
ある.
従来のモデルは. 予測戦略と予測アルゴリズムの
出力する賭金がすべて $-$定, すなわち, 任意の $1\leq$

$i\leq N,$ $1\leq t\leq T$ に対して, $at=b_{i,t}=1$ の特別な
場合である. 従って, 以下では, 従来のモデルを賭
金一定のモデルと呼ふことにする. 賭金一定のモデ
ルでは, 賭金の総額 $M$は, $M= \sum_{t=}^{T}1$ $a_{t}=T$ とな
ることに注意されたい.
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また, 以下では, すべての予測戦略の賭金の系列
か同じ場合に限定して議論する. すなわち, 任意の
$1\leq t\leq T$ に対して ある $b_{t}$ か存在して, 任意の
$1\leq i\leq N$ に対して $b_{i,t}=b_{t}$ とする.

3拡張されたモデルの下での予測アルゴリズム

Cesa-Bianchi らは, 賭金一定のモデルの下で, 任
意の事象の系列 $y=(y_{1)}\ldots, y_{\tau})$ に対する各予測戦
略の予測\xi i,l, . . . , $\mathrm{t}^{C}i,\tau$ か $y$ から計算できる ( $\mathcal{E}$ か模
倣可能) と仮定した場合の, 予測戦略に依存する最適
な予測アルゴリズムを与えた [2]. すなわち, この予
測アルゴリズムの相対的な損失は, 任意の予測アル
ゴリズムの相対的な損失の下界に–致する.

定理 1([2]) 面面一定のモデルの下で, 任意の系列
長 $T$ , 任意の予測戦略 $\mathcal{E}$ と任意の予測アルゴリズ
ム $A$ に対して, ある事象の系列 $y\in\{0,1\}^{T}$ が存在
して,

$L_{A}(y)-L \mathcal{E}(y)\geq\frac{T}{2}-\mathrm{E}_{z\in U}T(^{\text{五_{}\epsilon}())}\{0,1\}z$ .
思至一定のモデルの下で, 任意の系列長 $T$ , 模倣可
能な任意の予測戦略 $\mathcal{E}$に対して, ある予測アルゴリ
ズム $A^{*}$ か存在して, 任意の事象の系列 $y\in\{0,1\}^{T}$

に対して,

$L_{A^{5}}(y)-L \mathcal{E}(y)=\frac{T}{2}-\mathrm{E}_{\mathcal{Z}\in\llcorner}-_{f}\{0,1\}T(L_{\epsilon}(z))$.
ここで, $\mathrm{E}_{\sim\in_{U\{\}^{T}}},0,1$ $()$ は, $z$ か $\{0,1\}^{T}$ 上の–様分
布に従ってランダムに選ばれた時の確率変数の期待
値を表す.

回金一定のモデルでは $M=T$ が成立するので,
定理 1における $T$ を $M$ に置き換えることができる.
本章では, 拡張されたモデルにおいても, 定理 1と
同様の結果か得られることを示す. すなわち, 任意
の事象の系列 $y=(y_{1}, \ldots, y\tau)$ に対する各予測戦略
の予測転 1) $\ldots,$

$\backslash i,TC$ と賭金 $b_{i,1,)}\ldots b_{i,T}$ か $y$ から計
算できる ( $\mathcal{E}$ か模倣可能) と仮定した場合の, $\mathcal{E}$ に依
存する最適な予測アルゴリズム $A^{*}$を与える. $A^{*}$か
最適であることを示すために, まず任意の予測アル
ゴリズムに対する相対的な損失の下界を示し, 次い
で, $A^{*}$の相対的な損失が下界に–致することを示す.

定理 2任意の系列長 $T$ , 任意の貯金の総額 $M$ , 任
意の予測戦略 $\mathcal{E}$ と任意の予測アルゴリズム $A$ に対
して, ある事象の系列 $y\in\{0,1\}^{T}$が存在して,

$L_{A}(y)-L_{\mathcal{E}}(y) \geq\frac{\Lambda_{i}T}{2}-\mathrm{E}_{z\in \mathrm{r}_{-}\{}\tau r0,1\}(L\epsilon(z))$ .

証明 まず, 事象の系列 $z$ に対する $A$ の損失
$L_{A}(\approx)$ の期待値を評価する.
$\mathrm{E}_{\sim\in_{7_{-}\Gamma}},\mathrm{t}^{\mathrm{u}}\cdot 1\}T(L_{A}(\approx))$

$=$
$\frac{1}{2^{T}}\sum_{0\sim\in- \mathrm{t},1\}\tau t}\overline{\sum}a_{t}=1|\psi t-z_{t}$

$=$ $\frac{1}{2^{T}}\sum_{t=1}\tau otz\in\{0\sum,1^{1\tau}J|\psi_{\tau}-z_{t}|$

$=$ $\frac{1}{2^{T}}\sum_{1t=}^{T}$ at
$\sum_{-,w\in\{\mathrm{u},1\}1z_{\mathrm{e}\in}}\sum_{\{\gamma\{0,1\}v\epsilon 0}\sum_{1\}\tau-t},|\psi_{t}-z_{t}|$

$=$
$\frac{1}{2^{T}}\sum a_{t}T$

$t=1$

$w \in\{\{\mathrm{J},1\sum_{\prime,\}-1\mathrm{r}\mathrm{I}}\sum_{v\in\{,1\}^{\tau}}-t\{\psi_{t}+(1-\psi_{t})\}$

2
よって,

$\mathrm{E}_{z\in_{U}\{1\}^{\tau}}0,$ (LA $(Z)-$ 五\epsilon $(z)$ )

$=$ $\frac{M}{2}-\mathrm{E}_{z}$

e次 $\{0,1\}^{\tau(L_{\mathcal{E}}(\chi)})$ .
従って, ある $y\in\{0,1\}MT$ か存在して,

五 A $(y)-L_{\mathcal{E}}(y)\geq\overline{2}-\mathrm{E}_{\approx\in_{U}}(\{0,1\}^{\tau}L_{\mathcal{E}}(z))$

となる . $\square$

この下界は厳密なものではあるか, 第 2 項
$\mathrm{E}_{z\in r_{-\{(}}\tau r),1\}$ (五 E $(z)$ ) か $\mathcal{E}$ に依存するため扱いにく
い. しかし, 適当な $\mathcal{E}$ に対してこの項を評価するこ
とによって, $N$ と $M$ のみに依存する下界を導くこ
とができる.

系 1 任意の系列長 $T$ , 任意の賭金の総額 $M$に対し
て, ある予測戦略 $\mathcal{E}$ が存在して, 任意の予測アルゴ
リズム $A$ に対して, ある事象の系列 $y\in\{0,1\}^{T}$ か
存在して,

五 A $(y)-L_{\mathcal{E}}(y)\geq(1-o(1\mathrm{I}\mathrm{I}\sqrt{\frac{l\mathcal{V}I1_{11}\wedge^{\gamma}}{2}}$

となる. ここで 0(1) は $T,$ $Narrow\infty$ のとき $0$ に収束
する量を表す.

2

定理 3任意の系列長 $T$ , 任意の賭金の総額 $M$ , 模倣
可能な任意の予測戦略 $\mathcal{E}$ に対して, ある予測アルゴリ
ズム $A^{*}$ が存在して, 任意の事象の系列 $y\in\{0,1\}^{T}$

に対して,

$L_{A^{*}}(y)-L_{\mathcal{E}}(y)= \frac{M}{2}-\mathrm{E}_{z\in_{U\{}}0,1\}^{\tau(L\epsilon(}z))$

となる.

証明 次のような二人ゲームを考える. 各ラウン
ド $t(1\leq t\leq T)$ において, プレーヤー 1は $(\tau l_{t_{)}t}^{1}C/)\in$

$[0,1]^{\sim}9$ を選び, プレーヤー 2は $y_{t}\in\{0,1\}$ を選ふ. た
だし, $\sum_{t=1}^{T}a_{t}=M$ とする. $T$ ラウンドか終了した
時点でのゲームの値を $V_{T}= \sum_{t=1}^{T}at|\psi_{t}-y_{t}|-$ 五\epsilon $(y)$

とおく. プレーヤー 1の目標は $V_{T}$ を最小に, プレー
ヤー 2の目標は巧を最大にすることである. プレー
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ヤー 1を $A^{*}$ , プレーヤー 2を事象の系列と考える
と, このゲームの値 V今は, ちょうど $A^{*}$ の相対的な
損失となることに注意されたい. Eが模倣可能である
ことから, このゲームの最適解 (ミニマックス解) を
求めることかできる. $t$ ラウンドにおけるプレーヤー
1の最善手は次のようになる.

$a_{t}$ $=$ $b_{t}$ ,

$\psi_{t}$ $=$ $. \frac{1}{2}\{1+\frac{1}{b_{t}}\mathrm{E}1\}^{Tt}-(z\in_{U\{0},\mathcal{E}y_{1yz}t-1)L(\cdots \mathrm{o})$

$- \frac{1}{b_{t}}\mathrm{E}_{\mathcal{Z}\epsilon_{U}\{}0,1\}T-r(L\mathcal{E}(y1\ldots y_{t}-11z))\vee\}$ .

ここで予測値 $\psi_{t}$) の範囲が $0\leq\psi_{t}\leq 1$ となることを
示しておく.
明らかに. $|\mathrm{E}_{z\in_{U}\mathrm{t}\}}0,1T-t(L\epsilon(y1\ldots y_{t}-10z))$ $-$

$\mathrm{E}_{z\in_{U\{0,1}}\tau\}-t(L\epsilon(y_{1}\cdots yt-11z))|\leq b_{t}$ を言えばよい.

主張 任意の $y_{1},$ $\ldots$ , yt-lに対して,
$|\mathrm{E}_{z\in_{U}\{0},1\}^{\tau-}t(L_{\mathcal{E}(}y1\ldots y_{t}-10z))$

$-\mathrm{E}_{z\in_{U}\{0,1}\}T-Z(L\mathcal{E}(y_{1}\cdots y_{t-1}1z))|$ $\leq$ $b_{t}$

主張の証明 $z\in\{0,1\}T-t$を任意に固定し, $w0=$

$y1\ldots yt\vee-10_{Z},$ $w_{1}=y_{1}$ $,$ $*\cdot y_{t1}-1Z$ とおく. 一般性を
失うことなく $L_{\mathcal{E}}(w0)\leq \text{五}\epsilon(w_{1})$ と仮定する. 系列
$w_{0}$ について損失が最小の予測戦略を $\mathcal{E}_{i_{\text{。}}}$ とすると,
$\mathcal{E}_{i_{\text{。}}の}w_{1}$ に対する損失 $L_{\mathcal{E}_{t\text{。}}}(w_{1})$ は,

$L_{\mathcal{E}:_{\text{。}}}(w1)$

$=$
$S \in\{1,\ldots\sum_{tT\},s\neq},b_{s}|\xi i_{0^{S}},-yS|+bt|\xi i0,t-1|$

$\leq$ $(_{s\neq t} \sum bS|\xi i_{0},S-y_{S}|+bt|\xi i_{\mathrm{o},t}-\mathrm{o}|1$

$+b_{t}|\epsilon_{i_{0}t}-)1|$

$\leq$ $L_{\mathcal{E}}(w_{0})+bi$

となる. $Lg(w_{1})$ $\leq$ $L_{\mathcal{E}_{i_{0}}}(w_{1})$ より, $\text{五}\epsilon(w_{1})$ $\leq$

$L_{\mathcal{E}}(w_{0})+b_{t}$ . よって, $|L_{\mathcal{E}}(w_{0})-L_{\mathcal{E}}(w_{1})|\leq b_{t}$ と
なる. $z$ は任意に固定したので, 主張か成立する.

[主張の証明終り]

$y_{t}$ のビットを反転したものを玩で表すことにす
ると,

$|y_{t}-\psi_{t}|$

$=$ $\frac{1}{2}\{1+\frac{1}{b_{t}}\mathrm{E}0,1(z\in_{U\{\}^{T-\mathrm{c}}}\epsilon(y1yt-1ytz))\text{五}\cdots$

$- \frac{1}{b_{t}}\mathrm{E}_{\mathcal{Z}\in_{U\{0}},1\}T-\mathrm{t}(\text{五_{}\epsilon}(y1\ldots yt-1\overline{y}tZ))\}$

となるから, 事象の系列 $y$ に対する $A^{*}$ の損失は
$L_{A^{*}}(y)$

$–$ $\sum_{t=1}^{T}\frac{a_{t}}{2}.\{1$

$+ \frac{1}{b_{t}}\mathrm{E}_{z\in_{U\{0,1}}\}T-t(L\mathcal{E}(y1\ldots y_{t-}1ytZ))$

$- \frac{1}{b_{t}}\mathrm{E}_{\sim\in_{U}\mathrm{t}\}}.0,1\tau-,(L_{\epsilon}(y1\ldots y_{t-}1\overline{y}tZ))\}$

$=$
$\frac{\sum_{t=1}^{T}at}{2}$

$+ \frac{1}{2}\sum_{t=1}^{\tau}\{\mathrm{E}_{z\in_{U\{0,1\}}}\tau-t(L\mathcal{E}(y1\ldots yt-1.yt\approx))$

$-\mathrm{E}_{\approx\in_{U}\{1}0,\}T-t$ $(L_{\epsilon} (y_{1} . y\mathrm{r}_{-}1\overline{y}t^{-}\rho))\}$

となる. ここで.

$S$ $=$
$\sum_{4-\tau}^{T}\{\mathrm{E}_{\sim^{\gamma}}\{0,1\}^{\tau}-\in_{U}\dagger(L_{\mathcal{E}}(y1^{\cdot}$ . $y_{i}$

$t=1\mathrm{L}\{\mathrm{E}_{\sim^{\gamma}}\{0,1\}\in_{U}T-\dagger(L\epsilon(y_{1}\cdot\cdot yt-1yt\approx))$

$-\mathrm{E}_{z\in_{U}}0,1\}\tau\{-i (L\epsilon (y_{1}. . . yt-1\overline{y}t^{\approx}))\}$

とおくと, $S$ の第 1項は,
$\tau$

$\sum_{t=1}\mathrm{E}_{\mathcal{Z}\in U\{0,1}-(\}^{\tau t}\epsilon L(y_{1}\mathrm{e}\cdot\cdot yt-1y_{t^{Z}}))$

$=$ $\sum_{t=1}^{T}\frac{1}{2^{T-t}}$

$\sum_{-,\mathcal{Z}\in\{0,1\}\mathrm{s}}L_{\mathcal{E}(\cdots Z}y1yt-1yt)T$

$=$ $\sum_{t=0}^{T1}-\frac{\perp}{2^{T-t}}z\in\{0,\sum_{1\}^{\tau-t}}L\epsilon(y_{1}\cdots y_{t}-1ytZ)$

$- \frac{1}{2^{T}}.\sum_{\}\wedge\in \mathrm{t}^{0}1\tau},L\mathcal{E}(z)+L\epsilon(y1\ldots yT)$

$=$ $\sum_{t=1}^{T}.\frac{\perp}{2^{\tau-t+1}}\sum_{+z\in \mathrm{t}0,1\}T-t1}$ 五 E $(y_{1} y_{t-1}z)$

$-\mathrm{E}_{\mathcal{Z}\in U\{\}^{T}}0,1(L\epsilon(\approx))+L\epsilon(y)$

$=$ $\sum_{t=1}^{T}\frac{1}{2^{\tau-t+1}}$

$\sum_{-,z\in\{01\}1}T’(L_{\mathcal{E}}(y_{\perp}\cdot$
. $y_{t-1y_{t^{\approx}})}$

$+L\epsilon(y1\ldots y_{t}-1\overline{y}_{t}Z))$

$-\mathrm{E}_{z\in\{0,1\}}UT(L_{\mathcal{E}}(_{Z)})+L\epsilon(y)$

となり, $S$ の第 2項は,
$T$

$\sum_{t=1}\mathrm{E}_{z\in}U\{0,1\}^{\tau-t}(\text{五}\mathcal{E}(y1\ldots y_{t}-1\overline{y}\tau^{z))}$

$=$ $\sum_{t=1}^{T}\frac{1}{2^{T-t}}\sum L\epsilon z\in\{0,1\}T-9(y1\ldots yt-1\overline{y}_{t}Z)$

となるので,

$’\underline{\sigma}^{r}$ $=$
$\sum\frac{1}{2^{T-t+}1}T$

$\sum_{t=1}\frac{\perp}{2^{T-t+}1}z\in\{(1,1\}^{\tau}\sum_{-t}(L_{\mathcal{E}}$
( $y_{1}\cdots$ yt-l $y_{t}\approx$ )
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$-L\epsilon(y1\ldots yt-1\overline{y}_{t^{Z}}))$

$-\mathrm{E}_{z\in_{U}\{1}0,\}T(L_{\mathcal{E}(_{Z)}})+L\epsilon(y)$

$=$
$–\mathrm{E}_{-,\wedge\in_{U}}T(2\{0,1\}\text{五}\epsilon(z))+L\epsilon(y)$

となる. すなわち,

$S=2(L_{\mathcal{E}}(y)-\mathrm{E}_{z}\in_{U}\{0,1\}T(L\epsilon(z))$

よって,

$L_{A}\cdot(y)-L_{\mathcal{E}}(y)$ $=$
$\frac{\sum_{t=1^{O}}^{T}t}{2}.+\frac{S}{2}-L_{\mathcal{E}}(y)$

$=$
$\frac{M}{\supset}.-\mathrm{E}_{z\in_{U}}\tau\{0,1\}(L\epsilon(z))$

となる. $y$ は任意に固定したから定理が成立する. 口

ゲーム理論に基づく最適な予測アルゴリズムは, 次
の 2つの点で現実的ではない. 1つは, 予測戦略か模
倣可能という仮定をおいている点である. この仮定
は, いわば, 予測アルゴリズムか予測戦略のアルゴ
リズムを内蔵していると主張するもので, 未知なる
複数の予測戦略から最適な予測戦略の持つ知識を引
き出そうとする予測モデルの本来の目的から外れる
ものである. もう 1つは, 最適な予測値を計算する
際に, すべての事象の系列に対するすべての予測戦
略の予測値を評価しなければならない点である. こ

のアルゴリズムは, 1つの事象の系列 $y$ に対するあ
る予測戦略の予測値の計算に要する時間を無視した
としても, $\Omega(2^{\tau}N)$ 時間かかってしまう.

4拡張されたモデルの下での効率の良い予測アルゴ
リズム

本章ては, Littlestone と Warmuth による重みつ
き多数決アルゴリズム $[4, 5]$ を用いて, 予測戦略か
模倣可能であるという仮定を置かない (予測戦略の
アルゴリズムに依存しない) 効率の良い予測アルゴ
リズム $P$ を構成し, その損失を評価する. そして,

$\mathrm{J}/I=\Omega(\log$ Nりならば, アルゴリズム $P$ の相対的な
損失は, 系 1て示した下界に定数倍の違いを除いて
一致すること, すなわち, $P$ はほぼ最適なアルゴリ
ズムとなることを示す.
以下に, 予測アルゴリズム $P$ の概略を述べる. $P$

は, 予測戦略 $\mathcal{E}_{1}$ と正反対の予測をする $N+1$ 番め
の予測戦略 $\mathcal{E}_{N+1}$ を模倣し, あたかも, 全部で $N+1$

個の予測戦略が与えられているかのように振舞う. す
なわち, $P$は各時刻 $t$ において, $\mathcal{E}_{1}$ の予測値\xi l,t を
見て $\xi N+1,t=1-\xi_{1,t}$ を計算する. したがって, 以
下では $\mathcal{E}=\{\epsilon_{1,)}\ldots \mathcal{E}N+1\}$ として議論する. このと
き, 明らかに $L_{\mathcal{E}_{\mathrm{J}}\mathrm{v}+1}=M-L_{\mathcal{E}_{\text{、}}}$ となるので, $L_{\mathcal{E}_{1}}$

と $L_{\mathcal{E}_{N+1}}$ のどちらかか高々 $M/2$ となる. これは,
$L_{\mathcal{E}}(y) \leq\frac{M}{\underline{)}}$. を意味する.

algorithln $P$

input : $T,$ $M$

begin
for $i\in\{1, \ldots , N+1\}$ do $w_{i,1}:=1$ ,
$\theta:=\frac{1}{1+\sqrt{4\ln(N+1)/M}}$ ;

for $t:=1$ to $T$ do
begin

$\mathrm{r}\mathrm{e}(j\mathrm{e}\mathrm{i}\mathrm{v}\mathrm{e}(\xi_{1,t}, b_{t}))\ldots$ , $(\xi_{N,t}, b_{t})\rangle$

$\xi_{N+1,t}:=1-\xi_{1,\tau;}$

$\psi_{t}:=\sum_{i=}^{N+1}1\nu i,t\xi it)$.
$a_{t}.=b_{t}$ ;
output $(\psi_{t,t}C/)$ ;
receive $y_{t}$ ;
$\mathrm{f}_{01}\cdot i\in\{1, \ldots, N+\perp\}$ do

$w_{i},\tau+1:=witU\beta(b_{t}|\xi i,t-yt|)$ ;
end

end

図 1. 予測アルゴリズム $P$

$P$ は, 時刻 $t$ における予測吻として, 各予測戦
略 $\mathcal{E}_{i}$ のこれまでの成績を表す重み $w_{i,t}\in[0,1]$ を用
いて, 予測戦略の予測の重みつき平均を値として取
る. すなわち, 予測戦略の予測をそれそれ\xi 1 , $t$ , . . . ,

$\xi N+1,t$ とすると,

$\psi_{t}=\sum_{i=1}^{\mathrm{A}^{r}1}\frac{\tau v_{i^{\gamma}}}{\sum_{i=1}^{\mathrm{A}+1}w_{i,t}\Gamma},\epsilon i+,t=\sum_{\dot{\uparrow}=1}^{\wedge\Gamma}pi,i\xi_{i,t}+1$.

$P$は, 事象駈を観測すると, 各予測戦略の重みを,
損失 $b_{t}|_{(}^{c_{i,t}},-y_{t}|$ に基ついて

$w_{i,t+1}=U_{\beta}(b_{t}|\xi_{i,t}-y_{t}|)w_{i,t}$

で更新する. ここで関数 $U_{\Gamma f}(q)$ は, 任意の $/_{\mathit{1}}\in[0,1]$

に対して, $\beta^{q}\leq U_{\beta}(\zeta l)\leq 1-(1-\beta)c\mathit{1}$ を満たす任意
の関数で, 予測戦略の損失か大きいほと, その重み
を大きく減少させる働きをする. また $0\leq,\theta<1$ は,
$N$ と $M$ に依存して定まる適当なパラメータてある.
$P$ の詳細なアルゴリズムを図 1に示す.
この予測アルゴリズム $P$ は, 賭金一定のモデルの下

では, (すなわち, 任意の時刻 $t$ に対して, $at=|y_{t}=1$

か成立する下では) Cesa-Bianchi らか与えた予測ア
ルゴリズムにほとんと等しい. $P$ との唯–の違いは,
そのアルゴリズムか, 予測 $\psi_{t}$ の値を重みつき平均
$\mu=\sum_{i=1}^{N+1}p_{i},t‘,i,tc$ そのものではなく, ほぼ線形な関
数 $F_{\beta}$ を用いて, $\psi_{t}=F_{\beta}(\mu)$ としていることである.
$F_{\beta}$ は, アルゴリズムの性能を高めるために巧妙に選
ばれたものである. 拡張されたモデルの下では, $F_{(J}$

に対応する関数はまだ見い出されていない.
まず,’ アルゴリズム $P$ の損失 $L_{P}(y)$ を評価する.
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次の補題は, 任意のパラメータ $\beta$ に対して成立する.

補題 1任意の系列長 $T$ , 任意の賭金の総額 $M$ , 任
意の事象の系列 $y\in\{0,1\}^{T}$ , 任意の予測戦略 $\mathcal{E}=$

$\{\mathcal{E}_{1)}.\text{。}. , \mathcal{E}_{N}\}$ と任意に固定したパラメータ $\beta\in[0,1)$

に対して, 予測アルゴリズム $P$ の損失は

$\text{五_{}P}(y)\leq\frac{\ln(\frac{\sum_{i=1}^{N+}1wi,1}{\sum_{i=}^{N+1}1w_{i,T+1}})}{\not\in D}$

$-\mathrm{z}\backslash \sigma$ ノ $-$
$1-\beta$

となる.

証明 $t$ を任意に固定する.

$\sum_{i=1}^{N1}+w_{i},t+1$

$=$ $\sum_{i=1}^{N+1}w_{i,t\beta}U(a_{t}|\xi i,t-yt|)$

$\leq$ $\sum_{i=1}^{N1}wi,t(1-(1-\beta)a_{t}|\xi i,t+-y_{t}|)$

$=$ $(^{N1} \sum_{i=1}^{+}w_{i,t})$

$(1-(1-\beta)a_{t^{\frac{\sum_{i=1}^{N+}1wi,t|\xi_{i},t-y_{t}|}{\sum_{i=1}^{N+}1w_{i,t}}}}$

$\leq$ $(_{i=}^{N1} \sum_{1}^{+}wi,t)$

$\exp(-(1-\beta)a_{t}\sum_{i=1}^{N+1}p_{i},t|\xi_{i,t}-y_{t}|)$

$=$ $(^{N1} \sum_{i=1}^{+}wi,t)\exp(-(1-\beta)at|\psi_{t}-y_{t}|)$

A $\text{り}$ ,

$a_{t}| \psi_{t}-y_{t}|\leq\frac{-\ln(\frac{\sum_{-1}^{N+1}w_{it+}}{\sum_{i=1}^{N1}+wi,t})}{\mathrm{s}\wedge}$

となる. よって, 事象の系列 $y$ に対する $P$ の損失は

$\sum_{t=1}^{T}a_{t}|\psi_{t}-y_{t}|$ $\leq$

$\frac{-\sum_{t=}^{T}1\ln(\frac{\sum_{;}^{N+}=1w1t+1}{\sum_{i=1}^{N+1}w_{i},\{})}{1-\theta},$

,

$-$

$\ln(\frac{\sum_{-}^{N+1}w_{f}1}{\sum_{l1}^{N+1}=w_{i,T+1}})$

$1-\beta$
$-$

口

この補題より, 直ちに次の定理を得る.

定理 4任意の系列長 $T$ , 任意の砂金の総額 $M$ , 任
意の事象の系列 $y\in\{0,1\}^{T}$ , 任意の予測戦略 $\mathcal{E}=$

$\{\mathcal{E}_{1}, \ldots, \mathcal{E}_{N}\}$ に対して, 予測アルゴリズム $P$ の相対
的な損失は,

$L_{P}(y)-L_{g}(y)\leq\sqrt{M\ln(N+1)}+\ln(N+1)$

となる.

証明 補題 1より,

$L_{P}(y)$ $\leq$

$\frac{\ln(\frac{\sum_{-}^{N+1}w_{i1}}{\sum_{i=}^{N+1}1w_{i}T+1})}{1-\beta}$,

$=$ $\frac{\ln\sum_{i=1}^{N1}+w_{i,1}-\ln\sum iN+1wi,\tau 1+=1}{1-\beta}$ .
ここで $w_{1,1}$ $=$ - $.$

$=$ $w_{N+1,1}$ $=$ 1 より
$\ln\sum_{i=}^{N+1}1w_{i,1}=\ln(N+1)$ . また, 系列 $y$ に対して損

失が最小の予測戦略をらとすると, $\sum_{i=1,+1}^{N+1}w_{i}T\geq$

$w_{j,T+1}$
$=\beta^{\sum_{t=1}^{T}\mathrm{e}}a\mathrm{z}|\xi j,-y_{l}|$

$=\beta^{L_{\mathcal{E}}(y)}$ , すなわち,
$- \ln\sum_{i}^{N+1}=1w_{i},\tau+1\leq-L\epsilon(y)\ln\beta$. よって,

$L_{P}(y) \leq\frac{\ln(N+1)-\text{五_{}\mathcal{E}}(y)\ln\beta}{1-\beta}$

一般に, \not\in の $0<$ 五 $<\tilde{L},$ $0<R\leq\sim\ovalbox{\tt\small REJECT}$ に対して,
$\gamma=1/(1+\sqrt{2\tilde{\text{五}}/\tilde{R}}^{-})$と置くと, $(L-R\ln\gamma)/-(1-\gamma)\leq$

$L+\sqrt{2\tilde{\text{五}}\overline{R}}+R$ が成立する [3] ことから, $\overline{L}=L=$

$\ln(N+1),\tilde{R}=M/2,$ $R=$ 五 E(y), $\gamma=,\theta$ とおいて
$L_{P}(y)$ の式に適用すると,

$L_{P}(y)\leq L_{\mathcal{E}}(.y)+\sqrt{M\ln(N+1)}+\ln(N+1)$

を得る 口
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